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観測頻度に基づくゆう度比の保守的な直接推定
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あらまし データを確率的に取り扱う問題において，統計的尺度の推定は手法の構成やデータ分析の基盤的役
割を担う．本論文では統計的尺度の一つであるゆう度比を，離散的な標本空間から得た観測頻度をもとに推定す
る問題を扱う．素朴な推定方法は，ゆう度比の定義に従い，ゆう度比を構成する二つの確率分布を最ゆう推定し
て，その比を取ることである．しかし，低頻度からゆう度比を求めるとき，この方法は推定量を不当に高く見積
もってしまう場合がある．そこで，ゆう度比の直接推定法 uLSIF を応用し，ゆう度比を低めに（保守的に）推
定する方法を提案する．提案手法は，最ゆう推定によって求めたゆう度比を正則化パラメータによって調整する
枠組みである．実験では提案手法の振る舞いを明らかにし，その有効性を示した．更に，自然言語処理における
ブートストラップ法を利用した実験も行い，提案手法の実用性も示した．
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1. ま え が き

ゆう度比は統計検定や多値分類 [1] などに多く用い

られる尺度であり，ゆう度関数の比で表される．ゆう

度比の真値を得ることは困難であるため，実際にゆう

度比を用いる場合は推定が必要となる．自然言語処理

やデータマイニングでは，観測頻度や標本に基づき，

離散的な標本空間からゆう度比を推定する場合がある．

素朴な推定方法は，ゆう度比の定義に従い，ゆう度比

を構成する二つの確率分布を最ゆう推定して，その比

を取ることである．しかし，この方法で低頻度からゆ

う度比を求めると，推定量を不当に高く見積もってし

まう場合がある．

推定量を高く推定すると問題になる場合を考える．

例えば，新聞記事コーパスに出現する地名から，後ろ

にカタカナ語が続きやすい地名を予測することを考え

る．コーパス中の文字列「東京タワー」を例にすると，

「東京」が地名，「タワー」が後続するカタカナ語とな
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る．「東京」と「豊橋」という地名が与えられたとき，

次のゆう度比でカタカナ語の続きやすさを測るとする．

LRMLE(a) =
p̂1

p̂2

p̂t =
kt

nt
(t = 1, 2)

k1 はある地名 aがカタカナ語直前，k2 は aがコーパ

ス全体に出現する頻度を表す．n1 は全地名がカタカ

ナ語直前，n2 は全地名がコーパス全体に出現する総

頻度を表す．このとき，p̂1 は aがカタカナ語直前，p̂2

は aがコーパス全体に現れる確率である（注1）．このゆ

う度比が 1より大きいと aはカタカナ語直前に現れや

すく，1より小さいとコーパス全体に現れやすいこと

を意味する．コーパスから表 1 の頻度が観測できた

とする．「東京」は k2 が高く，コーパス全体で現れや

すい．そして，カタカナ語直前での出現頻度 k1 も高

い．「豊橋」は「東京」よりも k2 が低いため，相対的

に k1 も低くなる．特に，「豊橋」はカタカナ語の直前

で 1回しか現れず，推定値 LRMLE(豊橋)の信頼性は

LRMLE(東京)よりも低いと考えられる．ところが，二

（注1）：厳密には，コーパス中での単語（あるいは文字バイグラムなど）
の出現を多項分布でモデリングしたとき，出現確率の最ゆう推定量を指
す．
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表 1 出現頻度の例
Table 1 The example of occurrence frequencies.

地名 a k1 k2 n1 n2 LRMLE(a)

東京 100 3,000 1,000 100,000 3.33

豊橋 1 30 1,000 100,000 3.33

つの地名について推定値を測ると両方とも 3.33となっ

てしまう．そこで，観測頻度が低い場合はゆう度比の

正確な推定が難しいと考え，分母の確率推定量 p̂2 に

応じて推定量を低めに見積もる方法を提案する．本論

文では，推定量を低めに見積もることを “保守的な推

定”と呼ぶ．

保守的な推定を実現するため，ゆう度比の直接推定

法 uLSIF (unconstrained Least-Squares Importance

Fitting) [2] に着目する．この方法は確率密度推定を

介さずに，連続的なゆう度比の分布を直接推定する．

具体的には，真のゆう度比と推定モデルとの誤差関数

を定義し，その誤差を最小とする最適化問題を解く．

一般にこの方法は推定量を保守的に見積もるものとさ

れていない．しかし，最適化問題を解く際に導入され

る正則化項によって，ゆう度比を保守的に見積もる方

式になる．正則化項は標本空間から要素が得られない

状況で，推定されるゆう度比が標本空間の全体で等し

いという事前知識を与える．これにより，ゆう度比が

局所的に高くなりすぎることを防ぐ．また，連続的な

標本空間の構造を捉える目的で基底関数が用いられる．

そのため，基底関数の選択が重要となる．

以上を踏まえて本論文では，離散的な標本空間から

のゆう度比推定に uLSIFを応用し，保守的な推定を実

現する．この際に問題となるのは基底関数の選択であ

る．連続的な標本空間を対象とする場合，空間の構造

を活用するため，基底関数の定義中でガウスカーネル

がよく用いられてきた．しかし，ガウスカーネルでは

確率の標本空間が離散であることを考慮できない．そ

こで，我々は空間ごとに独立な基底関数を用いる．こ

の基底関数を用いて uLSIF を応用すると，最ゆう推

定によって求められるゆう度比を目的関数内部の正則

化パラメータによって保守的に推定する方法となるこ

とが分かった．新聞記事コーパスを用いた単純な実験

により，ゆう度比を保守的に推定する提案手法の振る

舞いを明らかにし，その有効性を示す．更に，提案手

法を自然言語処理におけるブートストラップ法（注2）に

（注2）：統計学でのブートストラップ法（リサンプリングの方法）とは
異なり，コーパスから言語知識を獲得する半教師有り学習の手法である．

組み込むことで実用性も示す．

2. 関 連 研 究

最ゆう推定を用いて個々の確率推定量を求め，その

比を取ることは素朴なゆう度比の推定法である．しか

し，1.で述べたように，この方法は低頻度からゆう度

比を求める際に，推定量を不当に高く見積もってしま

う場合がある．本節では観測頻度が低い場合について，

既存の対処法を説明する．

まず，頻度に対してしきい値を設け，それ以上の頻

度に限ってゆう度比を推定する方法 [3] である．しか

しながら，この方法ではしきい値を下回る低頻度事象

からゆう度比を推定できない．

次に，推定量にかかるバイアスを抑制する方法であ

る．オッズ比はゆう度比と同様，二つの確率分布に基

づいて推定される．そのため，オッズ比推定のための

バイアス抑制法がゆう度比推定にも応用できる．文

献 [4]では，それぞれの確率推定にMUE（中位不偏推

定量）を用い，それらの推定量をもとにオッズ比を推

定する．文献 [5]では，確率推定に EAP（事後平均値）

を用いてオッズ比を推定する．これらの方法は，個々

の確率推定を工夫するアプローチのため，最終的な推

定対象をゆう度比に変更するのみで応用できると考え

られる．ゆう度比推定の対象として低頻度事象のみを

扱う場合，推定量のバイアス抑制は有効なアプローチ

の一つと考えられる．しかし，高・低頻度事象の両方

を扱う場合，これらの方法では，観測頻度に基づいて

ゆう度比推定の信頼性を考慮できない．

最後に，保守的な推定法である．文献 [6] は，PMI

（自己相互情報量）の推定において，対数内部のゆう

度比計算に信頼区間を使用することを提案した．具体

的には，ゆう度比の分母を構成する確率分布の推定量

に信頼区間の上限，分子を構成する確率分布の推定量

に信頼区間の下限を採用する．この PMI は保守的な

推定量となり，提案手法と似た性質を示す．この手法

は二つの信頼区間を使用するため，パラメータとして

二つの信頼係数をもつ．また，文献 [7]は，ペナルティ

項を使用して PMI の推定量をディスカウントする手

法を提案している．この手法はパラメータをもたない

が，対数外部にペナルティ項があるため，PMIの推定

のみに使用できる．条件付き確率推定でも保守的な推

定法が提案されている．条件付き確率は二つの確率の

比で表現できるため，ゆう度比の特殊な場合と考える

こともできる．文献 [8] は，確率推定量に信頼区間の
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下限を使用し，保守的な推定を実現する．文献 [9]は，

条件付き確率を観測頻度の比によって最ゆう推定し，

分母の頻度に正の定数を加算する．この手法は本論文

の提案手法と似た推定法であるが，推定対象が条件付

き確率に限定されており，導出過程も異なる．提案手

法は，条件付き確率を含むゆう度比全般の推定に応用

可能なため，文献 [9] の手法をゆう度比推定へと一般

化したものと考えることもできる．

3. ゆう度比の直接推定法

ゆう度比の直接推定法は，ロジスティック回帰によ

る方法 [10]，カルバック・ライブラー情報量を用いた

方法 [11]，最小 2 乗法による方法 [2] などがある．本

節では，最小 2乗法による方法である uLSIF（uncon-

strained Least-Squares Importance Fitting）を説明

する．

データの定義域を D (⊂ R
d)で表す．R

d は実 d–次

元空間である．いま，確率密度 pde(x) をもつ確率分

布に独立に従う i.i.d. 標本 {xde
i }nde

i=1，及び pnu(x) を

もつ確率分布に独立に従う i.i.d. 標本 {xnu
j }nnu

j=1 が与

えられたとする．ただし，pde(x)は

pde(x) > 0 for all x ∈ D

を満たすと仮定する．本節では，二組の標本 {xde
i }nde

i=1

と {xnu
j }nnu

j=1 から次のゆう度比を直接推定する問題を

扱う．

r(x) =
pnu(x)

pde(x)

uLSIFでは，推定するゆう度比 r(x)を次の線形モ

デルで表現する．

r̂(x) =

b∑
l=1

βlϕl(x) (1)

β = (β1, β2, . . . , βb)
T は標本から学習されるパラメー

タ，{ϕl(x)}b
l=1 は非負値を取る基底関数である．b及

び {ϕl(x)}b
l=1は標本 {xde

i }nde
i=1，{xnu

j }nnu
j=1と独立であ

る．この手法では次の拘束無し最適化問題を解く（注3）．

min
β∈Rb

[
1

2
βTĤβ − ĥ

T
β +

λ

2
βTβ

]
(2)

ここで，Ĥ は (l, l′) 番目の要素 Ĥl,l′ をもつサイズ

（注3）：式 (2) の導出過程は uLSIF の原論文 [2] を参照のこと．

b × b の行列である．要素 Ĥl,l′ は次のように定義さ

れる．

Ĥl,l′ =
1

nde

nde∑
i=1

ϕl(x
de
i )ϕl′(x

de
i ) (3)

ĥは l番目の要素 ĥl をもつ b次元ベクトルである．要

素 ĥl は次のように定義される．

ĥl =
1

nnu

nnu∑
j=1

ϕl(x
nu
j ) (4)

式 (2) では β に対する正則化のため，ペナルティ項
λ
2
βTβ を導入する．λ (≥ 0) は正則化パラメータ，

βTβ/2 は l2–正則化項である．この式は拘束無し凸

二次計画問題であり，その解は次式で解析的に計算で

きる．

β̃(λ) = (Ĥ + λ1b)
−1ĥ

1b は要素が全て 1 の b 次元ベクトルである．式 (2)

ではパラメータの非負制約がないため，幾つかのパラ

メータは負の値となることが考えられる．そこで，ゆ

う度比 r(x)の非負性を考慮し，解を修正する．

β̂(λ) = max(0b, β̃(λ))

上式の ‘max’ 操作はベクトルの要素ごとに適用され

る．0b は要素が全て 0 の b 次元ベクトルである．こ

の β̂(λ)が uLSIFの解となる．

uLSIFでは，ゆう度比の直接推定に標本空間の構造

を利用する．そのため，基底関数を使用し，連続的な

標本空間から得た標本をもとにゆう度比を推定する．

また，過学習を防ぐために l2–正則化項を導入する．こ

の正則化項は標本空間から要素が得られない状況下で，

パラメータが一様という事前知識を与える．

4. 提 案 手 法

uLSIFの原論文 [2]では，基底関数の定義中でガウ

スカーネルを用いた．しかし，本論文で標本の要素に

相当するものは連続的な標本空間から得られる実数値

ではなく，離散的な標本空間から得られる単語，バイ

グラムなどである．ガウスカーネルでは標本空間が離

散であることを考慮できない．離散的な標本空間を扱

うために，文字列カーネルや木カーネルの使用が考え

られるが，これらのカーネルを使用すると推定モデル
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の定式化やゆう度比の効率的な推定が難しい．そこで，

次の単純な基底関数 {ϕl(x)}v
l=1 を用いる．ここで，x

は単語，バイグラムなどの要素，v は存在しうる要素

の種類数であり，要素の種類ごとに対応する基底関数

を一つ定義する．この基底関数はクロネッカーのデル

タと考えることもできる．

ϕl(x) =

{
1 (x = w(l))

0 (x �= w(l))
(5)

この基底関数は異なる要素間の関係を捉えられないが，

uLSIFと組み合わせると解析的に解が求められる．加

えて，導出される推定式が単純で扱いやすい利点があ

る．添え字 lは v 種類存在する要素から，特定の要素

を指定する．すなわち，w(l) は v種類ある要素のうち，

l種類目の要素を指す．式 (5)の基底関数を uLSIFの

枠組みに当てはめる．推定対象とするゆう度比 r(x)

を次の線形モデルで表現する．

r̂(x) =

v∑
l=1

βl(λ)ϕl(x)

= βl(λ)

ただし，x = w(l) とする．このモデルは式 (1)で定義

した線形モデルに対応する．

式 (5)より，基底関数 ϕl(x)は，xが w(l) と等しく

ないときに 0となる．よって，式 (3)及び式 (4)に対

応する Ĥl,l′，ĥl は次式となる．

Ĥl,l′ =

{
1

nde

∑nde
i=1

ϕl(x
de
i )ϕl′(x

de
i ) (l = l′)

0 (l �= l′)

=
1

nde
cde(w(l)) (l = l′)

ĥl =
1

nnu

nnu∑
j=1

ϕl(x
nu
j )

=
1

nnu
cnu(w(l))

要素 Ĥl,l′ をもつ v × v 行列 Ĥ は対角成分のみが残

り，それ以外の要素は 0となる．c∗(w(l))は，確率密

度 p∗(w(l)) をもつ確率分布から観測した w(l) の頻度

である．

前述したように，行列 Ĥ には対角成分のみが残る．

よって，x = w(l) のとき，推定量 r̂(x)は次式となる．

r̂(x) = β̃l(λ)

= (Ĥl,l + λ)−1ĥl

=
(

1

nde
cde(w(l)) + λ

)−1

· 1

nnu
cnu(w(l))

(6)

uLSIFでは，負の値となるパラメータを 0に丸める必

要がある．しかし，式 (6)は非負であり，パラメータ

の推定量 β̃l(λ) がそのまま r(x) の推定量となる．式

(6)は単純な形をしており，正則化パラメータ λが推

定量を保守的に見積もる効果を生む．この推定量は λ

が 0のとき，ゆう度比の分母・分子にあたる確率分布

の最ゆう推定量（注1）をそれぞれ求め，それらの比を取っ

た結果に等しい．提案手法はゆう度比の分母・分子を

それぞれ補正するのではなく，分母のみを補正すると

いう特徴をもつ．

5. 比 較 手 法

本論文では二つの実験を行う．6. では，新聞記事

コーパスからカタカナ語直前に出現することのあるバ

イグラムを予測する実験により，提案手法の振る舞い

を調査し，その有効性を示す．7. では，ブートスト

ラップ法を用いて日本語の科学ニュース記事から雑誌

名を抽出する実験により，提案手法の実用性を示す．

両実験とも低頻度事象を多く扱うため，低頻度からゆ

う度比をどのように推定するかで実験で得られる性能

が大きく変化する．両実験の共通目的は，観測頻度の

低さに応じてゆう度比を保守的に推定する，提案手法

の効果を検証することである．そこで，低頻度事象の

扱い方が異なる既存手法を選び，提案手法の比較対象

とした．

二種類の試行に対し，表 2 に示す集計表を考えたと

き，推定対象のゆう度比を次式で定義する．

LR(x) =
p1

p2
(7)

nt，kt，pt は，試行 t (∈ {1, 2})の試行回数，成功回
数，成功確率を示す．なお，pt の最ゆう推定量 p̂t は

kt/nt で表される（注1）．手法 1 は，ベースラインとな

表 2 二値出力をもつ試行に対する集計表
Table 2 The tabulation table of binary outcomes trials.

Outcome

Trial Success Failure Total

1 k1 n1 − k1 n1

2 k2 n2 − k2 n2
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る単純な推定法である．手法 2と手法 3は，推定量に

かかるバイアスを抑制する．手法 4は，観測頻度の低

さに応じてゆう度比を保守的に推定する．

手法 1：最ゆう推定量を用いた方法（MLE）

pt を最ゆう推定量（注1）によって推定し，その比を取

る．この方法は単純だが，低頻度からゆう度比を求め

るとき，その推定量を不当に高く見積もる場合がある．

手法 2：事後平均値を用いた方法（EAP）

ptに関する事前分布としてベータ分布 β(at, bt)を仮

定する．そして，事後分布の平均値（EAP: Expected

A Posteriori）を pt の推定量として求め，その比を

取る．本手法は，低頻度の観測事象からゆう度比を推

定する場合に有効とされている [5]．本手法の原論文で

は，ハイパーパラメータ at と bt を最ゆう推定によっ

て求めている．しかし，本論文では原論文と異なり，

nt が大きい．この場合，原論文の方法では最ゆう推

定解を解析的に求めることが困難である．それゆえ，

データの平均と分散を求め，ベータ分布のそれに一致

するようにハイパーパラメータを推定する．

手法 3：Modified MUEを用いた方法（MMUE）

pt を中位不偏推定量（MUE: Modian Unbiased

Estimator）によって推定し，その比を取る．本手法

も手法 2と同様，低頻度の観測事象からゆう度比を推

定する場合に有効とされている [4]．

手法 4：信頼区間を用いた方法（CI）

p1 と p2 の推定に信頼区間の下限，上限をそれぞれ

用いる．本手法は，ゆう度比を保守的に推定する [6]．

信頼区間の構築には，二項分布を正規近似する方法が

よく用いられる．しかし，正規近似が有効に機能する

状況は二項分布の母平均が 0.5に近い場合であり，本

論文で扱うのは母平均が 0に近い場合である．そこで，

信頼区間の両端が 0 や 1 に近い場合に有効とされる

Wilson score interval [12]を用いる．本手法は二つの

信頼区間を構築する必要があり，二つの信頼係数をパ

ラメータとしてもつ．信頼係数を別々に変化させて最

適値を探すこともできるが，提案手法と対等な比較の

ため，二つの信頼係数に同じ値を採用する．

6. 提案手法の有効性検証

本節では，提案手法の振る舞いを調査し，ゆう度比

を保守的に推定することの有効性を検証する．実験で

はゆう度比を用いて，カタカナ語直前に出現すること

のある文字バイグラムを予測する．文字列「東南アジ

ア」を例にすると，カタカナ語が「アジア」，その直

表 3 データ集合に含まれるバイグラム
Table 3 Bigrams contained in each dataset.

年版 データ集合
全体 カタカナ語の直前

種類数 総頻度 種類数 総頻度

91

Training 223,538 4,728,204 13,805 88,594

Validation 71,474 435,371 3,227 8,403

Test 72,248 455,855 3,372 8,795

前にあるバイグラムが「東南」となる．この実験を選

んだ理由は次の三点である．第一に，この実験は単純

な問題設定のため，提案手法の振る舞いを調査しやす

い．第二に，カタカナ語直前に現れるバイグラムは定

まっており，一意な正解が定義できる．つまり，バイ

グラムの予測性能を定量的に測定できる．第三に，バ

イグラムの頻度分布はべき乗則に従い，低頻度のバイ

グラムを多く扱うためである．この理由から，低頻度

の扱い方によって予測性能が大きく変化すると考えら

れ，低頻度の扱い方が異なる手法間の性能差を観察し

やすい．加えて，低頻度から推定されるゆう度比を高

く見積もると，予測性能の大幅な低下が想定される．

そこで，保守的な推定法を用いて性能向上を確認する．

6. 1 実 験 手 順

実験では，1991年版の毎日新聞コーパス（注4）から作

成したデータ集合を使用する．データ集合は次の手順

で作成する．コーパスからランダムに 12,000件の記事

を抽出し，それらを訓練データ（10,000記事），バリ

デーションデータ（1,000記事），テストデータ（1,000

記事）と割り振る．データ集合に含まれるバイグラム

の種類数・総頻度を表 3 に示す．

実験は次の流れで行う．まず，訓練データから文字

バイグラムの頻度を学習する．訓練データに含まれる

全バイグラムについて，カタカナ語直前，訓練データ

全体での出現頻度を種類別に数え上げる．これらの頻

度は，表 2 で示す k1，k2 に対応する．また，カタカ

ナ語直前，訓練データ全体に現れる全バイグラムの総

頻度は n1，n2 にそれぞれ対応する．次にテストデー

タに含まれる任意バイグラム wについて，提案手法及

び 5.の手法を用いて次のゆう度比を推定する．

LR(w) =
p(w | Ok)

p(w)
(8)

Ok はバイグラムがカタカナ語直前に出現することを

（注4）：実験のランダム性を担保するため，91 年版の他にも，92 年版
から 94 年版のコーパスを用いて年版ごとに同様の実験も行った．同様
の実験結果が得られたため，紙面の都合上，91 年版の実験のみを掲載
する．
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意味する．p(w | Ok)，p(w)はカタカナ語直前，訓練

データ中の任意位置での w の出現確率であり，式 (7)

の p1，p2 にそれぞれ対応する．ゆう度比の推定には

学習した頻度を使用する．手法ごとに，推定したゆう

度比の降順に文字バイグラムを並べてランク付けし，

上位から正誤判定をする．判定対象のバイグラムがテ

ストデータ中でカタカナ語直前に 1回でも出現すれば

正解，それ以外は不正解とする．最後に，ランク上位

8,000件についてランク—再現率曲線を描く．この曲

線は横軸をランク，縦軸をそのランクまでの再現率と

した曲線であり，原点と曲線の一点を結んだ直線の傾

きが適合率に比例する．再現率と適合率は次式で定義

される．

Recall =
|{w | w ∈ R}|

|R| ,

Precision =
|{w | w ∈ R}|

|{w}|
ここで，wは正解判定の対象バイグラム，Rはテスト

データ中でカタカナ語直前に出現したバイグラムの集

合であり，正解集合を意味する．

EAPとMMUEは，訓練データから学習した頻度を

用いて確率ごとにハイパーパラメータを推定した．提

案手法と CIは次のようにパラメータを推定した．パ

ラメータを変化させたそれぞれの場合について，バリ

デーションデータをテストデータとみなし，上記と同

手順でランク—再現率曲線を描いた．そして，曲線下

面積が最大となるパラメータを最適値として採用した．

提案手法は正則化パラメータ λを 10−9 から 10−1 ま

で 10倍ずつ増加させ，10−2を最適値として採用した．

CIは信頼区間の幅が片側 90%から 99%まで，1%ずつ

増加するように信頼係数を変化させた．結果として片

側 99%の場合が最適値となったため，信頼区間の幅が

片側 99.0%から 99.9%となるよう，0.1%ずつ信頼係

数を変化させ，片側 99.9%を最適値として採用した．

6. 2 実 験 結 果

ランク—再現率曲線を図 1 に示す．この曲線は横

軸をランク，縦軸をそのランクまでの再現率とし，原

点と曲線の一点を結んだ直線の傾きが適合率に比例す

る．同一のランクにおいて，縦軸の最も大きい（つま

り，再現率の最も高い）手法がそのランクにおいて最

も優れた性能をもつ．

図 1 から分かるように，MLEはランク再現率曲線

が直線に近い形状である．これは，ランクに対してほ

ぼ一定の割合で正解を発見したことを意味する．しか

図 1 ランク—再現率曲線
Fig. 1 Rank-recell curves.

し本来は，ランク上位ではカタカナ語の直前に現れや

すいバイグラムが位置することが望ましく，上位での

適合率向上を阻害している要因があると考えられる．

EAP と MMUE はランクのごく上位で適合率が向上

するが，それ以降はほぼ横ばいの直線である．一方，

提案手法は全体的に最良の性能であり，CI は提案手

法にわずかに劣るがほぼ同等の性能を有している．こ

れらの手法はランク上位での適合率が高く，ランク下

位でも徐々に再現率が向上している．これはランク上

位で多くの正解を発見し，ランク下位でも継続的に正

解を発見できたことを意味する．

以上では，ランク—再現率曲線から各手法の性能を

比較した．次に，それぞれの性能がもたらされた要因

を明らかにするため，各手法の振る舞いを定性的に分

析する．各手法がランク付けしたバイグラムの一例を

表 4 に示す．ランク外はバイグラムが 8,000位より下

位であることを意味する．

MLE，EAP，MMUE は，訓練データ全体の頻度

に占めるカタカナ語直前の出現割合を重視する傾向に

ある．この働きにより，「東南」などのバイグラムに加

え，「粗大」といった低頻度の正解も得られる．しかし，

高い頻度をもつ「東京」などのバイグラムが下位とな

り，「認証」などの不正解が上位の多数を占める．結果

として，上位での適合率が低くなったと考える．また，

EAP と MMUE は「冒涜」など，訓練データに出現

しないバイグラムのゆう度比を不当に高く見積もって

しまう（注5）．この問題が全体的な再現率の低下を招い

たと考える．

（注5）：MLE では推定値の分母がゼロになってしまい，ゆう度比を計
算できない．そのため，この場合の推定値をゼロとして扱った．
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表 4 ランク付けしたバイグラムの例
Table 4 Examples of ranked bigrams.

バイグラム
出現頻度（訓練データ） 各手法におけるランク

正誤
全体 カナ直前 MLE EAP MMUE CI Proposed

東南 127 121 90 90 ランク外 4 83 ○
東京 3,941 104 6,623 ランク外 ランク外 1,657 113 ○
粗大 2 2 1 62 19 1,370 4,226 ○
認証 1 1 1 1 28 3,391 5,912 ×
冒涜 0 0 ランク外 585 89 ランク外 ランク外 ×

提案手法は，「東南」や「東京」といった全体で高頻

度かつカタカナ語直前にも現れやすいバイグラムがラ

ンク上位となる傾向がある．よって，このようなバイ

グラムを上位に位置づける働きが，ランク上位での高

い適合率をもたらしたと考える．ランク下位では，「粗

大」，「認証」などの訓練データ全体であまり出現しな

いが，カタカナ語直前で出現することのあるバイグラ

ムが位置付けられる．このようなバイグラムは，不正

解が多いものの，テストデータ中でもカタカナ語直前

に来る可能性がある．このようなバイグラムをランク

下位とすることで，下位でも正解を発見でき，高い再

現率を維持できたと考える．以上から，提案手法は高

頻度と低頻度のバイグラム両方を有効に扱う方法であ

ることが示唆された．

CIは提案手法と似た性質をもっている．ただし，「東

京」と「粗大」の順位関係が提案手法と逆転している

ことに注意する．これは，提案手法が訓練データ全体

での出現頻度を重視するのに対し，CI は全体的な出

現頻度に占めるカタカナ語直前での出現割合の高いバ

イグラムを重視する傾向にあることを示唆している．

7. アプリケーションでの実用性検証

6.で実施した実験に加えて，提案手法の実用性を示

すために，自然言語処理におけるブートストラップ法

に提案手法を組み込む．ブートストラップ法は，コーパ

スから語彙知識を獲得する半教師有り学習の手法であ

り，ウェブページ分類 [13]，語義曖昧性解消 [14], [15]，

固有表現抽出・分類 [16], [17]，構文解析 [18]や情報抽

出 [19] など様々なタスクに応用される．この方法は，

シードと呼ばれる少数の教師データをもとにコーパス

から文脈パターンを抽出し，それを手がかりとしてイ

ンスタンス（シードと同じドメインに属する獲得対象）

を抽出する．そして，抽出したインスタンスをシード

に加えて同様の処理を繰り返す．ブートストラップ法

では，過去に抽出したパターンをインスタンスの抽出

に再利用するため，誤ったパターンは誤ったインスタ

ンスの増加を招く．それゆえ，繰り返しごとに確実な

パターン・インスタンスの抽出が求められる．そこで，

提案手法を用いてパターンをスコアリングし，充分な

頻度でインスタンスと共起するパターンを優先してイ

ンスタンス抽出に使用する．

実験では，日本語の科学ニュース記事から科学雑誌

名を抽出する．インスタンスのドメインを科学雑誌名

とした理由は次の二点である．第一に，雑誌名は種類

が豊富で，様々な表記法があるためである．和名表記

の雑誌名は，記事の執筆者によって多様な表記ゆれが

生じる．例えば，雑誌名「Cell Metabolism」は「セ

ル・メタボリズム」，「セルメタボリズム」，「細胞代謝」

といったように表記ゆれが生じる．この場合，多くの

雑誌名を包含する大規模な教師データの用意は困難で

あり，ブートストラップ法などの半教師有り学習法の

使用が適している．第二に，記事内の雑誌名は役割が

おおむね定まっており，特定の文脈パターンで出現し

やすいためである（注6）．この性質ゆえ，ゆう度比で文

脈パターンを適切に捉えられたか否かによってインス

タンスの抽出性能が変化し，手法間の性能差が観察し

やすい．筆者らの調査では，和名を含む科学雑誌名の

抽出は研究されておらず，雑誌名を列挙したリストも

公開されていないことを確認した．そのため，抽出し

た雑誌名のリストを公開する（注7）．

7. 1 ブートストラップ法のアルゴリズム

以下の手順を繰り返し，インスタンスを抽出する．

(1)パターン抽出：シードと共起する文脈パターンを

全て抽出し，種類ごとに出現頻度を記録する．また，

シードと共起する全パターンの総頻度も記録する．任

意文字列（2 文字から 50 文字）と共起するパターン

を全て抽出し，シードとも共起するパターンについて

種類ごとに頻度を記録する．同時に，任意文字列と共

起する全パターンの総頻度も記録する．各頻度は，5.

の表 2 で示す k1，n1，k2，n2 に対応する．雑誌名は

（注6）：この性質は予備実験で確認した．
（注7）：https://doi.org/10.5281/zenodo.2562355
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図 2 パターンの抽出
Fig. 2 Extraction of the pattern.

括弧で囲まれることが多く，左右文脈での対応が重要

となる．そのため，左右の文字 Nグラムを個別に用い

るのではなく，それらを組み合わせた Nグラム対をパ

ターンとする．ただし，N グラム対は個々の N グラ

ムよりも頻度が疎になるため，扱いに注意を要する．

インスタンスと共起するパターンの抽出例を図 2 に

示す．

(2)パターンのスコアリング：任意パターン θ ごとに

手順 (1)で求めた頻度を用いて，次のゆう度比を推定

する．

Score(θ) =
p(θ | Oj)

p(θ)
(9)

Oj はパターンが雑誌名と共起することを示す．

p(θ | Oj) は θ が雑誌名と共起する確率，p(θ) は θ

が任意文字列と共起する確率である．それぞれの確率

は，式 (7)の p1，p2 に対応する．

(3)インスタンス抽出：スコア降順からパターンを用

いてインスタンスを抽出する．インスタンスの長さは

雑誌名か否かの判断が難しい 1文字を除いた 2文字か

ら 50 文字とする．なお，シードに含まれるもの及び

過去に抽出したものは抽出しない．

(4)インスタンス選択：抽出したインスタンスのうち，

パターン抽出に有効なもののみを残してシードに加え

る．インスタンスの選択法は 7. 2の実験条件で述べる．

7. 2 実 験 条 件

科学雑誌名を含む可能性の高い日本語ニュース記事

をコーパスとして使用する．具体的には，複数のニュー

スサイトから過去およそ 10 年分のニュース記事を収

集し，「学誌 OR 論文誌 OR 学術誌」という検索条件

で絞り込んだ 30,076 記事を使用する．インスタンス

抽出の際は記事本文のみを参照する．シードインスタ

ンスを表 5 に示す．抽出元が日本語記事であるため，

雑誌の和名と英名が多く抽出される．大別した雑誌名

の表記を表 6 に示す．実験では，7. 1の各手順を 5回

繰り返し，手順 (3)ではスコア降順 1,000件のインス

表 5 シ ー ド
Table 5 Seeds.

Scientific Reports

サイエンティフィック・リポーツ
サイエンティフィック・リポーツ（Scientific Reports）
サイエンティフィックリポーツ
サイエンティフィックリポーツ（Scientific Reports）
PLOS ONE

プロス・ワン
プロス・ワン（PLOS ONE）
プロスワン
プロスワン（PLOS ONE）

表 6 雑誌名の表記
Table 6 Notations of journal names.

英名
Neuron, Cell Research

和名
ニューロン，セル・リサーチ
英名・和名の併記
ニューロン（Neuron），セル・リサーチ（Cell Research）
補足情報付き
ニューロン電子版，セル・リサーチ（電子版）

タンスを抽出する．また，同じインスタンスであって

も共起するパターンによってスコアの推定値が異なる．

同名のインスタンスで複数のスコアがある場合は，最

高のスコアをそのインスタンスのスコアとみなす．式

(9)のゆう度比を推定する手法として提案手法及び 5.

で述べた手法を用いる．

以下の 3 × 2 = 6条件について，ブートストラップ

法を適用し，雑誌名の抽出性能を測定する．

パターンの長さ（3種類）：インスタンスと共起するバ

イグラム対，トライグラム対，4グラム対．

インスタンスの選択法（2種類）：人手でラベル付けし

た雑誌名のみ，スコアの降順 1,000件のインスタンス．

適切なパターンの長さを決めることは困難である．パ

ターンを長く取れば，インスタンスの出現文脈をより

正確に捉えられるが，低頻度のパターンが増加する．

そこでパターンの長さをバイグラム対，トライグラム

対，4グラム対と変化させた場合について，抽出性能

の変化をパターンの頻度に着目して考察する．シード

に加えるインスタンスの選択法については，二つの方

法を試す．ブートストラップ法の性能低下の原因とし

て，誤ったパターン・インスタンス抽出による影響が

ある．実験では，パターンのスコアリングを工夫し，

抽出性能の低下抑制を試みるが，誤ったインスタンス

によるパターンの誤抽出は防止できない．そこで，人

手でラベル付した正しい雑誌名のみをパターン抽出に

利用し，ゆう度比の推定方法のみに依存するブートス
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図 3 繰り返しごとの適合率．人手でラベル付した雑誌名のみをパターンの学習に用いた．
Fig. 3 Precisions for each iteration. For pattern learning, we only used journal

names labeled by hand.

トラップ法の性能変化を観測する．ただし実環境では

手続き自動化の観点から，スコア上位となるインスタ

ンスをそのまま用いることが多い．そのため，スコア

の降順 1,000件のインスタンスをシードに加える実験

も行い，提案手法のロバスト性を評価する．

ブートストラップ法の抽出性能は繰り返しごとに累

積の適合率で測定する．インスタンスの正誤判定は人

手で実施し，正解したインスタンスには雑誌名のラベ

ルを付与する．適合率の定義を示す．

Precision =
|正解したインスタンス |
|抽出したインスタンス |

各手法のパラメータ設定方法を述べる．EAP と

MMUEは，7. 1の手順 (1)で求めた頻度を用いて確

率ごとにハイパーパラメータを推定した．CI は二つ

の信頼区間がともに片側 95%，99%となるように信頼

係数を設定した．これらの区間幅は一般的によく用い

られる．提案手法は，λ の値を 10−9 から 10−1 まで

10倍ずつ変化させ，初期のシードから求めた頻度をも

とに各パターンのゆう度比を推定した．λを 10−8 と

すると，コーパス全体で出現頻度が 10 未満のパター

ンが推定値の降順上位 10件に含まれた．この場合，λ

の値が小さすぎるため，低頻度から推定されるゆう度

比を不当に高く見積もったと考える．一方，λを 10−5

とすると低頻度の影響を低減できるが，コーパス全体

での頻度が大きく異なるにもかかわらず，雑誌名との

共起頻度が近いパターンが類似した推定値となった．

これは，λの値が大きすぎるゆえ，頻度を過剰評価し

たと考える．以上より，λ の最適値は 10−6 あるいは

10−7 付近と予想し，この二つをパラメータの値とし

た．なお，EAP と MMUE はブートストラップ法の

繰り返しごとにパラメータを推定するが，CI と提案

手法は繰り返しの初回でパラメータを決め，以降はそ

れを固定して用いた．

7. 3 実 験 結 果

パターン抽出に人手でラベル付した雑誌名のみを使

用した結果を図 3，スコアの降順 1,000件のインスタ

ンスをシードに加えた結果を図 4 に示す．各グラフに

ついて，横軸は繰り返しの回数，縦軸はその回数まで

の累積適合率を表す．高い適合率をもつ手法が性能の

良い手法である．

図 3 より，MLE，EAP，MMUE はパターンを長

く取ると，バイグラム対と比較して途中まで良い適合

率を維持している．しかし，トライグラム対の場合は

5回目で適合率が大きく減少した．適合率減少の原因

は，多義性のある曖昧な雑誌名（例えば「RNA」）か

ら，雑誌名と無関係な低頻度パターンを学習し，誤っ

たインスタンスを大量抽出したためである．この現象

は意味ドリフトと呼ばれる．パターンを 4 グラム対

にすると，意味ドリフトの影響を 4回目から受け，適

合率減少のタイミングが早まった．よって，これらの

手法は正しい雑誌名のみからパターンを抽出しても低

頻度の悪影響を強く受け，全体的に低い適合率を示し

たと考える．保守的な推定手法（提案手法と CI）は

MLE，EAP，MMUEよりも全体的に高い適合率を維

持している．また，提案手法とはパターンをバイグラ

ム対ではなくトライグラム対とすると最良の性能を示

した．これは，提案手法が低頻度パターンの悪影響を

避けつつ，雑誌名の出現文脈を正確に捉えたことを意

味する．以上から，提案手法と CIは低頻度のパター

ンを保守的に見積もり，多くの雑誌名を抽出できたと

考える．
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図 4 繰り返しごとの適合率．高いスコアをもつ上位 1,000 件をパターンの学習に用いた．
Fig. 4 Precisions for each iteration. For pattern learning, we used top 1,000

instances which have high scores.

図 4 と図 3 について，パターンの長さが同じ結果

どうしを比較する．MLE，EAP，MMUEは不正解の

（雑誌名ではない）インスタンスをパターン抽出に利用

すると，繰り返しごとの適合率が大きく低下する．不

正解のインスタンスからは低頻度の無関係なパターン

が大量に抽出される．よって，これらの手法は増加し

た低頻度パターンに対処できず，性能が大きく低下し

たと考えられる．ブートストラップ法では，スコア上

位となるインスタンスをパターン抽出にそのまま用い

ることが多い．そのため，これらの手法は実際のブー

トストラップ法では有効に機能しないことが示唆され

た．提案手法と CIは繰り返しの 5回目まで，適合率

に大きな変化は見られない．つまり，これらの手法は

低頻度のパターンが大量に混入しても多数の雑誌名を

抽出できている．この結果から，提案手法と CIは低

頻度パターンの混入に対してロバストであり，実環境

でも有効に機能すると考えられる．

8. 考 察

データを確率的に取り扱う問題において，統計的尺

度の推定は手法の構成やデータ分析の基盤的役割を担

う．本論文では，統計的尺度の一つであるゆう度比に

ついて，保守的な推定法を提案した．実験では，提案

手法が比較手法CIと似た性質をもち，ブートストラッ

プ法による雑誌名抽出タスクにおいて同等の抽出性能

を獲得しうることを示した．CI は二つの信頼係数を

パラメータとするヒューリスティックである．この方

法は扱うデータに応じて，信頼区間の推定法を適切に

仮定する必要がある．提案手法は，ゆう度比の直接推

定法を確率の標本空間が離散の場合に応用したもので

ある．我々の手法はゆう度比の推定誤差を最小にする

意味付けがあり，調節すべきパラメータが一つでよい

利点がある．加えて，推定式も単純で扱いやすい．

6.と 7.の両実験で提案手法が有効であった理由の

一つとして，ゆう度比を構成する分母の確率のみで，

ゆう度比推定の不確かさを考慮できたことが考えられ

る．例えば，6.の式 (8)を推定する際，バイグラム w

がカタカナ語直前に現れる頻度 k1，訓練データ全体

に現れる頻度 k2 の間に k1 ≤ k2 が成立する．すなわ

ち，k2が低頻度であれば，k1は更に低頻度となる．そ

れゆえ，分母の確率推定量のみに着目し，正則化パラ

メータで補正することで保守的な推定が実現できる．

k1 と k2 が無関係な場合には保守的な推定が機能し

ない状況もある．この状況では，推定の不確かさは分

母・分子の片方のみでは考慮できないと考えられる．

このときの合理的な推定法は検討の余地があるものの，

提案手法が保守的に推定できるゆう度比はよく用いら

れている．例えば，PMI（自己相互情報量）は二つの

事象間の関連度合いを測る尺度である．PMIを用いる

にはゆう度比を推定する必要があり，この推定に提案

手法を使用できる．また，リフトと呼ばれるゆう度比

はパターンマイニングで使用され，リフトの推定にも

提案手法が有効と考えている．これらの尺度は様々な

研究に用いられており，提案手法の応用先は広いと考

えている．低頻度事象の扱いは古くから議論される問

題であり，高・低頻度の事象は別々に扱われることが

多い．提案手法は両方の頻度を扱うため，高・低頻度

を同時に扱う研究で有効と考えている．

確率推定量を補正するために，確率のスムージング

法が多く提案されている [20]～[28]．スムージング法
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は確率推定のために用いられ，ゆう度比を扱う提案手

法とは異なるものである．しかし，スムージング法を

ゆう度比推定に応用することで，形式的に提案手法と

類似の推定式が導出される可能性もある．そこで，ゆ

う度比を構成するそれぞれの確率分布から推定量を求

める際に，スムージング法の活用を検討する．ここで

は，ゆう度比推定にスムージング法を用いた場合と提

案手法を用いた場合の差異，及び提案手法を用いる利

点について考察する．

スムージング法は，ゆう度比の分母・分子にそれぞ

れ適用できる．このとき，ゆう度比を構成する分母・

分子の確率分布から得られる推定量がそれぞれ補正さ

れる．一方で，提案手法はゆう度比の分母にのみ，正

則化項由来の定数項が出現する．また，スムージング

法は観測事象から計算される確率推定量を割引いて，

それを未観測事象から計算される確率推定量に分配す

る．これにより，未観測事象の確率推定値がゼロとな

ることを防ぐ．この作用のために，ゆう度比推定にス

ムージング法を用いると，未観測事象から推定される

ゆう度比は正の値となる．それに対して，提案手法で

は未観測事象に基づくゆう度比の推定値をゼロとする．

提案手法は全ての場合について，ゆう度比を保守的に

推定することが，ゆう度比の真値との誤差を減少させ

ることを示唆している．

前述のとおり，提案手法はゆう度比の分母のみに定

数項が出現する．ゆう度比の分母となる確率分布だけ

に，線形補間によるスムージング法を用いれば，提案

手法と類似した推定式が導出できる．線形補間を利用

したスムージング法として，Jelinek-Mercerスムージ

ング [21]，Witten-Bell スムージング [23]，Absolute

ディスカウンティング [24], [25]，Dirichlet スムージ

ング [26]，Kneser-Neyスムージング [28]などがある．

これらのスムージング法は，Nグラム確率を補正する

目的で用いられる．また，これらのスムージング法は

パラメータとして補間係数をもつが，この係数は通常，

標本空間における確率推定値の総和が 1となるように

決定される．一方，提案手法では，標本空間において

ゆう度比の総和を 1とする制約はない．更に，補間係

数には低次の N グラム確率が乗算され，推定対象の

Nグラムに応じて加算される値が異なる．提案手法で

は，ゆう度比の分母に加算される値は定数である．以

上から，確率のスムージング法をゆう度比推定にその

まま流用しても，提案手法と同じ形式の推定式は導け

ない．

ここで述べたスムージング法は，一般に確率推定の

ために導入される．それゆえ，個々の確率分布から求

められる推定量を補正しても，ゆう度比を保守的に推

定できるとは限らない．特に，スムージング法を用い

た場合に，未観測事象から推定されるゆう度比はゼロ

より大きくなることが想定される．未観測事象のゆう

度比を高く見積もると，ゆう度比の推定性能を悪化さ

せる要因となる．これは 6.の実験結果からも明らかで

ある．提案手法では未観測事象のゆう度比が，取り得

る値の下限であるゼロとなるため，この問題を回避で

きる．線形補間を利用するスムージング法は，Nグラ

ム確率を補正する目的で利用され，低次の Nグラムを

用いる必要がある．一方，提案手法はゆう度比一般の

推定に利用できる．例えば，6.と 7.の実験で示した

ように，低次の Nグラムを使用しない場合や標本空間

から得られる要素が Nグラム以外（7.の実験では N

グラム対）の場合でも幅広く適用できると考えている．

9. む す び

本論文では，観測頻度に基づいて離散的な標本空間

からゆう度比を推定する問題を扱った．素朴な推定方

法は，ゆう度比の定義に従い，ゆう度比を構成する二

つの確率分布を最ゆう推定して，その比を取ることで

ある．しかし，低頻度からゆう度比を求めるとき，こ

の方法は推定量を不当に高く見積もってしまう場合が

ある．そこで，頻度の低さに応じてゆう度比を保守的

に推定する方法を提案した．提案手法は，ゆう度比の

直接推定法 uLSIFの枠組みを利用し，正則化により推

定量を調節する．実験では提案手法の振る舞いを明ら

かにし，その有効性を示した．更に，ブートストラッ

プ法を利用した実験では，実用性も確認した．提案手

法は，高頻度から推定されるゆう度比を優先的に扱い，

かつ低頻度から得られる不確実性の高い推定結果も活

用する研究で有効と考えている．
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