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Estimating statistics based on the observed frequencies of events is a basic operation to 

process data stochastically. The way of estimation is a significant factor that influences 

the effectiveness of statistical applications. Real-world data contain frequent and infre-

quent events, and even in this case, unbiased estimators are used for estimation. How-

ever, the estimators have two problems for infrequent events. First, unbiased estimators 

have a large estimation uncertainty. Second, unbiased estimators regard type I and type 

II errors as the same damage, but in reality, one often indicates more damage than the 

other. Therefore, this thesis presents a “conservative” estimation framework. This 

framework underestimates statistics depending on frequency to reduce the damage 

caused by statistical errors. In this thesis, two statistics, that is, conditional probability 

and likelihood ratio, are estimated. 

 

Chapter 1 describes the background for presenting the conservative estimators and the 

research objectives. First, the importance of estimating statistics and the problems 

caused by unbiased estimators are explained. Then, the idea of conservative estimation is 

introduced as a means to alleviate the problems. Finally, the research contents that make 

up this thesis are outlined. 

 

Chapter 3 presents a conservative estimation method for conditional probabilities. This 

method builds a confidence interval for the probability distribution and uses its lower 

limit as an estimator. In the experiments, the estimator is applied to association rule 

mining tasks, and the results indicate that it can effectively handle both high and low 

frequencies and discover many rules. To realize a conservative est imation, it is necessary 

to construct confidence intervals from low frequencies. However,  existing construction 

methods include large errors in the intervals constructed from low frequencies. There-

fore, Chapter 2 presents a new method for constructing a confidence interval with a small 

error, and the method is used to estimate conditional probabilities. 

 

Chapter 4 presents a conservative estimation method for likelihood ratios (LRs). This 

method introduces regularization in an optimization framework and achieves conserva-

tive estimation. Two experiments demonstrate the effectiveness and practicality of the 

method. The first experiment is a string prediction task using LRs, and the results clarify 

the behavior and effectiveness of the conservative estimator. In the second experiment, 

the presented method is incorporated into a semi-supervised learning method, and sci-

entific journal names are automatically extracted from scientific news articles based on 

only 10 journal names. As a result, many journal names can be extracted, suggesting the 

practicality of the conservative estimation. 

 

 



 

Chapter 5 presents an LR estimation method to provide informative estimates for 

low-frequency and zero-frequency (i.e., unobserved) n-grams. This method deals with 

zero-frequency n-grams by using the frequencies based on the letters and words that 

compose an n-gram in addition to the original n-gram frequency. Furthermore, this 

method also introduces regularization to deal with low frequencies. In the experiments, 

left n-grams of the named entities are predicted using LRs, and the results demonstrate 

the effectiveness of the proposed estimator. 

 

Chapter 6 provides the overall conclusion and describes the future work. 
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 (要旨 1,200字程度) 

情報源から得た事象の観測頻度をもとに統計量を推定することは，データを確率的に処理

するときの基本操作である．そしてその推定法は，データを用いた工学的応用での有効性を

左右する重大な要因になる．現実のデータには高頻度で生じる事象と低頻度で生じる事象が

混在する場合があり，この場合でも不偏推定量がよく用いられている．しかし事象の観測が

低頻度の場合，不偏推定量は二つの問題を抱えている．第一に，不偏推定量は推定の不確実

性が大きい．第二に，不偏推定量は偽の事象を真と誤る第一種過誤，真の事象を偽と誤る第

二種過誤を同じ損害とみなすが，実際は一方が他方よりも大きな損害を持つことが多い．そ

こで本論文では，統計的過誤による損害が小さくなるよう，頻度に応じて推定量を低めに（保

守的に）見積もる枠組みを提案した．また扱う統計量としては，条件付き確率と尤度比の二

つを推定の対象とした．前者は関係マイニングや確率的言語モデル，後者は多値分類や統計

検定などで広く用いられる統計量である． 

第1章では，保守的な推定法を提案する背景および本論文の研究目的をまとめた．具体的に

はまず，統計量を推定することの重要性と推定に不偏推定量を用いた場合の問題点を説明し

た．そして，問題点を軽減する方策として保守的な推定法を紹介し，その根本的な考え方を

説明した．最後に本論文を成す研究内容を概説した． 

 第3章では，条件付き確率の保守的な推定法を提案した．この手法は，確率分布の信頼区間

を構築し，その下限値を推定値とする．実験では，条件付き確率を用いて新聞記事コーパス

から都道府県・市郡間の包含関係を発見した．結果として，提案手法を用いると高・低頻度

の両方を効果的に扱い，多くの関係を発見できることを確認した．なお，提案手法を実現す

るには，低頻度から信頼区間を構築する必要がある．しかし，信頼区間を構築する既存手法

は，低頻度から構築した区間に大きな誤差を含む．そこで第2章において，誤差の少ない信頼

区間を独自に構築する手法を提案し，条件付き確率の推定にこの手法を利用した． 

第4章では，最適化の枠組みによって正則化を導入し，尤度比を保守的に推定する手法を提

案した．そして二つの実験で提案手法の有効性と実用性を示した．第一の実験では，尤度比

を用いた文字列予測を行い，提案手法の振る舞いと有効性を明らかにした．第二の実験では，

半教師有り学習法に提案手法を取り入れ，わずか10個の科学雑誌名をもとに科学ニュース記

事から雑誌名を自動抽出した．結果として，提案手法を用いると多数の雑誌名を抽出するこ

とができ，提案手法の実用性が示唆された． 

第5章では，第4章で提案した尤度比の保守的な推定法を改良し，データに存在しないゼロ

頻度のNグラムにも推定値を付与する手法を提案した．この手法では，Nグラム自体の頻度に

加え，それを構成する文字や単語に基づく頻度も利用することで，ゼロ頻度のNグラムに対

処する．さらに第4章と同様に正則化を導入し，低頻度に対処すると同時に，より情報のある

推定値を算出する．そして，固有表現の左Nグラムを尤度比で予測する実験によって，提案

手法の有効性を確認した． 

 第6章では，本論文の研究内容を総括し，今後の展望を述べた． 
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第1章 序論

1.1 背景
近年，コンピュータの性能向上やデータ処理技術の発展によって，大規模なデータを扱うこ

とが容易になった．それに伴い，データベースからの関係マイニング [1]や専門文書からの特
徴語抽出 [2]など，様々なデータを確率的に取り扱う需要が増大している．このとき，情報源
から得た文字や単語等の観測頻度を用い，確率や尤度比といった統計量を推定することは根
本的な操作である．そしてそれらの推定法は，データ分析や確率モデルといった応用での有
効性を左右する重大な要因になりうる．実データには高頻度で生じる事象と低頻度で生じる
事象が混在する場合がよくある．このような場合でも，頻度に関わらず最尤推定量（MLE），
期待値などの不偏推定量に基づく推定法がよく用いられる．しかし事象の観測が低頻度の場
合，前述の推定法を有効活用することは次の問題から難しい．
事象の観測が低頻度のとき，不偏推定量は推定誤差が大きい．くじ引きで当たる確率 θを

推定する例でこの問題を説明する．いま，図 1.1に示すように二種類のくじ αと βがあると
する．くじ αとくじ βは試行回数が異なるため，くじ αの推定はくじ βの推定よりも，情報
不足に起因する認識論的不確実性（以降，単に不確実性と呼ぶ）が大きい．しかし図 1.1左に
示すように，当たりの相対頻度（すなわち，当たりの観測回数をくじ引きの試行回数で割っ
た値）である最尤推定値は共に 0.5となり，不確実性の差を反映できない．また，最尤推定値
は偽の事象を真と誤る第一種過誤，真の事象を偽と誤る第二種過誤を同じ損害とみなす．し
かし，実際は一方の過誤が他方よりも大きな損害を持つことが多い．
上記の問題を軽減するため，推定の不確実性に応じて統計的過誤の損害を小さくするよう，

推定量をあえて偏らせる方策を立てた（図 1.1右）．低頻度の事象からは得られる情報が少な
く，そもそも統計量の正確な推定が困難である．したがって本論文では，頻度の低さに応じ
て統計量を低めに推定する手法の開発する．なお以降では，統計量を低めに見積もることを
“保守的な推定”と呼ぶ．また扱う統計量としては，条件付き確率と尤度比の二つを推定の対
象とする．前者は関係マイニングや確率的言語モデル，後者は多値分類や統計検定などで広
く使用されてきた統計量である．本論文の内容は三つに大別される．まず，条件付き確率を
対象として保守的な推定法を提案する．次に，正確な推定がより難しい尤度比へと保守的な
推定の発想を取り入れる．また，実現した尤度比の保守的な推定法を半教師有り学習の枠組
みに導入して実用性も確認する．最後に，前述の尤度比推定法を改良し，低頻度の要素のみ
ならず，データに存在しない未観測の要素にも有効な尤度比の推定法を提案する．以降では，
それぞれの内容について概要を説明する．
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：050回

図 1.1: くじ引きで当たる確率 θの推定例

1.1.1 条件付き確率の保守的な推定
確率分布の信頼区間を構築し，その下限を条件付き確率の推定量とする手法を提案する．信

頼区間は確率分布の分散を反映するため，高頻度をもとに構築される区間は狭く，低頻度を
もとに構築される区間は広くなる．よって，区間の下限を条件付き確率の推定量にすると，頻
度に応じて推定値を低めに（保守的に）見積もる作用が実現できる．提案手法は区間を任意
に変化させ，統計的過誤の損害が小さくなるよう推定量を調節できる点，偏りのある推定量
である点が独創的・特色である．手法の有効性を検証するため，新聞記事コーパスから任意
の都道府県 Xと市郡 Yの地理的な包含関係を，条件付き確率により探索することを試みる．
そして，最尤推定量や期待値といった不偏推定量が低頻度の関係を効果的に扱えない一方で，
提案手法は低頻度の関係を効果的に扱い，多くの包含関係を発見できることを示す．なお，提
案手法の実現には低頻度から信頼区間を構築する必要がある．しかしながら，信頼区間を構
築する既存手法は，低頻度から構築した区間に大きな誤差を含む．そこで誤差の少ない信頼
区間を独自に構築し，条件付き確率の推定に利用する．そのため，提案手法の詳細に入る前
に信頼区間の構築手法を説明する．
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1.1.2 観測頻度に基づく尤度比の保守的な直接推定
機械学習の最適化によって，尤度比を保守的に推定する手法を提案する．尤度比を構成す

る二つの確率分布を推定して比を取る単純な方法は，頻度により尤度比の推定誤差が大きく
異なる問題がある．この問題に対して，尤度比を直接推定して解決を試みる拘束無し最小二
乗重要度適合法（uLSIF）[3]が提案されている．しかし，この手法はガウス基底で尤度比を
モデル化するゆえ，扱う事象が離散（例：単語の出現）の場合には適用できない．そこでガ
ウス基底の代わりに，事象の種類ごとに正規直交基底を定義して uLSIFへ組み込み，離散の
事象の扱いを可能にする．uLSIFは最適化の枠組みで正則化を導入し，大きい誤差の伴う推
定を防止する利点がある．この正則化は標本空間から要素が得られない状況下で，推定され
る尤度比が標本空間の全体で一様という制約を与える．そしてこれにより，尤度比が局所的
に高くなりすぎることを防止する．提案手法はこの利点を引き継いでおり，最適化による理
論的根拠のもと，離散の事象に対する尤度比を正則化で保守的に推定できる．手法の有効性
を検証するため，過去 10年の科学ニュース記事から科学雑誌名の自動抽出を試みる．実験で
は半教師有り学習の枠組みにより，既知であるごく少数の雑誌名から出現文脈を尤度比で獲
得し，その文脈を利用して未知の雑誌名を抽出する．そして提案手法を用いると，低頻度の
偶発的な文脈による誤抽出を正則化で抑え，多数の雑誌名が抽出できることを示す．

1.1.3 高・低・ゼロ頻度Nグラムのための統一的な尤度比推定
前述の手法では，低頻度に起因した尤度比推定の問題に対処した．統計量の推定で起こる

もう一つの問題として，未知の（つまりゼロ頻度の）事象から推定値を算出できない問題が
あり，前述の手法はこれに対処していない．しかし実際にデータを扱う際はゼロ頻度の問題
も生じやすく，尤度比の実用を想定すると，ゼロ頻度にも対処できる推定法が必要である．そ
こで，Nグラムという離散要素の頻度情報から尤度比を推定する場合に，ゼロ頻度にも対処
できる推定法を提案する．Nグラムとは，文字や単語が N個連なったシーケンスであり，自
然言語処理のアプリケーションでよく用いられる．提案手法は，Nグラムを文字や単語等の細
かい構成単位に分解し，それらの頻度を元の Nグラム頻度と共に推定に利用する．これによ
り，ゼロ頻度のNグラムにも有益な推定値を与えることができる．一般にNグラムを分解す
ると，それを構成する文字や単語間の依存性は無視されるが，提案手法では元の Nグラム頻
度も推定に用いることで依存性を保持する．加えて，推定の枠組みに保守的な推定法を応用
することで正則化も導入し，低頻度の問題にも対処する．手法の有効性を検証するため，コー
パスから固有表現の左にある Nグラムを尤度比で予測することを試みる．そして，提案手法
が低・ゼロ頻度の両問題に有効なことを示す．
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1.2 本論文の構成
本論文は以下の構成になっている．第 2章では，数値積分を用いた信頼区間の構築手法を説

明し，その手法が低頻度に対して誤差の小さい区間を構築できることを確認する．第 3章で
は，前章の信頼区間を用いた条件付き確率の保守的な推定法を提案し，新聞記事コーパスか
らの関係抽出タスクにより手法の有効性を確認する．第 4章では，理論的根拠の下で尤度比
を保守的に推定する手法を提案し，二種類の実験によって手法の有効性と実用性を確認する．
第 5章では，低・ゼロ頻度 Nグラムに対する尤度比の推定法を提案し，低頻度やゼロ頻度を
多く扱う文脈予測の実験で提案手法の有効性を確認する．第 6章で本論文のまとめを述べる．
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第2章 数値積分による信頼区間の構築

2.1 まえがき
1.1.1節でも述べたように，条件付き確率を保守的に推定するには，推定したい事象の観測

頻度に基づいて条件付き確率の信頼区間を構築する必要がある．この際は次の点に注意しな
ければならない．信頼区間を漸近的に近似する手法は多く存在する．しかし，これらの手法
は信頼区間を構築したい事象について，十分な頻度が得られることを仮定している．得られ
る頻度が十分ではない場合，それらの信頼区間には大きな誤差が生じてしまう．また，信頼
区間のいわゆる “正確な公式”[4]であっても，頻度が不足している場合は信頼区間に大きな誤
差が生じてしまう．条件付き確率の保守的な推定法は，信頼区間の下限値を条件付き確率の
推定値とするため，推定の正確さが信頼区間の構築手法に依存する．特に自然言語処理で扱
う言語資源は，含まれる離散要素（文字や単語等）の頻度分布がべき乗則に従い，低頻度の
ものが多数を占める．したがって，言語資源中の要素を用いて条件付き確率を推定するには，
低頻度に対しても誤差の小さい信頼区間を構築することが望ましい．
以上を踏まえ本章では，数値積分により信頼区間を構築する手法を提案し，構築した信頼

区間と漸近的に近似した信頼区間とを数値的に比較する．そして，提案手法が低頻度に対し
ても誤差の小さい信頼区間を構築できることを確認する．

2.2 関連研究
ベルヌーイ試行の成功確率 θに対する古典的な漸近信頼区間として，二項分布を正規分布

で近似するWald信頼区間が挙げられる．しかし，この信頼区間は θが 0.5に近く，ベルヌー
イ試行の試行回数 nや成功回数 xが十分に大きい場合に限って有効とされている．そのため使
用に適さないケースも多い．そこで，Wald信頼区間が使用できない場合に代わり，多くの信
頼区間がこれまでに提案されてきた [5, 6, 4, 7, 8, 9, 10]．また，これらの区間に対する数値的
な比較の研究も行われている [11, 12, 13]．本節では，Wald信頼区間といわゆる “正確な公式”
として知られる Clopper&Pearson信頼区間 [4]について述べる．なお，これらの区間は x = 0，
x = nのとき，信頼区間の端点に 0や 1を含む．
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2.2.1 Wald信頼区間
信頼区間の構築手法として正規分布による近似がよく用いられる．こうして近似された区

間は，Wald信頼区間と呼ばれる．両側 100(1 − α)%Wald信頼区間は次式で表される．

θ̂ − zα/2

√
θ̂(1 − θ̂)

n
≤ θ ≤ θ̂ + zα/2

√
θ̂(1 − θ̂)

n

ここで，θ̂ = x/nであり，zα/2は標準正規分布の上側 100(α/2)%点を表す．Wald信頼区間を使
用する場合は，以下に挙げる条件を満たすことが望ましいとされ [14]，事象の観測頻度が低
いときは，この条件を満たさない．
• nθ, n(1 − θ) ≥ 5 (or 10);

• nθ(1 − θ) ≥ 5 (or 10);

• nθ̂, n(1 − θ̂) ≥ 5 (or 10);

• θ̂ ± 3
√
θ̂(1−θ̂)

n does not contain 0 or 1;

• n is quite large;

• n ≥ 50 unless θ is very small.

2.2.2 Clopper&Pearson信頼区間
正規近似の条件を満たさない場合でも使用できる信頼区間として，Clopper&Pearson信頼区

間がある [4]．両側 100(1 − α)%の Clopper&Pearson信頼区間は次式で表される．
v1

v1 + v2Fα/2(v1, v2)
≤ θ ≤

v3Fα/2(v3, v4)
v4 + v3Fα/2(v3, v4)

ただし，v1 = 2(n − x + 1)，v2 = 2x，v3 = 2(x + 1)，v4 = 2(n − x)である．Fα/2(v1, v2)は自由度
(v1, v2)を持つ F分布の上側 100(α/2)%点であり，同様に Fα/2(v3, v4)は自由度 (v3, v4)を持つ F
分布の上側 100(α/2)%点である．ただし事象の観測頻度が低い（nが小さい）とき，この区間
は真の信頼区間よりも広くなる性質があるため，注意が必要である．

2.3 構築する信頼区間の特色・独創性
構築する信頼区間は，スムージングした推定量のための信頼区間としても利用できる．ま

ず，ナイーブベイズ分類器での文書分類を例に，スムージング法の必要性を述べる．この分
類器において，ある文書 dがあるクラス cに属する確率は次式で与えられる．

p(d | c) =
∏

w

p(w | c)
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p(w | c)は dを構成する単語 wがクラス cに属する確率である．wの出現を多項分布でモデリ
ングしたとき，p(w | c)の最尤推定量 p̂(w | c)は次式で表される．

p̂(w | c) =
f (c,w)∑

w′∈T f (c,w′)

f (c,w)は訓練データ中のクラス cにおける単語 wの出現回数，T は訓練データに含まれる全
単語の集合である．最尤推定量を用いるとき，∃w < T であれば p̂(w | c)はゼロとなる．その
ため，p̂(w | c)の積である p̂(d | c)もゼロとなり，他の単語による推定値が無視されてしまう．
これは分類対象となる文書 dに，訓練データ中のクラス cに含まれない単語が一つでもあれ
ば，dがそのクラスへは分類されないことを意味する．また，訓練データは存在しうる全単
語を包含するわけではないため，最尤推定値がゼロであってもその真値がゼロとは限らない．
以上を考慮すると，p(w | c)はゼロではない小さな値となるべきである．この問題への対処法
としてスムージング法がよく用いられる．スムージングの方法は様々であり，その一種であ
るラプラススムージングの推定量 p̃(w | c)は次式で表される． p̃(w | c)は単語の出現回数に 1
を加算し，全単語が訓練データにて最低 1回は出現したと仮定した値である．

p̃(w | c) =
f (c,w) + 1∑

w′∈T { f (c,w′) + 1} =
f (c,w) + 1∑

w′∈T f (c,w′) + |T |

次に，試行が成功か失敗の二値で表されるベルヌーイ試行の確率推定を考える．成功確率
が θ ∈ [0, 1]であるベルヌーイ試行を独立して n回行い，x回の成功を観測したとする．この
とき，確率 p(x | θ, n)と尤度関数 L(θ; n, x)は次式で表される．

p(x | θ, n) = L(θ; n, x) = nCxθ
x(1 − θ)n−x

それゆえ，θの最尤推定量は次式で与えられる．

θ̂ = arg max
θ

L(θ; n, x) =
x
n

ベイズの定理により，θの事前分布 π(θ)を [0, 1]の一様分布とすれば，θの事後分布 p(θ | n, x)
は次式となる．

p(θ | n, x) =
p(x | θ, n)π(θ)∫
p(x | θ́, n)π(θ́)dθ́

(2.1)

そして p(θ | n, x)の期待値 θ̄は次式で表される．

θ̄ =

∫
θ · p(θ | n, x)dθ =

x + 1
n + 2

これはラプラススムージングの推定量として知られている1．

1θ̄がラプラススムージングの推定量と一致することの証明は，本論文の付録 Aに記載した
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図 2.1: 従来の信頼区間と提案する信頼区間の違い

最後に，θ̄に対する信頼区間を構築する．式 (2.1)において分母は θに依存しない．そこで
0 ≤ θ ≤ 1のとき，次式が成立する．

p(θ | n, x) =
p(x | θ, n)π(θ)∫
p(x | θ́, n)π(θ́)dθ́

∝ p(x | θ, n) = L(θ; n, x)

上式は，θ̄の信頼区間を構築するための尤度関数が，最尤推定量を求めるための尤度関数と比
例関係にあることを意味している．最尤推定量の信頼区間を構築する方法は広く研究されて
おり，漸近公式による信頼区間が使用されてきた．しかしながら，スムージングされた推定
量に対しては，これらの方法を使用できないかもしれない．なぜなら，スムージング法が使
用される状況では，θがゼロに近い，あるいは nが小さいことが多いためである．さらに，従
来の（漸近公式による）信頼区間は，スムージングした推定量が取り得ない値であるゼロを
含む場合がある．最尤推定量 θ̂はゼロを含むことがあるため，θ̂に対する信頼区間はゼロを含
むことが自然である．一方で，θ̄に対する信頼区間はゼロを含むべきではない．成功確率 θの
ベルヌーイ試行を 1回行い，0回の成功を観測したとする．このときに構築した，従来の信頼
区間および提案する信頼区間を図 2.1に示す．各グラフは，θを横軸，θに関する尤度関数の
値を縦軸とする．従来の信頼区間は下限にゼロを含む一方で，提案する信頼区間はゼロを含
まない特色がある．筆者が調査した限りでは，期待値 θ̄に対する信頼区間およびその構築手
法はこれまでに報告されていない．ナイーブベイズ分類器と信頼区間を組み合わせる先行研
究 [15, 16]が報告されているものの，それらは期待値 θ̄ではなく，最尤推定量 θ̂に対する信頼
区間を使用しているため，スムージングした推定量については考慮していない．
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2.4 信頼区間の構築手法
尤度関数 L(θ; n, x)を数値積分することで信頼区間を構築する．L(θ; n, x)は次式で表される．

L(θ; n, x) = nCxθ
x(1 − θ)n−x

L(θ; n, x)が次の関係∫ θlb

0
L(θ; n, x)dθ =

∫ 1

1−θub

L(θ; n, x)dθ =
α

2

∫ 1

0
L(θ; n, x)dθ

を満たすとき，θ̄に対する両側 100(1 − α)%信頼区間は次式で表される．

θlb ≤ θ̄ ≤ θub

ここで，1 − α，0 < α < 1は信頼係数と呼ばれる．
L(θ; n, x)を数値積分する方法としてシンプソンの公式を使用する．g(y)を被積分関数とし，

閉区間 [a, b]で数値積分する例を考える．まず，[a, b]を幅 h = (b − a)/kとなる区間で k等分
する．次に，g(y)の各分点の 3点を通る二次曲線で面積を近似する．最後に，それらの面積を
足し合わせることで全体の面積を近似する．このとき，シンプソンの公式は次式で表される．∫ b

a
g(y)dy ≈ h

3

g(y0) + 2
k/2−1∑

i=1

g(y2i) +
k/2∑
i=1

g(y2i−1) + g(yk)


g(yi)は，g(y)に対する i番目の分点である．L(θ; n, x)の数値積分を高精度で実行するため，実
際の計算には GNU Multiple Precision Arithmetic Library（GMP）2を使用した．実行環境にお
ける GMPのバージョンは 6.0.0aであり，128ビットの精度を保証して計算した．[a, b]の分
割数 kが多くなるほど，シンプソンの公式による数値積分の近似精度が向上する．数値積分
による信頼区間の精度に関しては，2.5.2節にて議論する．

2.5 評価実験
漸近公式による信頼区間と数値積分による信頼区間の数値的な差を比較する．また，数値積

分による信頼区間を理論値として，漸近公式による信頼区間との誤差百分率も算出する．さ
らに，数値積分による信頼区間の精度を検証することによって，前述の数値比較が正当であ
ることを確認する．

2.5.1 各手法による信頼区間の比較
漸近公式による信頼区間と数値積分による信頼区間の数値的な差を比較する．漸近公式を使

用した信頼区間として，Wald信頼区間とClopper&Pearson信頼区間を比較対象とする．数値積
2https://gmplib.org/ (accessed 2018-01-14)
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分の際は，積分範囲 [a, b]を等分する区間数 kを設定する必要がある．実験では k = 1, 048, 576
(= 220)とした．ベルヌーイ試行の試行回数 nは 5および 1,000とした．n = 5のとき，ベル
ヌーイ試行の成功回数 xは 0から 5までとした．n = 1, 000のとき，xは 0，5，および 1,000
とした．なお，nは比較する区間の数値的な差が明確になるように選択している．信頼区間の
パラメータである信頼係数は，信頼区間の幅が両側 95%および両側 99%となるように選択し
た．まず，それぞれの信頼区間について，区間の下限値と上限値を小数点以下 5桁の精度で
比較する．次に，数値積分による信頼区間の下限・上限値を理論値として，漸近公式による
信頼区間の誤差百分率を計算する．
それぞれの手法で構築した両側 95%信頼区間の下限値および上限値を表 2.1に示す．xが 0

および nのとき，Ward信頼区間と Clopper&Pearson信頼区間の下限・上限値は，下線で示し
たように 0および 1になっている．このことから漸近公式による信頼区間は，スムージング
された推定量の信頼区間として適さないことが分かる．それに対して数値積分による信頼区
間は，xが 0または 1のときでも 0と 1を含まない．表 2.1の下線箇所を除き，漸近公式の信
頼区間に対して，数値積分による信頼区間との誤差百分率を算出した結果を表 2.2，表 2.3に
示す．Ward信頼区間は，nが 5のときに 5%以上，nが 1,000のときは 0.01%以上の誤差が生
じることがわかった．特に nが小さいときは正規分布による近似が有効に作用せず，生じる
誤差が大きくなると考えられる．Clopper&Pearson信頼区間は xが大きくなるに従い，数値積
分による信頼区間との誤差が小さくなることが確認できた．なお，Clopper&Pearson信頼区間
は数値積分による区間よりも常に区間幅が広いことに注意する必要がある．

表 2.1: 両側 95%信頼区間の下限値および上限値

n x
数値積分 Wald Clopper&Pearson

下限値 上限値 下限値 上限値 下限値 上限値
5 0 0.00421 0.45925 0.00000 0.00000 0.00000 0.52181

5 1 0.04327 0.64123 -0.15061 0.55061 0.00505 0.71641

5 2 0.11811 0.77722 -0.02941 0.82941 0.05274 0.85336

5 3 0.22277 0.88188 0.17058 1.02941 0.14663 0.94725

5 4 0.35876 0.95672 0.44938 1.15061 0.28358 0.99494

5 5 0.54074 0.99578 1.00000 1.00000 0.47818 1.00000

1,000 0 0.00002 0.00367 0.00000 0.00000 0.00000 0.00368

1,000 500 0.46906 0.53093 0.46900 0.53099 0.46854 0.53145

1,000 1,000 0.99632 0.99997 1.00000 1.00000 0.99631 1.00000

10



表 2.2: 両側 95%信頼区間の誤差百分率（Wald）

n x
下限値 誤差 [%]数値積分 Wald

5 3 0.22277 0.17058 -23.428
5 4 0.35876 0.44938 -25.258

1,000 500 0.46906 0.46900 -0.011

n x
上限値 誤差 [%]数値積分 Wald

5 1 0.64123 0.55061 -14.131
5 2 0.77722 0.82941 6.715

1,000 500 0.53093 0.53099 0.010

表 2.3: 両側 95%信頼区間の誤差百分率（Clopper&Pearson）

n x
下限値 誤差 [%]数値積分 Clopper

5 1 0.04327 0.00505 -88.327
5 2 0.11811 0.05274 -55.344
5 3 0.22277 0.14663 -34.179
5 4 0.35876 0.28358 -20.955
5 5 0.54074 0.47818 -11.569

1,000 500 0.46906 0.46854 -0.109
1,000 1,000 0.99632 0.99631 -0.000

n x
上限値 誤差 [%]数値積分 Clopper

5 0 0.45925 0.52181 13.622
5 1 0.64123 0.71641 11.724
5 2 0.77722 0.85336 9.797
5 3 0.88188 0.94725 7.412
5 4 0.95672 0.99494 3.994

1,000 0 0.00367 0.00368 0.100
1,000 500 0.53093 0.53145 0.096

それぞれの方法で構築した両側 99%信頼区間の下限値および上限値を表 2.4に示す．表 2.4
の下線箇所を除き，漸近公式の信頼区間について，数値積分による信頼区間との誤差百分率
を計算した結果を表 2.5，表 2.6に示す．これらの結果は，95%信頼区間による結果と数値的
に類似した傾向を示す．

表 2.4: 両側 99%信頼区間の下限値および上限値

n x
数値積分 Wald Clopper&Pearson

下限値 上限値 下限値 上限値 下限値 上限値
5 0 0.00083 0.58648 0.00000 0.00000 0.00000 0.65342

5 1 0.01872 0.74600 -0.26152 0.66152 0.00100 0.81490

5 2 0.06627 0.85640 -0.16524 0.96524 0.02288 0.91717

5 3 0.14359 0.93372 0.03475 1.16524 0.08282 0.97711

5 4 0.25399 0.98127 0.33847 1.26152 0.18509 0.99899

5 5 0.41351 0.99916 1.00000 1.00000 0.34657 1.00000

1,000 0 0.00000 0.00527 0.00000 0.00000 0.00000 0.00528

1,000 500 0.45937 0.54062 0.45920 0.54079 0.45885 0.54114

1,000 1,000 0.99472 0.99999 1.00000 1.00000 0.99471 1.00000
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表 2.5: 両側 99%信頼区間の誤差百分率（Wald）

n x
下限値 誤差 [%]数値積分 Wald

5 3 0.14359 0.03475 -75.799
5 4 0.25399 0.33847 33.261

1,000 500 0.45937 0.45920 -0.035

n x
上限値 誤差 [%]数値積分 Wald

5 1 0.74600 0.66152 -11.324
5 2 0.85640 0.96524 12.709

1,000 500 0.54062 0.54079 0.030

表 2.6: 両側 99%信頼区間の誤差百分率（Clopper&Pearson）

n x
下限値 誤差 [%]数値積分 Clopper

5 1 0.01872 0.00100 -94.647
5 2 0.06627 0.02288 -65.477
5 3 0.14359 0.08282 -42.317
5 4 0.25399 0.18509 -27.124
5 5 0.41351 0.34657 -16.188

1,000 500 0.45937 0.45885 -0.113
1,000 1,000 0.99472 0.99471 -0.000

n x
上限値 誤差 [%]数値積分 Clopper

5 0 0.58648 0.65342 11.414
5 1 0.74600 0.81490 9.235
5 2 0.85640 0.91717 7.095
5 3 0.93372 0.97711 4.647
5 4 0.98127 0.99899 1.805

1,000 0 0.00527 0.00528 0.107
1,000 500 0.54062 0.54114 0.096

2.5.2 信頼区間の近似精度
2.5.1節では，信頼区間に生じる誤差を小数点以下 3桁までの精度で議論した．この議論の

正当性を示すため，数値積分による信頼区間の精度を検証する．ここでは，シンプソンの公
式における積分範囲の分割数 kを 2倍にして信頼区間を求め，2倍する前後で数値が変化しな
い桁を確認する．そして，数値の変わらない桁に対応する数を正しいと判断する．信頼区間
の精度は積分範囲の分割数 kに依存すると考えられる．kは前節と同様に 1,048,576 (= 220)と
し，2倍したときの信頼区間と小数点以下 8桁までを比較する．
両側 95%および両側 99%信頼区間による比較結果を表 2.7，2.8に示す．各表の下線部分は，

kを 2倍した際に数値が変化した桁を示す．数値が変化した桁数は小数点以下 6桁であること
が分かる．よって，数値積分による信頼区間は小数点以下 5桁以上の精度を持つと言うこと
ができる．このことから，数値積分による信頼区間の小数点以下 5桁までを理論値として扱
い，信頼区間の数値的な差を議論したことの正当性も示唆された．

2.6 むすび
本章では，数値積分を用いて信頼区間を構築する手法を説明し，構築した信頼区間と既存

の信頼区間との数値比較を行った．既存の信頼区間は端点に 0または 1を含む場合があるの
に対し，数値積分によって構築した信頼区間は端点に 0または 1を含まない．ベルヌーイ試
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行の回数 nが大きい，すなわち nが 1,000となるような場合は各区間の端点は近い値となった
が，わずかに数値的な差が見られた．また，数値積分によって構築した信頼区間を理論値と仮
定し，既存の信頼区間の誤差百分率を算出した．その結果として，nが小さいとき（n = 5），
既存の信頼区間は誤差が大きくなる傾向を示した．そして，nが十分に大きいと考えられる条
件下（n = 1000）においても，既存の信頼区間は数値積分による信頼区間と比較して 0.01%以
上の誤差があることを確認した．本章で構築した信頼区間は脚注に示すページ3で利用でき，
低い頻度から構築された正確な信頼区間として有用と考える．

表 2.7: 数値積分による両側 95%信頼区間の精度

n x
下限値 上限値

k : 220 k : 221 k : 220 k : 221

5 0 0.00421047 0.00421094 0.45925807 0.45925807

5 1 0.04327201 0.04327201 0.64123439 0.64123487

5 2 0.11811733 0.11811733 0.77722167 0.77722215

5 3 0.22277832 0.22277784 0.88188266 0.88188266

5 4 0.35876560 0.35876512 0.95672798 0.95672798

5 5 0.54074192 0.54074192 0.99578952 0.99578905

1,000 0 0.00002574 0.00002527 0.00367832 0.00367832

1,000 500 0.46906375 0.46906328 0.53093624 0.53093671

1,000 1,000 0.99632167 0.99632167 0.99997425 0.99997472

表 2.8: 数値積分による両側 99%信頼区間の精度

n x
下限値 上限値

k : 220 k : 221 k : 220 k : 221

5 0 0.00083446 0.00083494 0.58648204 0.58648157

5 1 0.01872062 0.01872062 0.74600696 0.74600744

5 2 0.06627941 0.06627893 0.85640430 0.85640430

5 3 0.14359569 0.14359569 0.93372058 0.93372106

5 4 0.25399303 0.25399255 0.98127937 0.98127937

5 5 0.41351795 0.41351842 0.99916553 0.99916505

1,000 0 0.00000476 0.00000524 0.00527858 0.00527906

1,000 500 0.45937061 0.45937013 0.54062938 0.54062986

1,000 1,000 0.99472141 0.99472093 0.99999523 0.99999475

3http://www.ss.cs.tut.ac.jp/CI-Laplace/
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第3章 条件付き確率の保守的な推定

3.1 まえがき
観測頻度から条件付き確率を推定することは，データマイニングや自然言語処理の応用

[17, 18]における基本的な操作である．二つの事象間に成立する関係を解析する必要があると
き，これらの事象の共起頻度から条件付き確率を推定したい場合がある．いま，あるデータ
ベースに含まれるアイテム間の関係を発見することを考える．ここで，データベースはトラ
ンザクションと呼ばれる単位の集合であり，各トランザクションは複数のアイテムで構成さ
れている．そのため，目的のアイテムを含むトランザクションの頻度を数え上げ，それを利
用することでアイテム間の関係を発見できる．例えば，あるトランザクションがアイテム B
を含むという条件の下で，そのトランザクションが別のアイテム Aを含む可能性を知りたい
ことがあるとしよう．このような場合に条件付き確率を推定するが，低頻度に対する扱いが
しばしば問題となる．前述した例では，アイテム Bを含むトランザクションがごく少数のと
きに条件付き確率を推定しようとすると，この問題に直面する．
観測頻度から確率を推定するとき，最尤推定量がよく用いられる．最尤推定量は不偏推定

量であり，事象を無限に観測したとすると，その事象の発生確率は真の値へと漸近的に収束
する．ただし，最尤推定量は低頻度に弱いという欠点がある．ある事象をごくわずかしか観
測できなかったとき，事象の発生確率に対する最尤推定値は信用できない値となる．
データマイニングでは頻度にしきい値を設け，それ以上の頻度を持つ関係を最尤推定値に

よって求めることがある．これによって，関係を効率よく推定することができる．しかし，あ
る事象の発生が低頻度であっても，特定の事象とよく共起する場合，低頻度で発生する事象
がもう一方の事象の発生を誘発していることがある．頻度にしきい値を設けると，このよう
な関係も推定対象から一律に取り除いてしまうことが問題となる．
確率推定において低頻度の事象を扱うために，ベイズの枠組みがよく用いられる．この枠

組みでは，事象の事前分布を仮定し，事象を観測した回数にかかわらず事後分布を計算する．
事象を観測した回数が少ないとき，事後分布の分散は大きくなる．そのため，条件付き確率の
事後分布から推定値を決定する場合は注意を要する．事前分布を一様分布と仮定して，事後
分布の期待値を選択すると，その値はラプラススムージングによる推定値と等しくなる [19]．
本章では，条件付き確率を推定するために事後分布の信頼区間を構築し，下限値を用いる

ことを提案する．提案手法は，事前分布として何らかの分布を仮定し，結果を利用するとき
の適合率に応じて二つの事象間に成立する関係の強さを保守的に推定する．この推定値は事
後分布の分散を考慮した値となり，最尤推定では扱いにくい低頻度の事象に対しても適切に
対処できる．また，提案手法は事前分布として何らかの分布を仮定するが，推定対象となる
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データについての事前分布は推定しない．実験において，人工的に生成したデータ集合およ
び新聞記事をもとにした実際のデータ集合から，都道府県と市郡の包含関係を推定し，提案
手法の有効性を確認する．

3.2 関連研究
条件付き確率を用いる古典的な問題として，相関ルールマイニングがある．相関ルールマ

イニングは，複数のアイテムからなるトランザクションの集合から，関係の強いアイテムの
組み合わせを発見するデータマイニングの主要技術である．アイテムの集合をアイテム集合
といい，アイテム集合 Xとアイテム集合 Yの間に成立する関係は相関ルール X ⇒ Yとして表
される．ただし，X ∩ Y = ϕである．この関係は，あるトランザクションにアイテム集合 Xが
含まれるとき，そのトランザクションにアイテム集合 Y も含まれるという関係である．相関
ルール X ⇒ Yは強さを持ち，その強さは条件付き確率 p(Y |X)として表される．条件付き確率
p(Y |X)の値が高いほど，アイテム集合 Xとアイテム集合 Yが同じトランザクションに含まれ
る傾向にあることを意味している．相関ルールマイニングでは，相関ルールの強さを条件付
き確率として推定し，その推定値をもとに関係の強いアイテムの組み合わせを発見する．し
たがって，条件付き確率の推定法が相関ルールを発見する手法の性能に直接影響を与える．
データ集合から相関ルールを発見する代表的手法としてAprioriが提案されている [20]．こ

の手法は関係の強さを測る尺度として，支持率で表現される信頼度を用いる．信頼度は次式
で定義される．

ĉ([X ⇒ Y]) =
s(X ∪ Y)

s(X)
(3.1)

ここで，支持率 s(X)はデータベースの全トランザクションに対するアイテム集合 Xを含むト
ランザクションの割合，支持率 s(X ∪ Y)はアイテム集合 Xとアイテム集合 Y を共に含むトラ
ンザクションの割合である．信頼度はアイテム集合 Xを含むトランザクションに対するアイ
テム集合 Y を含むトランザクションの割合である．言い換えると，トランザクションにアイ
テム集合 Xが含まれるとき，アイテム集合 Yが含まれる条件付き確率 p(Y |X)の最尤推定値と
なる．Aprioriでは次式を満たす相関ルールの信頼度を計算する．

s(X ∪ Y) ≥ Minsup

Aprioriでは，最小支持率（Minsup）というしきい値を設けて，それ以上の支持率を持つ相関
ルールの信頼度を求める．一般的に，この最小支持率はユーザが指定し，その値は関係推定
の対象となるデータ集合によって異なる．最小支持率を設けることによって，統計的に不安定
な相関ルールを無視して信頼度を計算できる．しかし，支持率が低く信頼度が高い相関ルー
ルを推定できなくなるという問題がある．
一方で，低頻度の相関ルールを発見する研究も行われている．文献 [21]は仮説検定による

スコアをもとに低頻度の相関ルールを発見する手法を提案し，文献 [22]は配列に基づく枠組
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みとハッシュに基づく枠組みを提案した．これらの手法は，条件付き確率に基づいて相関ルー
ルを発見する単純な手法ではないため，ここで踏み込んだ議論はしない．

Aprioriの問題に対処するため，ベイズの枠組みを導入した PredictiveAprioriが提案されて
いる [23]．この手法は関係の強さを測る尺度として，事後分布の期待値を用いる．条件付き
確率 p(Y |X)の真値は事後分布から予測される関係の正確さを表す値であり，そのときの関係
の強さを c([X ⇒ Y])とする．また，二項分布を B[c, s](ĉ)とする．このとき，c([X ⇒ Y])の期
待値はベイズの枠組みを用いて次式で定義される．

E(c([X ⇒ Y]) | ĉ([X ⇒ Y]), s(X)) =∫
cB[c, s(X)](ĉ([X ⇒ Y]))π(c)dc∫
B[c, s(X)](ĉ([X ⇒ Y]))π(c)dc

c([X ⇒ Y])の期待値は，π(c)を事前分布とした事後分布の期待値である．この値を計算する
ためには積分を行う必要がある．そのため，関係の強さ cを任意の離散区間に分割し，各区
間の中間点を加算することで積分の近似を行う．また，事前分布の取り扱いも事後分布の期
待値を計算する過程で問題となる．真の事前分布を導出するためには，全ての相関ルールが
存在しうる空間を調べる必要がある．そこで，一様分布の仮定の下でランダムに多くの相関
ルールをサンプリングする．そして，離散化した関係の強さ cの値を階級とする．各階級の
値を持つ相関ルールの頻度についてヒストグラムを作成し，事前分布 π(c)とする．
製品の品質をコントロールする必要があるとき，製品に不良品がある確率の信頼区間を構

築する．そして，不良である割合を推定するために信頼区間の上限値を用いる．ここで，信頼
区間の上限値を用いる理由は不良品を避けるためである．このときは，通常の製品が不良品
であると判定されるよりも，不良品が通常の製品であると判定される方が被る損害が大きく
なる場合がある．一方で，条件付き確率を用いて関係の強さを推定する場合は，良品にあたる
真の関係を取りたいと考える．このときは，推定結果の適合率に注意する必要がある．適合
率が 50%では得られる結果が不十分であると考える．これは，真の関係を偽であると判定す
るよりも，偽の関係を真であると判定する方が大きな損害となることを意味している．この
場合は，関係の強さを測る尺度として，信頼区間の下限値を用いることが妥当である．いま，
事象の観測頻度が低い場合を想定する．観測された製品の標本数が少ない場合，その標本数
をもとに構成される信頼区間の幅は広くなり，信頼区間の上限値は大きくなる．このことか
ら，上限値を用いることで不良品が存在する確率を安全のため，高めに見積もることができ
る．一方で，関係の強さを推定する場合は信頼区間の下限値を用いる．関係の観測頻度が低
いとき，その頻度をもとに構成される信頼区間の下限値は小さくなる．このことから，下限
値を用いることで真の関係がある確率を安全のため，低めに見積もることができる．
この保守的な推定を行うためには，低頻度の関係について信頼区間を構築する必要がある．

低頻度の事象から信頼区間を構築する場合は注意しなければならない．信頼区間を漸近的に
近似する手法は多く存在する．しかし，これらの手法は信頼区間を構築したい事象について，
十分な観測頻度があることを仮定している．観測頻度が十分ではない場合，構築した区間に
誤差が生じることが明らかになっている．製品から不良品を発見するために十分な標本数を
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観測し，信頼区間の近似公式を用いることができても，関係の強さを推定する場合に観測で
きる標本数には限りがある．また，信頼区間のいわゆる“正確な公式”[4]においても，頻度
が不足している場合は区間に誤差が生じることが明らかになっている [24]．以上のことから
本章では，数値的に構築した誤差の少ない信頼区間を利用する．

3.3 提案手法
事象の観測頻度から条件付き確率 p(B | A)を推定するとき，一般に最尤推定量や期待値が

用いられる．本章では，条件付き確率の推定値を低めに見積もる方が安全と考え，保守的に
推定する手法を提案する．提案手法は，事前分布として何らかの分布を仮定し，事後分布を
求めて信頼区間の下限値を推定値とする．まずはくじ引きを例として提案手法の基本的なア
イデアについて述べる．そして，このアイデアをデータマイニングの問題に適用する一例と
して，相関ルールマイニングへの応用方法を述べる．

3.3.1 基本的アイデア
確率 θで当たりが含まれるくじがあるとする．θの値が閉区間 [0, 1]で等確率に決まると仮

定すると，θの事前分布 π(θ)は図 3.1の一様分布になる．このとき，θの期待値 θ̄は 1/2とな
る．また，θ̄に対する片側 100(1−α)%信頼区間の下限値は αとなり，これは 100(1−α)%の確
率で θ̄の値が α以上となることを意味する．ここで，1 − α，0 < α < 1は信頼係数と呼ばれ，
信頼区間を求める際のパラメータとなる．Θを当たりの確率変数，N をくじを引いた回数の
確率変数，Xを当たりを引いた回数の確率変数とする．くじを n回引いて x回当たりを観測
したときの事後分布 p(Θ | N = n, X = x)は次式で表される．

p(Θ | N = n, X = x) =

L × θx(1 − θ)n−x (0 ≤ θ ≤ 1)

0 otherwise

ただし，Lは p(Θ | N = n, X = x)を θに関して (−∞,∞)の範囲で積分したときに 1とする正規
化定数である．θの期待値 θ̄は次式に示すように，ラプラススムージングの推定量となること
が知られている [19]．

θ̄ =

∫
Θ · p(Θ | N = n, X = x)dΘ =

x + 1
n + 2

(3.2)

θ̄に対する片側 100(1 − α)%信頼区間 [θlb, 1]は次式を満たす．

p(Θ > θlb | N, X) = 1 − α

くじを 1回引いて 0回当たりを観測した場合と，くじを 4回引いて 1回当たりを観測した場合
について考える．このとき，事後分布 p(Θ | N = 1, X = 0)と p(Θ | N = 4, X = 1)はそれぞれ図
3.2，図 3.3となる．期待値 θ̄の信頼区間は第 2章で述べた手法で計算され，p(Θ | N = 1, X = 0)
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図 3.1: θの一様分布

に関する信頼区間の下限値 θlbは 0より大きくなる．この下限値 θlbは，観測しなかった事象
に低め（保守的）に確率を割り当てた値となる．各グラフから分かるように，θ̄は両方とも
1/3となる．しかし，p(Θ | N = 4, X = 1)は p(Θ | N = 1, X = 0)よりも分散が小さいため，θlb
が大きくなる．信頼区間の下限値を θの推定値とすると，事後分布の分散を考慮して θを保
守的に見積もることができる．
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3.3.2 相関ルールマイニングへの応用
条件付き確率 p(B | A)の真値を θとする．ここで，データベースにあるアイテム集合 Aを含

むトランザクション数を n，アイテム集合 Aと Bを含むトランザクション数を kとする．これ
らは，3.3.1節のくじを引いた回数と当たりを観測した回数にそれぞれ対応する．いま，データ
ベースのトランザクション数を |D|とすると，支持率 s(A)と s(A∪ B)はそれぞれ n/|D|，k/|D|
とみなすことができる．信頼度は 3.2節の式 (3.1)で示したように，支持率を用いて s(A ∪ B)
/s(A)と定義され，p(B | A) = θの最尤推定量 θ̂ = k/nと解釈することもできる．信頼度と支持
率はトレードオフであり，どちらを重視するかはそれらを利用するアプリケーションによっ
て異なる．最小支持率を高くして支持率を重要視すると，出現頻度は高いが信頼度の低い相
関ルールが発見される．逆に，最小支持率を低くして信頼度を重要視すると，出現頻度は低
いが信頼度の高い相関ルールが発見される．
本章では，信頼度が同じでも支持率によって相関ルールの価値が異なるという考え方を実

現する．この考えに基づくと，支持率が低い場合に相関ルールの価値も相対的に低くなるこ
とが望ましい．そこで，事前分布 π(θ)として何らかの分布を仮定して θの事後分布を推定し，
θの期待値 θ̄に対する片側 100(1 − α)%信頼区間を求める．そして，この信頼区間の下限値を
p(B | A)の推定値とする．信頼区間を計算する際は，漸近公式による誤差が条件付き確率の推
定に影響すると考え，第 2章で述べた手法によって数値積分で求める．これにより，低頻度
で高い信頼度を持つ相関ルールの強さを弱めることが可能になる．

3.4 問題設定
あるデータ集合 D = {t1, t2,…, tn}に存在するアイテム集合を I = {i1, i2,…, im}とする．デー

タ集合を構成する各要素 tk (tk ⊆ I)をトランザクションと呼び，m個のアイテムの組み合わせ
によって構成されたアイテム集合を長さ mのアイテム集合と呼ぶ．ここで，アイテムを実世
界に存在する地名（都道府県市郡名）と考えると，長さ 5のアイテム集合は次のようになる．

Iexample = {東京都,大阪府,神戸市,北海道,江別市 }

⟨x, y⟩は一つのアイテムからなるアイテム集合 xと yの間で定義される包含関係である．ア
イテム集合 xに含まれるアイテムは，別のアイテム集合 yに含まれるアイテムを概念的に包
含する．この ⟨x, y⟩は次の二つの定義を満たす．

∀a ⊂ I;∀b ⊂ I;∀c ⊂ I; ⟨a, c⟩ ∧ ⟨b, c⟩ → a = b (3.3)

∃a ⊂ I;∃b ⊂ I;∃c ⊂ I; ⟨a, b⟩ ∧ ⟨a, c⟩ → b , c (3.4)

式 (3.3)は，関係の右のアイテム集合が等しい場合は左のアイテム集合も等しいという定義で
ある．式 (3.4)は，この関係には一対一ではないアイテム集合が存在するという定義である．
これらの定義を満たす包含関係 ⟨x, y⟩の集合を Rと定義して正解集合と呼ぶ．実験では，デー
タ集合から正解集合 Rを推定する問題を扱い，条件付き確率を推定する手法の性能比較を行
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う．アイテム間の包含関係を推定対象とすることによって，条件付き確率が関係の強さを計
ることに適した尺度となる．この条件付き確率は，包含するアイテムが出現するという条件
下で包含されるアイテムが出現する確率となる．一つのアイテムからなるアイテム集合をそ
れぞれ S c = {ic}，S p = {ip}とすると，正解集合 Rは次式で定義される．

R = {⟨S c, S p⟩ | S c, S p ⊂ I}

上記の定義を満たす関係の一つとして都道府県と市郡の包含関係が考えられる．S cをある都
道府県からなるアイテム集合，S pをそこに属する市郡からなるアイテム集合とすると正解集
合の例は次のようになる．

Rexample = {⟨{北海道 }, {札幌市 }⟩, ⟨{北海道 }, {釧路市 }⟩}

包含関係 ⟨S c, S p⟩は相関ルールを用いて S c ⇒ S pと表すことができる．例えば，正解集合 R
の例に含まれる関係は相関ルールを用いて，{北海道 } ⇒ {札幌市 }，{北海道 } ⇒ {釧路市 }と
表すことができる．⟨S c, S p⟩の信頼度は s(S c ∪ S p) /s(S c)と定義され，条件付き確率 p(S p | S c)
の最尤推定量とも解釈できる．
実験では，次の手順で正解集合 Rを推定する．まず，各トランザクションに含まれる二つ

のアイテムからなるすべての組を相関ルールとして求め，頻度情報をもとに相関ルールの強
さである条件付き確率を推定する．そして，その推定値が高いほどアイテム間の関係性が高
いと推定する．最後に，各トランザクションに含まれる二つのアイテムからなるすべての組
が持つ関係 ⟨S c, S p⟩が Rに含まれるかどうかで包含関係の正解判定を行う．

3.5 評価実験
提案手法の有効性を確認するために，Apriori，θの期待値（ラプラススムージングの推定

量）を用いた手法，PredictiveApriori，および提案手法について条件付き確率に基づく関係の
推定性能を比較する．提案手法は事前分布として何らかの分布を仮定する必要がある．ここ
では必然性のあるものは特定しにくいこと，そして θの期待値との比較を明瞭にするという
理由から，事前分布として一様分布を仮定する．関係の推定対象としては，文献 [25, 26]と同
様に地名（都道府県市郡名）を用いた．地名を用いる理由は，実世界において地名間には包含
関係が成り立っていること，地名間の包含関係は定まっているため，正解判定が容易である
こと，そして関係の強さを測る尺度として条件付き確率が適切であることが挙げられる．実
験では，人工的に生成したデータ集合と新聞記事をもとにした実際のデータ集合を用い，関
係の強さを測る各手法のふるまいを観測する．

3.5.1 実験で用いるデータ集合
実験では二種類のデータ集合を用いた．一つは実世界の地名間にある包含関係から二種類

の組を取り出し，それらの組に現れる地名からなるトランザクションを要素とする，人工的
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Algorithm 1データ集合の生成アルゴリズム
D∗ B ϕ; k B 0;
while k < 1000 do

j B 0; tk B ϕ;
while j < 2 do

Rからランダムに ⟨S c, S p⟩を取り出す;
tk B tk ∪ S c ∪ S p;
j B j + 1

end while
D∗ B D∗ ∪ {tk};
k B k + 1

end while

表 3.1: 人工データに関する情報

データ集合
1 2 3 4

トランザクション数 1,000 1,000 1,000 1,000
候補となる組の種類 4,469 4,499 4,438 4,453
候補となる組の出現数 5,934 5,490 5,913 5,901
正解集合に含まれる組の種類 975 993 979 984
正解集合に含まれる組の出現数 2,000 2,001 2,001 2,001

に生成したデータ集合である．もう一つは新聞記事コーパスから得られるデータ集合である．
これらのデータ集合について以下で述べる．　

•人工データ：実データを用いた実験では，アイテム集合に対する出現頻度の偏りが観測され
る．この偏りを考慮せずに，提案手法における包含関係の推定性能を評価するため，人工的
に生成した四つのデータ集合を用いた．これらのデータ集合は文献 [25]と同様の方法で正解
集合 Rから生成された．この生成アルゴリズムをアルゴリズム 1に示す．
生成したデータ集合が含むトランザクションは例えば，tk = {北海道,札幌市,愛知県,名古

屋市 }などが考えられる．これは正解集合 Rから ⟨{北海道 }, {札幌市 }⟩と ⟨{愛知県 }, {名古屋
市 }⟩という二種類の組の関係を抽出し，これらの関係に現れる四つのアイテムからなるトラ
ンザクションである．データ集合のトランザクションの数を無限に増やすことはできないた
め，このようなトランザクションを 1,000個持つデータ集合を生成した．これらのデータ集
合に関する情報を表 3.1に示す．正解集合 Rに含まれる全正解数は 1,215であるが，データ集
合に含まれない正解があることによって実態に合った評価ができると考える．生成したデー
タ集合を用いて，トランザクションごとに組み合わされた二種類の組の関係を各手法の値に
よって正しく分離することを試みる．　
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表 3.2: 実データに関する情報

毎日新聞コーパスの年版
91 92 93 94

トランザクション数 52,232 56,587 52,031 65,922
候補となる組の種類 252,139 223,927 210,927 253,712
候補となる組の出現数 681,010 786,917 782,845 1,034,728
正解と判断される組の種類 3,790 3,654 3,660 3,960
正解と判断される組の出現数 63,142 65,045 60,699 74,833

毎日新聞コーパスの年版
95 96 97

トランザクション数 76,563 58,537 71,955
候補となる組の種類 226,933 162,819 161,662
候補となる組の出現数 1,271,310 658,548 767,057
正解と判断される組の種類 3,706 3,536 3,445
正解と判断される組の出現数 103,884 61,177 73,099

•実データ：実世界では，アイテムの出現頻度に偏りがあるデータ集合から関係を推定する
必要がある．そこで，毎日新聞記事コーパス（91年～97年版）1をもとにしたデータ集合を用
いた．これらのデータ集合は一記事を一つのトランザクション，記事に出現する地名（都道
府県市郡名）をそのトランザクションに含まれるアイテムとする．これらのデータ集合に関
する情報を表 3.2に示す．
実データには「静岡」などのように都道府県市郡を表す語が付いていないアイテムも含ま

れる．このようなアイテムは都道府県市郡を表す語を付与し，実世界に存在する関係が成り
立てば正解とみなす．例えば，「静岡」について「静岡県」とすると正解集合 Rに含まれる場
合，「静岡市」とすると正解集合 Rに含まれる場合のいずれかであれば正解とみなす．新聞記
事コーパスの各年版に含まれる正解数が正解集合 Rの全正解数 1,215よりも多いのは，都道
府県市郡を表す語が付いていないアイテムを含む関係も正解として数えたためである．新聞
記事コーパスをもとにしたデータ集合を用いて，新聞記事に現れる地名の組から実世界に存
在する地名の組を推定する性能を測定する．

3.5.2 実験手順
まず，トランザクションに含まれる二つの地名からなる組をすべて求め，評価対象となる

各手法で条件付き確率の推定値を計算する．そして推定値が高いほど組の関係性が強いと判
断し，手法ごとに組を推定値の降順に並べてランク付けする．最後にランクが上位となる関
係から順に正誤判定し，横軸をランク，縦軸を再現率としてランク―再現率曲線を描く．人工
データによる実験では上位 4,000件，実データによる実験では上位 12,000件までの関係を正

1https://www.nichigai.co.jp/sales/mainichi/mainichi-data.html (accessed 2020-12-17)
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誤判定の対象とする．またこの曲線では，グラフの原点と曲線上のある点を結んだ直線の傾
きが，その点までの適合率に比例する．再現率と適合率の定義を次式に示す．

再現率 = あるランクまでの正解数
データ集合に含まれる正解数 , 適合率 =

そのランクまでの正解数
あるランク

ランク―再現率曲線によるランクの上位に着目し，都道府県市郡の包含関係に対する推定性
能を再現率と適合率の観点から評価する．

3.5.3 パラメータ設定
実験で用いる手法は固有のパラメータを持つ．そのため，最適なパラメータを設定し，最良

の性能を比較することで手法間の公平な性能評価を行う．ここで述べる最良の性能とは，各
手法が最も効率よく正しい関係を推定できる性能である．

Aprioriはパラメータとして最小支持率を持つ．人工データを用いた実験では，最小支持率
を変化させてその振る舞いを観察する．実データを用いた実験では，ランク上位で適合率が
高く，下位で再現率を保持する最小支持率を探索し，5/|D|という値を設定した．提案手法は
パラメータとして信頼係数を持つ．提案手法も同様に，ランク上位で適合率が高く，下位で
再現率を保持する信頼係数を探索した．そして人工データ，実データを用いた両実験におい
て，片側 99% (つまり α = 0.01)という値を設定した．

PredictiveAprioriは事前分布を推定する必要がある．まず，データ集合から同じトランザク
ションに含まれる二つの地名をランダムに取り出した．この試行を繰り返し，人工データで
は存在する組をすべて取り出した．実データでは 10万個の組を取り出した．そして，取り出
した組について θのヒストグラムを作成した．人工データから作成したヒストグラムは，ど
のデータ集合においても同様の形状となった．各データ集合のヒストグラムを図 3.4に示す．
実データから作成したヒストグラムもまた，すべての年版で同様の形状となった．各年版の
ヒストグラムを図 3.5，図 3.6に示す．図 3.4に示した各ヒストグラムに着目すると，θの値が
1/1，1/2，1/3といった特定の値でヒストグラムが急上昇していることが分かる．このような
θの値を持つ組はいずれも出現頻度が低い．この急上昇の原因として，例えば θの真値が 0.4
などであった場合に，ヒストグラム上では θの値が 1/2といった特定の値に吸い込まれること
が考えられる．これはヒストグラムによって，θの分布を離散化した影響によるものである．
本来の PredictiveAprioriはデータ集合から得られたヒストグラムを事前分布とする．しかしな
がら，人工データのヒストグラムについて，これを事前分布として仮定することは適切では
ない．関係に成り立つ強さの真値 θは 0から 1の範囲で値を取るが，1/2などの特定の値であ
る理由はない．そこで，各グラフにおいて推定すべきヒストグラムのピークは 0.04付近にあ
ると考え，このピークよりも大きいヒストグラムを取り除くことにした．具体的には，人工
データのヒストグラムから 0，1/1，1/2，1/3，2/3，1/4，3/4，1/5，2/5，3/5，4/5を取り
除き，θの平均と分散を求めた．そして，平均と分散が一致するようベータ分布を推定した．
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ベータ分布は次式で定義される．

β(a, b) =
θa−1(1 − θ)b−1∫ 1

0 θ́
a−1(1 − θ́)1−bdθ́

ベータ分布はハイパーパラメータ aと bを持つ．これらを調節することでベータ分布を推定
した．データ集合に基づく平均と分散から，ベータ分布のパラメータを推定する方法は付録
Bに記載した．推定したベータ分布は図 3.4から図 3.6に示したとおりである．これらのベー
タ分布は θの値が小さいときに確率密度が大きくなるような形状になる．実験では，推定し
たベータ分布を各データ集合における事前分布とした．ベータ分布を事前分布とすることで，
推定するパラメータを二つに減らすことができる．
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(a)データ集合 1
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(b)データ集合 2
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(c)データ集合 3
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(d)データ集合 4

図 3.4: 人工データにおけるヒストグラムとベータ分布
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(c) 93年版
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(d) 94年版

図 3.5: 実データにおけるヒストグラムとベータ分布（91-94年版）
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図 3.6: 実データにおけるヒストグラムとベータ分布（95-97年版）
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図 3.7: 人工データにおける Aprioriとの比較

3.5.4 人工データにおける実験結果
それぞれの人工データに対する結果を図 3.7から図 3.9に示す．これらのグラフは，横軸を

ランク，縦軸を再現率とするランク―再現率曲線である．グラフ上のある点と原点を結んだ線
の傾きがその点の適合率に比例する．同一のランクにおいて，曲線が上にある手法ほどその
ランクにおいて優れた性能を持つ．各図はそれぞれ，提案手法と Aprioriとの比較結果，θの
期待値との比較結果， PredictiveAprioriとの比較結果を示す．|D|はデータ集合に含まれるト
ランザクション数である．最小支持率が 1/|D|のときは，データ集合に 1回以上含まれる組を
関係推定の対象とするため，最小支持率を設けないことを意味する．同一の図において，全
データ集合のランク―再現率曲線は同等の傾向を示した．
図 3.7から分かるように，最小支持率を 1/|D|としてデータ集合に含まれる組について信頼
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度を計算すると，低頻度にもかかわらず信頼度が高い組（不正解となる組）が推定値のラン
ク上位となる傾向がある．この傾向は上位の適合率を低下させる原因になる．そこで最小支
持率を 2/|D|にすると，出現頻度が 2以上の組が上位となり，そのような不正な組が取り除か
れ，上位の適合率は向上したと考えられる．しかしながら，データ集合において頻度が 1と
なる組は一律に推定対象から除かれ，このときに正解の組も共に取り除かれてしまう．この
ため，下位の再現率が低下したと考えられる．最小支持率を 2/|D|から 3/|D|に上げると上位
の適合率は向上せず，下位の再現率がさらに低下した．これは最小支持率を上げすぎたため，
正解と判断される多くの組が取り除かれてしまったことが原因と考えられる．このことから，
最小支持率はこれ以上変化させても意味がなく，2/|D|を最適な最小支持率とすることが妥当
と考えられる．提案手法はランク上位において，最適な最小支持率を設けた信頼度とほぼ等
しい適合率となる．このことから，提案手法は最適な最小支持率の信頼度と同様に，上位か
ら不正解の組を取り除いていると考えられる．下位では，最適な最小支持率の信頼度よりも
高い再現率となる．よって，低頻度の組を推定対象から除外する信頼度とは異なり，提案手
法は低頻度の組を適切に扱っていると考えられる．
図 3.8から分かるように，θの期待値は提案手法と同等の性能を示す．3.5.3節の図 3.4に示

したように，人工データには θの値が 1となる関係が多く存在する．このような関係にはま
れにしか出現しない不正解の組が多く含まれると考えられる．ラプラススムージングはこの
ような組の推定値を低く見積もり，上位から取り除くことができる．その結果として，θの期
待値は都道府県と市郡の包含関係を効率よく推定できると考えられる．

PredictiveAprioriは，図 3.4に示すベータ分布を事前分布として用いた．この事前分布は θ
の値が小さいときに確率密度が大きくなる．地名の出現頻度が低いとき，事後分布の形状は事
前分布に近づく．そのため，事後分布の期待値は信頼度よりも小さい値となり，提案手法と同
様に関係の強さを保守的に見積もることになる．図 3.9から分かるように，PredictiveAprirori
は提案手法と同等の性能を示す．実験では，事前分布としてベータ分布を用いることで，ヒ
ストグラムを用いるよりもパラメータ数を削減することができた．それでも，ベータ分布を
用いるには二つのパラメータを推定する必要がある．一方で，提案手法は信頼係数というた
だ一つのパラメータを推定するのみでよいという特徴がある．
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図 3.8: 人工データにおける θの期待値との比較
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図 3.9: 人工データにおける PredictiveAprioriとの比較
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3.5.5 実データにおける実験結果
各年版の結果を図 3.10から図 3.15に示す．グラフの見方は人工データにおける実験結果と

同様である．図 3.10と図 3.11から分かるように，最小支持率を 1/|D|とすると，人工データ
における実験と同様に適合率が低下する傾向が見て取れる．実データにおける実験では，人
工データにおける実験よりもこの傾向が強く表れ，上位の適合率を大きく低下させる原因に
なる．そこで，人工データにおける実験と同様に，最小支持率を 1/|D|, 2/|D|, . . . , 6/|D|と変化
させて実験を行い，5/|D|という値を最適な最小支持率とみなした．これによって，上位にお
ける適合率は向上したが下位の再現率は低下した．なお，最適な最小支持率は人工データに
おける実験では 2/|D|であったのに対し，実データにおける実験では 5/|D|となった．これは，
人工データと比較して実データのサイズが大きく，それに伴って含まれる不正解の組も多く
なったためと考えられる．提案手法は，ランク上位では最適な最小支持率の信頼度とほぼ等
しい適合率を達成し，下位では最適な最小支持率の信頼度よりも高い再現率を保持した．以
上の結果は，関係の出現頻度に偏りがある実データにおいても，提案手法が低頻度の関係を
適切に扱えることを示唆している．
図 3.12，図 3.13から分かるように，θの期待値は上位の適合率が提案手法とほぼ同じにな

る．これは人工データを用いた実験と同様，低頻度の組が上位から取り除かれることが原因
と考えられる．一方で，下位の再現率は提案手法よりも低い．ラプラススムージングは θの
値が 1/2よりも低い組，すなわち，あまり共起しない組の推定値を高く見積もってしまう．こ
れに伴い，θの期待値は下位において再現率の低下を招いたと考えられる．

PredictiveAprioriは，図 3.5，図 3.6に示すベータ分布を事前分布として用いた．この手法は
事前分布の作用により，関係の強さを保守的に見積もることができる．図 3.14，図 3.15から
分かるように，PredictiveAprioriは提案手法とほぼ同じ性能を示すが，提案手法は推定すべき
パラメータ数が一つでよいという特徴がある．
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図 3.10: 実データにおける Aprioriとの比較（91-94年版）
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図 3.11: 実データにおける Aprioriとの比較（95-97年版）
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図 3.12: 実データにおける θの期待値との比較（91-94年版）
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図 3.13: 実データにおける θの期待値との比較（95-97年版）
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図 3.14: 実データにおける PredictiveAprioriとの比較（91-94年版）
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図 3.15: 実データにおける PredictiveAprioriとの比較（95-97年版）
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図 3.16: ベータ分布 β(0.5, 0.5)の確率密度関数

3.5.6 Jeffreys事前分布を用いた実験結果
ベイズの枠組みでは，発生確率を推定したい事象について事前分布を仮定し，事象の発生

頻度によらず事後分布を推定する．事前分布としてどのような分布を仮定するかは場合によっ
て異なり，事前知識がない場合は無情報事前分布がよく用いられる．無情報事前分布として
何を用いるかについては議論の余地があり，一様分布の他に Jeffreys事前分布も頻繁に使用さ
れる [27]．一様分布はパラメータの取りうる全範囲に等しい重みをかけるが，この定義はパ
ラメータの取り方に依存する．そこで，パラメータの取り方に依存しない無情報事前分布と
して，Jeffreys事前分布が使用される．提案手法は事前分布として一様分布を用いたが，前述
の理由によって Jeffreys事前分布が好んで用いられる状況もあるため，Jeffreys事前分布と提
案手法を組み合わせることも当然ながら需要があると考えられる．以上を踏まえて，事前分
布として Jeffreys事前分布を用いた場合でも提案手法の有効性を検証する．
成功確率 θのベルヌーイ試行を独立して n回行い，x回の成功を観測したとする．θに対す

る Jeffreys事前分布 πJ(θ)は，フィッシャー情報量 I(θ)を用いて次式で定義される．

πJ(θ) ∝
√

I(θ) =
√

n
θ(1 − θ) (3.5)

ただし，0 ≤ θ ≤ 1である．ここで，一回のベルヌーイ試行に対する Jeffreys事前分布1/
√
θ(1 − θ)

は，図 3.16に示すベータ分布 β(0.5, 0.5)に等しい．
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事前分布として式 (3.5)に示す Jeffreys事前分布を用いた場合の提案手法を導出する．成功
確率 θのベルヌーイ試行を独立して n回行い，x回の成功を観測したとき，事後分布 p(θ | N =
n, X = x)は次式となる．

p(Θ | N = n, X = x) =
p(x | θ, n)πJ(θ)∫
p(x | θ́, n)πJ(θ́)dθ́

上式は次のように整理できる．

p(Θ | N = n, X = x) ∝
nCxθ

x(1 − θ)n−x
√

n
θ(1−θ)∫

nCxθ́x(1 − θ́)n−x
√

n
θ́(1−θ́) dθ́

=
θx(1 − θ)n−x 1√

θ(1−θ)∫
θ́x(1 − θ́)n−x 1√

θ́(1−θ́)
dθ́

(3.6)

ここで，事前分布に相当する 1/
√
θ(1 − θ)はベータ分布 β(0.5, 0.5)に等しい．また，式 (3.6)の

分母は θに依存しないため，信頼区間を計算する上で無視でき，結果として次式が得られる．

p(Θ | N = n, X = x) ∝ θx(1 − θ)n−x 1
√
θ(1 − θ)

(3.7)

θの期待値 θ̄に対する片側 100(1 − α)%信頼区間 [θlb, 1]は次式を満たし，式 (3.7)を数値積分
することで求められる．

p(Θ > θlb | N, X) = 1 − α

この信頼区間はシンプソンの公式を用いた数値積分によって構築するが，まれに式 (3.7)は積
分発散を起こすことに注意する．積分発散が起こるケースとしては，
• x = 0かつ θ = 0となる場合

• x = nかつ θ = 1となる場合
の二通りが考えられる．都道府県・市郡名の包含関係を発見する実験では，x = 0のケースを
扱わないので問題となるのは後者のみとなる．積分発散の対策として，被積分関数を変数変
換して発散を抑えることも考えられるが [28, 29]，今回は発散の起こる箇所を計算せずに積分
値を近似した．具体的には，x = nにおける数値積分で，微小区間の終端に 1を含む場合，1
から 2−32を減算した値を終端とした．数値積分の範囲 [0, 1]を等分割する区間の刻み幅 hは
2−20であり，2−32はそれと比較して十分に小さい．それゆえ，積分発散する点まで計算せず
とも積分の近似が可能であると考えた．
事前分布を一様分布とした場合と Jeffreys事前分布とした場合の提案手法について，実デー

タを用いて性能を比較した．実験結果を図 3.17，図 3.18に示す．両手法とも，片側 99%信頼
区間の下限値を条件付き確率の推定値とした．一様分布と Jeffreys事前分布は形状が異なるた
め，どちらの分布を事前分布とするかによって提案手法の性能に差が出る可能性があった．し
かし各図から，どちらの事前分布を仮定しても提案手法は同等の性能であったことが分かる．
このことから，事前分布として Jeffreys事前分布を仮定した場合でも，提案手法は有効で事前
分布の変化に対してある程度は頑健なことが示唆された．
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図 3.17: 一様分布あるいは Jeffreys事前分布を用いた提案手法の比較（91-94年版）
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図 3.18: 一様分布あるいは Jeffreys事前分布を用いた提案手法の比較（95-97年版）
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3.6 考察
条件付き確率は，自然言語処理やデータマイニングといった分野でもよく用いられ，その

推定法によって応用タスクの有用性が左右されることがある．本章では，事前分布を一様分
布として事後分布を求め，信頼区間の下限値を条件付き確率の推定値とすることを提案した．
そして，相関ルールマイニングの観点から条件付き確率を推定する問題に取り組み，提案手
法の有効性を確認した．

Aprioriは関係の強さを測る尺度として信頼度を用いる．信頼度は条件付き確率の最尤推定
量である．しかし，信頼度（最尤推定量）は低頻度の影響を受けやすい．そこで，Aprioriは
最小支持率というしきい値を設け，出現頻度がそれに満たない関係は推定の対象としない．最
小支持率を設けることで，効率的に関係を推定できるが，このときに低頻度で高い信頼度を
持つ関係も推定対象から取り除いてしまう．このとき，取り除かれた関係の中には，都道府県
と市郡の正しい包含関係が多く含まれることが実験から明らかになった．これらの関係は発
見されるべきである．実験では，提案手法が最小支持率を変化させたどの信頼度よりも高い
性能を示した．この結果は，提案手法が低頻度の確率推定に有効であることを意味している．
条件付き確率を保守的に推定することの有効性を確認するため，θの期待値を推定量とし

て用いた場合との比較実験を行った．提案手法が条件付き確率を保守的に推定する一方で，θ
の期待値は偏りのない推定量となる．θの期待値は 3.3.1節の式 (3.2)に示したようにラプラス
スムージングの値であるため，解析的に求めることができる．一方で，提案手法は信頼区間
を数値積分で求める必要があり，θの期待値よりも要する計算量が多い．実験では，θの期待
値はランク上位において提案手法とほぼ同じ適合率となった．そのため，ランク上位で関係
を発見する上では，少ない計算量で導出できる θの期待値が優れている．しかし，ラプラス
スムージングの値は偏りのない推定量であるため，あまり共起しない関係の強さに正のバイ
アスをかけてしまう．実データを用いた実験では，θの期待値を用いると，前述の作用によっ
て下位の再現率が低下することが示唆された．このことから，下位でも効率よく関係を発見
する場合には，条件付き確率を保守的に推定する提案手法が有効と考えられる．
実験では，提案手法と PredictiveAprioriの性能比較も行い，両者がほぼ同じ性能を獲得し

うることを示唆した．しかし，データをもとに事前分布を推定するという PredictiveAprioriの
考え方と，結果の利用するときに要求される適合率で関係の推定値を調整するという提案手
法の考え方は異なる．一般的に，データをもとに事前分布を推定することは容易ではない．
PredicitiveAprioriでは事前分布を推定するために，データ集合からヒストグラムを作成する必
要がある．人工データを用いた実験では，3.5.3節で述べたようにヒストグラムから θの値が
0，1/1，1/2，1/3，2/3，1/4，3/4，1/5，2/5，3/5，4/5となる低頻度の組を取り除くことで
事前分布を推定した．しかし，これが本当に正解情報を使用していないのかということにつ
いては疑念が残る．実験では，事前分布としてヒストグラムの代わりにベータ分布を用いた．
これによって推定すべきパラメータ数を削減したが，それでも二つのパラメータを推定する
必要がある．それに対し，提案手法は事前分布として一様分布を仮定したため，推定すべき
パラメータは信頼係数のみとなる．以上のことから，この比較実験では，提案手法の方が概
念的に単純で適用範囲が広いと考えられる．
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一方で，事前分布として何を選択するかはよく議論される問題である [30]．前述の比較実
験では，提案手法で用いる事前分布として一様分布を仮定したが，無情報事前分布としては
Jeffreys事前分布もよく用いられる [27]．そこで，Jeffreys事前分布を利用し，条件付き確率
の推定値を保守的に推定した．結果として，提案手法は Jeffreys事前分布を利用した場合で
も，一様分布を事前分布とした場合と同様の有効性を示した．当然，データについての事前
分布を推定した上で，推定値を保守的に推定するということも考えられる．しかし，現状で
は，データをもとに事前分布を推定することは難しい場合が多く，事後分布から推定値を保
守的に求める方法も不明である．そのため，このことはさらに検討が必要である．

3.7 むすび
本章では，条件付き確率の推定という問題に取り組み，概念的に単純で低頻度に対しても

頑強な手法を提案した．提案手法は，事前分布として一様分布を仮定し，事後分布を計算す
る．そして，事後分布の信頼区間を求め，その下限値を条件付き確率の推定値とする．この
推定値は条件付き確率を保守的に推定した値となる．提案手法について，Aprioriとの比較
実験を行い，提案手法は低頻度の確率推定においても高い性能を示した．また，不偏な推定
値である期待値を用いた場合との比較実験において，提案手法は下位で高い再現率を示し，
推定値を保守的に見積もることの有効性を確認した．さらに，ベイズの枠組みを導入した
PredictiveAprioriとの比較実験も行い，両手法がほぼ同じ性能を獲得しうることを示した．し
かしながら，PredictiveAprioriのように事前分布をデータに基づいて推定することは一般的に
容易ではない．一方で，結果を利用する際に要求される適合率に応じ，推定値を調節する提
案手法の考え方は直観的でわかりやすく，広い分野での応用が期待できる．なお実験では手
続きの簡略化および手法間の公平な比較のため，それぞれのデータ集合に対して一度のみ信
頼係数を求め，その値を固定して用いた．一方で実用の際は，データ集合に含まれる関係の
種類や頻度に応じて，信頼係数を柔軟に変化させて推定値を調節することも当然ながら可能
である．最後に追加実験として，無情報事前分布としてよく使用される Jeffreys事前分布を提
案手法と組み合わせた場合の性能も検証し，提案手法の有効性を確認した．
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第4章 観測頻度に基づく尤度比の保守的な直接
推定

4.1 まえがき
尤度比は統計検定 [31]や多値分類 [32]などによく用いられる統計量であり，尤度関数の比

で定義される．尤度比の真値を得ることは困難であるため，実際に尤度比を用いる場合は推
定が必要となる．自然言語処理やデータマイニングでは，観測頻度や標本に基づき，離散的
な標本空間から尤度比を推定することがある．素朴な推定方法は，尤度比の定義に従い，尤
度比を構成する二つの確率分布を最尤推定して，その比を取る方法である．しかし，この方
法で低頻度から尤度比を求めると，推定量を不当に高く見積もってしまう場合がある．
推定量を高く推定すると問題になる場合を説明する．例えば，新聞記事コーパスに出現する

地名から，後ろにカタカナ語が続きやすい地名を尤度比を用いて予測することを考える．コー
パス中の文字列「東京タワー」を例にすると，「東京」が地名，「タワー」が後続するカタカナ
語となる．「東京」と「豊橋」という地名が与えられたとき，次の尤度比でカタカナ語の続き
やすさを測るとする．

LRMLE(a) =
p̂1

p̂2
　

p̂t =
kt

nt
(t = 1, 2)

k1はある地名 aがカタカナ語直前，k2は aがコーパス全体に出現する頻度を表す．n1は全地
名がカタカナ語直前，n2は全地名がコーパス全体に出現する総頻度を表す．このとき，p̂1は
aがカタカナ語直前，p̂2は aがコーパス全体に現れる確率である1．この尤度比が 1より大き
いと aはカタカナ語直前に現れやすく，1より小さいとコーパス全体に現れやすいことを意味
する．いま，コーパスから表 4.1の頻度が観測できたとする．「東京」は k2が高く，コーパ
ス全体で現れやすい．そして，カタカナ語直前での出現頻度 k1も高い．「豊橋」は「東京」よ
りも k2が低いため，相対的に k1も低くなる．特に，「豊橋」はカタカナ語の直前で 1回しか現
れず，推定値 LRMLE(豊橋)の信頼性は LRMLE(東京)よりも低いと考えられる．ところが，二
つの地名について推定値を測ると両方とも 3.33となってしまう．そこで，観測頻度が低い場
合は尤度比の正確な推定が難しいと考え，分母の確率推定量 p̂2に応じて推定量を低め（保守
的）に見積もる方法を提案する．

1厳密には，コーパス中での単語（あるいは文字バイグラムなど）の出現を多項分布でモデリングしたとき，出
現確率の最尤推定量を指す．
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表 4.1: 出現頻度の例

地名 a k1 k2 n1 n2 LRMLE(a)
東京 100 3,000 1,000 100,000 3.33
豊橋 1 30 1,000 100,000 3.33

保守的な推定を実現するため，尤度比の直接推定法である拘束無し最小二乗重要度適合法
（uLSIF; unconstrained Least-Squares Importance Fitting）[3]に着目する．この手法は確率密度
推定を介さずに，連続的な尤度比の分布を直接推定する．具体的には，推定モデルと真の尤
度比の誤差関数を定義し，その誤差を最小とする最適化問題を解く．一般にこの方法は推定
量を保守的に見積もるものとされていない．しかし，最適化問題を解く際に導入される正則
化項によって，尤度比を保守的に見積もる方式になる．正則化項は標本空間から要素が得ら
れない状況で，推定される尤度比が標本空間の全体で等しいという事前知識を与える．これ
により，尤度比が局所的に高くなりすぎることを防ぐ．また，連続的な標本空間の構造を捉
える目的で基底関数が用いられる．そのため，基底関数の選択が重要となる．
以上を踏まえて本章では，離散的な標本空間からの尤度比推定に uLSIFを応用し，保守的

な推定を実現する．この際に問題となるのは基底関数の選択である．連続的な標本空間を対
象とする場合，空間の構造を活用するため，基底関数の定義中でガウスカーネルがよく用い
られる．しかし，ガウスカーネルでは確率の標本空間が離散であることを考慮できない．そ
こで，本章では空間毎に独立な基底関数を用いる．この基底関数を用いて uLSIFを応用する
と，最尤推定によって求められる尤度比を目的関数内部の正則化パラメータによって保守的
に推定する方法となることが分かった．新聞記事コーパスを用いた単純な実験により，尤度
比を保守的に推定する提案手法の振る舞いを明らかにし，その有効性を示す．さらに，提案
手法を自然言語処理におけるブートストラップ法2に組み込むことで実用性も示す．

4.2 関連研究
最尤推定を用いて個々の確率推定量を求め，その比を取ることは素朴な尤度比の推定法で

ある．しかし 4.1節で述べたように，この方法は低頻度から尤度比を求める際に，推定量を不
当に高く見積もってしまう場合がある．そこで本節では，観測頻度が低い場合について既存
の対処法を説明する．
まず，頻度に対してしきい値を設け，それ以上の頻度に限って尤度比を推定する方法 [33]で

ある．しかしながら，この方法ではしきい値を下回る低頻度事象から尤度比を推定できない．
次に，推定量にかかるバイアスを抑制する方法である．オッズ比は尤度比と同様，二つの

確率分布に基づいて推定される．そのため，オッズ比推定のためのバイアス抑制法が尤度比
推定にも応用できる．文献 [34]では，それぞれの確率推定にMUE（中位不偏推定量）を用

2統計学でのブートストラップ法（リサンプリングの方法）とは異なり，コーパスから言語知識を獲得する半
教師有り学習の手法である．
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い，それらの推定量をもとにオッズ比を推定する．文献 [35]では，確率推定に EAP（事後平
均値）を用いてオッズ比を推定する．これらの方法は，個々の確率推定を工夫するアプロー
チのため，最終的な推定対象を尤度比に変更するのみで応用できると考えられる．尤度比推
定の対象として低頻度事象のみを扱う場合，推定量のバイアス抑制は有効なアプローチの一
つと考えられる．しかし，高・低頻度事象の両方を扱う場合，これらの方法では，観測頻度
に基づいて尤度比推定の信頼性を考慮できない．
最後に，保守的な推定法である．文献 [36]は，PMI（自己相互情報量）の推定において，対

数内部の尤度比計算に信頼区間を使用することを提案した．具体的には，尤度比の分母を構
成する確率分布の推定量に信頼区間の上限，分子を構成する確率分布の推定量に信頼区間の
下限を採用する．この PMIは保守的な推定量となり，提案手法と似た性質を示す．この手法
は二つの信頼区間を使用するため，パラメータとして二つの信頼係数を持つ．また，文献 [37]
は，ペナルティ項を使用して PMIの推定量をディスカウントする手法を提案している．この
手法はパラメータを持たないが，対数外部にペナルティ項があるため，PMIの推定のみに使
用できる．条件付き確率推定でも保守的な推定法が提案されている．条件付き確率は二つの
確率の比で表現できるため，尤度比の特殊な場合と考えることもできる．文献 [38]は，確率
推定量に信頼区間の下限を使用し，保守的な推定を実現する．文献 [39]は，条件付き確率を
観測頻度の比によって最尤推定し，分母の頻度に正の定数を加算する．この手法は本章の提
案手法と似た推定法であるが，推定対象が条件付き確率に限定されており，導出過程も異な
る．本章で提案する手法は，条件付き確率を含む尤度比全般の推定に応用可能なため，文献
[39]の手法を尤度比推定へと一般化したものと考えることもできる．

4.3 尤度比の直接推定法
尤度比の直接推定法は，ロジスティック回帰による手法 [40]，カルバック・ライブラー情報

量を用いた手法 [41]，最小二乗法による手法 [3]などがある．そして尤度比の直接推定法は，
共変量シフト適応 [42, 43]，外れ値検出 [44, 45]，変化点検出 [46, 47]，十分次元削減 [48, 49]な
どの様々なタスクで応用されている．上記の手法の中で，最小二乗法による手法である uLSIF
は推定量が解析的かつ効率的に求まるという優れた性質を持ち，この性質は提案手法を導出
する上で役に立つ．以上から本節では uLSIFを説明する．
データの定義域を D (⊂ Rd)で表す．Rdは実 d-次元空間である．いま，確率密度 pde(x)を持

つ確率分布に独立に従う i.i.d.標本 {xde
i }

nde
i=1，および pnu(x)を持つ確率分布に独立に従う i.i.d.

標本 {xnu
j }

nnu
j=1が与えられたとする．ただし，pde(x)は

pde(x) > 0 for all x ∈ D

を満たすと仮定する．本節では，二組の標本 {xde
i }

nde
i=1と {xnu

j }
nnu
j=1から次の尤度比を直接推定す

る問題を扱う．

r(x) =
pnu(x)
pde(x)

48



uLSIF [3]では，推定する尤度比 r(x)を次の線形モデルで表現する．

r̂(x) =
b∑

l=1

βlφl(x) (4.1)

β = (β1, β2, ..., βb)Tは標本から学習されるパラメータ，{φl(x)}bl=1は非負値を取る基底関数であ
る．bおよび {φl(x)}bl=1は標本 {xde

i }
nde
i=1，{xnu

j }
nnu
j=1と独立である．この手法では次の拘束無し最

適化問題を解く3．

min
β∈Rb

[
1
2
βTĤβ − ĥT

β +
λ

2
βTβ

]
(4.2)

ここで，Ĥは (l, l′)番目の要素 Ĥl,l′ を持つサイズ b × bの行列である．要素 Ĥl,l′ は次のように
定義される．

Ĥl,l′ =
1

nde

nde∑
i=1

φl(xde
i )φl′(xde

i ) (4.3)

ĥは l番目の要素 ĥlを持つ b次元ベクトルである．要素 ĥlは次のように定義される．

ĥl =
1

nnu

nnu∑
j=1

φl(xnu
j ) (4.4)

式 (4.2)では βに対する正則化のため，ペナルティ項 λ
2β

Tβを導入する．λ (≥ 0)は正則化パラ
メータ，βTβ/2は l2‐正則化項である．この式は拘束無し凸二次計画問題であり，その解は次
式で解析的に計算できる．

β̃(λ) = (Ĥ + λ1b)−1 ĥ

1bは要素がすべて 1の b次元ベクトルである．式 (4.2)ではパラメータの非負制約がないため，
いくつかのパラメータは負の値となることが考えられる．そこで，尤度比 r(x)の非負性を考
慮し，解を修正する．

β̂(λ) = max(0b, β̃(λ))

上式の ‘max’操作はベクトルの要素毎に適用される．0bは要素がすべて 0の b次元ベクトル
である．この β̂(λ)が uLSIFの解となる．

uLSIFでは，尤度比の直接推定に標本空間の構造を利用する．そのため，基底関数を使用
し，連続的な標本空間から得た標本をもとに尤度比を推定する．また，過学習を防ぐために
l2‐正則化項を導入する．この正則化項は標本空間から要素が得られない状況下で，パラメー
タが一様という事前知識を与える．

3式 (4.2)で示した目的関数の最初の二項に対する導出過程は付録 Cを参照のこと．
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4.4 提案手法
uLSIFの原論文 [3]では，基底関数の定義中でガウスカーネルを用いた．しかし，本章で標

本の要素に相当するものは連続的な標本空間から得られる実数値ではなく，離散的な標本空
間から得られる単語やバイグラムである．ガウスカーネルでは標本空間が離散であることを
考慮できない．離散的な標本空間を扱うために，文字列カーネルや木カーネルの使用が考え
られるが，これらのカーネルを使用すると推定モデルの定式化や尤度比の効率的な推定が難
しい．そこで，次の単純な基底関数 {φl(x)}vl=1を用いる．ここで，xは単語，バイグラムなど
の要素，vは存在しうる要素の種類数であり，要素の種類ごとに対応する基底関数を一つ定義
する．なお，この基底関数はクロネッカーのデルタと考えることもできる．

φl(x) =

1 (x = w(l))

0 (x , w(l))
(4.5)

この基底関数は異なる要素間の関係を捉えられないが，uLSIFと組み合わせると解析的に解
が求められる．加えて，導出される推定式が単純で扱いやすい利点がある．添え字 lは v種類
存在する要素から，特定の要素を指定する．すなわち，w(l)は v種類ある要素のうち，l種類
目の要素を指す．式 (4.5)の基底関数を uLSIFの枠組みに当てはめる．推定対象とする尤度比
r(x)を次の線形モデルで表現する．

r̂(x) =
v∑

l=1

βl(λ)φl(x) = βm(λ)

ただし，x = w(m)，1 ≤ m ≤ vとする．このモデルは式 (4.1)で定義した線形モデルに対応する．
式 (4.5)より，基底関数 φl(x)は，xが w(l) と等しくないときに 0となる．よって，式 (4.3)

および式 (4.4)に対応する Ĥl,l′，ĥlは次式となる．

Ĥl,l′ =


1

nde

∑nde
i=1 φl(xde

i )φl′(xde
i ) (l = l′)

0 (l , l′)

=
1

nde
cde(w(l)) (l = l′)

ĥl =
1

nnu

nnu∑
j=1

φl(xnu
j ) =

1
nnu

cnu(w(l))

要素 Ĥl,l′ を持つ v × v行列 Ĥは対角成分のみが残り，それ以外の要素は 0となる．c∗(w(l))は，
確率密度 p∗(w(l))を持つ確率分布から観測した w(l)の頻度である．
前述したように，行列 Ĥには対角成分のみが残る．よって，x = w(m)のとき，推定量 r̂(x)

は次式となる．

r̂(x) = β̃m(λ) = (Ĥm,m + λ)−1ĥm =

(
1

nde
cde(w(m)) + λ

)−1 1
nnu

cnu(w(m)) (4.6)
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表 4.2: 二値出力を持つ試行に対する集計表

Outcome
Trial Success Failure Total

1 k1 n1 − k1 n1

2 k2 n2 − k2 n2

uLSIFでは，負の値となるパラメータを 0に丸める必要がある．しかし，式 (4.6)は非負であ
り，パラメータの推定量 β̃m(λ)がそのまま r(x)の推定量となる．式 (4.6)は単純な形をしてお
り，正則化パラメータ λが推定量を保守的に見積もる効果を生む．この推定量は λが 0のと
き，尤度比の分母・分子にあたる確率分布の最尤推定量1をそれぞれ求め，それらの比を取っ
た結果に等しい．提案手法は尤度比の分母・分子をそれぞれ補正するのではなく，分母のみ
を補正するという特徴を持つ．

4.5 比較手法
本章では二つの実験を行う．4.6節では，新聞記事コーパスからカタカナ語直前に出現する

ことのあるバイグラムを予測する実験により，提案手法の振る舞いを調査し，その有効性を
示す．4.7節では，ブートストラップ法を用いて日本語の科学ニュース記事から雑誌名を抽出
する実験により，提案手法の実用性を示す．両実験とも低頻度事象を多く扱うため，低頻度か
ら尤度比をどのように推定するかで実験で得られる性能が大きく変化する．両実験の共通目
的は，観測頻度の低さに応じて尤度比を保守的に推定する，提案手法の効果を検証すること
である．そこで，低頻度事象の扱い方が異なる既存手法を選び，提案手法の比較対象とした．
二種類の試行に対し，表 4.2に示す集計表を考えたとき，推定対象の尤度比を次式で定義

する．

LR(x) =
p1

p2
(4.7)

nt，kt，ptは，試行 t (∈ {1, 2})の試行回数，成功回数，成功確率を示す．なお，ptの最尤推定
量 p̂tは kt/ntで表される1．手法 1はベースラインとなる単純な推定法である．手法 2と手法 3
は推定量にかかるバイアスを抑制する．手法 4は観測頻度の低さに応じて尤度比を保守的に
推定する．

手法 1：最尤推定量を用いた方法（MLE） ptを最尤推定量1によって求め，その比を取る．こ
の方法は単純だが，低頻度から尤度比を求めるとき，その推定量を不当に高く見積もる
場合がある．

手法 2：事後平均値を用いた方法（EAP） ptに関する事前分布としてベータ分布 β(at, bt)を
仮定する．そして，事後分布の平均値（EAP; Expected A Posteriori）を ptの推定量とし
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て求め，その比を取る．本手法は，低頻度の観測事象から尤度比を推定する場合に有効
とされている [35]．本手法の原論文では，ハイパーパラメータ atと btを最尤推定によっ
て求める．しかし，本章では原論文と異なり，ntが大きい．この場合，原論文の方法で
は最尤推定解を解析的に求めることが困難である．それゆえ，データの平均と分散を求
め，ベータ分布のそれに一致するようにハイパーパラメータを推定する4．

手法 3：Modified MUEを用いた方法（MMUE） ptを中位不偏推定量（MUE; Modian Unbi-
ased Estimator）によって推定し，その比を取る．本手法も手法 2と同様，低頻度の観測
事象から尤度比を推定する場合に有効とされている [34]．

手法 4：信頼区間を用いた方法（CI） p1と p2の推定に信頼区間の下限，上限をそれぞれ用
いる．本手法は尤度比を保守的に推定する [36]．信頼区間の構築には，二項分布を正規
近似する方法がよく用いられる．しかし，正規近似が有効に機能する状況は二項分布
の母平均が 0.5に近い場合であり，本章で扱うのは母平均が 0に近い場合である．そこ
で，信頼区間の両端が 0や 1に近い場合に有効とされるWilson score interval[5]を用い
る．本手法は二つの信頼区間を構築する必要があり，二つの信頼係数をパラメータとし
て持つ．信頼係数を別々に変化させて最適値を探すこともできるが，提案手法と対等な
比較のため，二つの信頼係数に同じ値を採用する．

4.6 提案手法の有効性検証
本節では，提案手法の振る舞いを調査し，尤度比を保守的に推定することの有効性を検証

する．実験では尤度比を用いて，カタカナ語直前に出現することのある文字バイグラムを予
測する．文字列「東南アジア」を例にすると，カタカナ語が「アジア」，その直前にあるバイ
グラムが「東南」となる．この実験を選んだ理由は次の三点である．第一に，この実験は単
純な問題設定のため，提案手法の振る舞いを調査しやすい．第二に，カタカナ語直前に現れ
るバイグラムは定まっており，一意な正解が定義できる．つまり，バイグラムの予測性能を
定量的に測定できる．第三に，バイグラムの頻度分布はべき乗則に従い，低頻度のバイグラ
ムを多く扱うためである．この理由から，低頻度の扱い方によって予測性能が大きく変化す
ると考えられ，低頻度の扱い方が異なる手法間の性能差を観察しやすい．加えて，低頻度か
ら推定される尤度比を高く見積もると，予測性能の大幅な低下が想定される．そこで，保守
的な推定法を用いて性能向上を確認する．

4.6.1 実験手順
実験では，1991年版の毎日新聞コーパス5から作成したデータ集合を使用する．データ集

合は次の手順で作成する．コーパスからランダムに 12,000件の記事を抽出し，それらを訓練
4この推定手順については付録 Bを参照のこと．
5実験のランダム性を担保するため，91年版の他にも，92年版から 94年版のコーパスを用いて年版ごとに同

様の実験も行った．同様の実験結果が得られたため，91年版の実験のみを掲載する．
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表 4.3: データ集合に含まれるバイグラム

年版 データ集合 全体 カタカナ語の直前
種類数 総頻度 種類数 総頻度

91
Training 223,538 4,728,204 13,805 88,594

Validation 71,474 435,371 3,227 8,403
Test 72,248 455,855 3,372 8,795

データ（10,000記事），バリデーションデータ（1,000記事），テストデータ（1,000記事）と
割り振る．データ集合に含まれるバイグラムの種類数・総頻度を表 4.3に示す．
実験は次の流れで行う．まず，訓練データから文字バイグラムの頻度を学習する．訓練デー

タに含まれる全バイグラムについて，カタカナ語直前，訓練データ全体での出現頻度を種類
ごとに数え上げる．これらの頻度は，表 4.2で示す k1，k2に対応する．また，カタカナ語直
前，訓練データ全体に現れる全バイグラムの総頻度は n1，n2にそれぞれ対応する．次にテス
トデータに含まれる任意バイグラム wについて，提案手法および 4.5節の比較手法を用いて
次の尤度比を推定する．

LR(w) =
p(w | Ok)

p(w)
(4.8)

Okはバイグラムがカタカナ語直前に出現することを意味する．p(w | Ok)，p(w)はカタカナ語
直前，訓練データ中の任意位置での wの出現確率であり，式 (4.7)の p1，p2にそれぞれ対応
する．尤度比の推定には学習した頻度を使用する．手法ごとに，推定した尤度比の降順に文
字バイグラムを並べてランク付けし，上位から正誤判定をする．判定対象のバイグラムがテ
ストデータ中でカタカナ語直前に 1回でも出現すれば正解，それ以外は不正解とする．最後
に，ランク上位 8,000件についてランク―再現率曲線を描く．この曲線は横軸をランク，縦軸
をそのランクまでの再現率とした曲線であり，原点と曲線の一点を結んだ直線の傾きが適合
率に比例する．再現率と適合率は次式で定義される．

Recall =
|{w | w ∈ R}|
|R| , Precision =

|{w | w ∈ R}|
|{w}|

ここで，wは正解判定の対象となるバイグラム，Rはテストデータ中でカタカナ語直前に出
現したバイグラムの集合であり，正解集合を意味する．

EAPとMMUEは，訓練データから学習した頻度を用いて確率ごとにハイパーパラメータ
を推定した．提案手法と CIは次のようにパラメータを推定した．パラメータを変化させたそ
れぞれの場合について，バリデーションデータをテストデータと見なし，上記と同手順でラ
ンク―再現率曲線を描いた．そして，曲線下面積が最大となるパラメータを最適値として採
用した．提案手法は正則化パラメータ λを 10−9から 10−1まで 10倍ずつ増加させ，10−2を最
適値として採用した．CIは信頼区間の幅が片側 90%から 99%まで，1%ずつ増加するように
信頼係数を変化させた．結果として片側 99%の場合が最適値となったため，信頼区間の幅が
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片側 99.0%から 99.9%となるよう，0.1%ずつ信頼係数を変化させ，片側 99.9%を最適値とし
て採用した．

4.6.2 実験結果
ランク―再現率曲線を図 4.1に示す．この曲線は横軸をランク，縦軸をそのランクにおける

再現率とし，原点と曲線の一点を結んだ直線の傾きがその点での適合率に比例する．同一の
ランクにおいて，縦軸の最も大きい（つまり，再現率の最も高い）手法がそのランクにおい
て最も優れた性能を持つ．
図 4.1から分かるように，MLEはランク再現率曲線が直線に近い形状である．これは，ラ

ンクに対してほぼ一定の割合で正解を発見したことを意味する．しかし本来は，ランク上位
ではカタカナ語の直前に現れやすいバイグラムが位置することが望ましく，上位での適合率
向上を阻害している要因があると考えられる．EAPとMMUEはランクのごく上位で適合率
が向上するが，それ以降はほぼ横ばいの直線である．一方，提案手法は全体的に最良の性能
であり，CIは提案手法にわずかに劣るがほぼ同等の性能を有している．これらの手法はラン
ク上位での適合率が高く，ランク下位でも徐々に再現率が向上している．これはランク上位
で多くの正解を発見し，ランク下位でも継続的に正解を発見できたことを意味する．
以上では，ランク―再現率曲線から各手法の性能を比較した．次に，それぞれの性能がも

たらされた要因を明らかにするため，各手法の振る舞いを定性的に分析する．各手法がラン
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ク付けしたバイグラムの一例を表 4.4に示す．ランク外はバイグラムが 8,000位より下位であ
ることを意味する．

MLE，EAP，MMUEは，訓練データ全体の頻度に占めるカタカナ語直前の出現割合を重視
する傾向にある．この働きにより，「東南」などのバイグラムに加え，「粗大」といった低頻度
の正解も得られる．しかし，高い頻度を持つ「東京」などのバイグラムが下位となり，「認証」
などの不正解が上位の多数を占める．結果として，上位での適合率が低くなったと考える．ま
た，EAPとMMUEは「冒涜」など，訓練データに出現しないバイグラムの尤度比を不当に
高く見積もってしまう6．これが全体的な再現率の低下を招いたと考える．
提案手法は，「東南」や「東京」といった全体で高頻度かつカタカナ語直前にも現れやすい

バイグラムがランク上位となる傾向がある．よって，このようなバイグラムを上位に位置づ
ける働きが，ランク上位での高い適合率をもたらしたと考える．ランク下位では，「粗大」，「認
証」などの訓練データ全体であまり出現しないが，カタカナ語直前で出現することのあるバ
イグラムが位置付けられる．このようなバイグラムは，不正解が多いものの，テストデータ
中でもカタカナ語直前に来る可能性がある．このようなバイグラムをランク下位とすること
で，下位でも正解を発見でき，高い再現率を維持できたと考える．以上から，提案手法は高
頻度と低頻度のバイグラム両方を有効に扱う方法であることが示唆された．

CIは提案手法と似た性質を持っている．ただし，「東京」と「粗大」の順位関係が提案手法
と逆転していることに注意する．これは，提案手法が訓練データ全体での出現頻度を重視す
るのに対し，CIは全体的な出現頻度に占めるカタカナ語直前での出現割合の高いバイグラム
を重視する傾向にあることを示唆している．

6MLEでは推定値の分母がゼロになり尤度比を計算できない．そこで，この場合の推定値をゼロとして扱った．
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4.7 アプリケーションでの実用性検証
4.6節で実施した実験に加えて，提案手法の実用性を示すために，自然言語処理における

ブートストラップ法に提案手法を組み込む．ブートストラップ法は，コーパスから語彙知識
を獲得する半教師有り学習の手法であり，ウェブページ分類 [50]，語義曖昧性解消 [51, 52]，
固有表現抽出・分類 [53, 54]，構文解析 [55]や情報抽出 [56]など様々なタスクに応用される．
この方法は，シードと呼ばれる少数の教師データをもとにコーパスから文脈パターンを抽出
し，それを手がかりとしてインスタンス（シードと同じドメインに属する獲得対象）を抽出
する．そして，抽出したインスタンスをシードに加えて同様の処理を繰り返す．ブートスト
ラップ法では，過去に抽出したパターンをインスタンスの抽出に再利用するため，誤ったパ
ターンは誤ったインスタンスの増加を招く．それゆえ，繰り返し毎に確実なパターン・イン
スタンスの抽出が求められる．そこで，提案手法を用いてパターンをスコアリングし，充分
な頻度でインスタンスと共起するパターンを優先してインスタンス抽出に使用する．
実験では，日本語の科学ニュース記事から科学雑誌名を抽出する．インスタンスのドメイ

ンを科学雑誌名とした理由は次の二点である．第一に，雑誌名は種類が豊富で，様々な表記
法があるためである．和名表記の雑誌名は，記事の執筆者によって多様な表記ゆれが生じる．
例えば，雑誌名「Cell Metabolism」は「セル・メタボリズム」，「セルメタボリズム」，「細胞
代謝」といったように表記ゆれが生じる．この場合，多くの雑誌名を包含する大規模な教師
データの用意は困難であり，ブートストラップ法などの半教師有り学習法の使用が適してい
る．第二に，記事内の雑誌名は役割が概ね定まっており，特定の文脈パターンで出現しやす
いためである7．この性質ゆえ，尤度比で文脈パターンを適切に捉えられたか否かによってイ
ンスタンスの抽出性能が変化し，手法間の性能差が観察しやすい．筆者の調査では，和名を
含む科学雑誌名の抽出は研究されておらず，雑誌名を列挙したリストも公開されていないこ
とを確認した．そのため，抽出した雑誌名のリストを公開する8．

4.7.1 ブートストラップ法のアルゴリズム
ブートストラップ法では以下の手順を繰り返し，インスタンスを抽出する．

(1)パターン抽出：シードと共起する文脈パターンを全て抽出し，種類ごとに出現頻度を記録
する．また，シードと共起する全パターンの総頻度も記録する．次に，任意文字列（2文字か
ら 50文字）と共起するパターンを全て抽出し，シードとも共起するパターンについて種類ご
とに頻度を記録する．同時に，任意文字列と共起する全パターンの総頻度も記録する．各頻
度は，4.5節の表 4.2で示す k1，n1，k2，n2に対応する．雑誌名は括弧で囲まれることが多く，
左右文脈での対応が重要となる．そのため，左右の文字Nグラムを個別に用いるのではなく，
それらを組み合わせた文字Nグラム対をパターンとする．ただし，Nグラム対は個々のNグ
ラムよりも頻度が疎になるため，取り扱いに注意を要する．インスタンスと共起するパター
ンの抽出例を図 4.2に示す．

7この性質は予備実験で確認した．
8https://doi.org/10.5281/zenodo.2562355
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図 4.2: パターンの抽出例

表 4.5: シード

Scientific Reports
サイエンティフィック・リポーツ
サイエンティフィック・リポーツ（Scientific Reports）
サイエンティフィックリポーツ
サイエンティフィックリポーツ（Scientific Reports）
PLOS ONE
プロス・ワン
プロス・ワン（PLOS ONE）
プロスワン
プロスワン（PLOS ONE）

(2)パターンのスコアリング：任意パターン θごとに手順 (1)で求めた頻度を用いて，次の尤
度比を推定する．

Score(θ) =
p(θ | O j)

p(θ)
(4.9)

O jはパターンが雑誌名と共起することを示す．p(θ | O j)は θが雑誌名と共起する確率，p(θ)
は θが任意文字列と共起する確率である．それぞれの確率は，式 (4.7)の p1，p2に対応する．
(3)インスタンス抽出：スコア降順からパターンを用いてインスタンスを抽出する．インスタ
ンスの長さは雑誌名か否かの判断が難しい 1文字を除いた 2文字から 50文字とする．なお，
シードに含まれるものおよび過去に抽出したものは抽出しない．
(4)インスタンス選択：抽出したインスタンスのうち，パターン抽出に有効なもののみを残し
てシードに加える．インスタンスの選択法は 4.7.2節の実験条件で述べる．
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表 4.6: 雑誌名の表記

英名
Neuron, Cell Research
和名
ニューロン,セル・リサーチ
英名・和名の併記
ニューロン（Neuron）,セル・リサーチ（Cell Research）
補足情報付き
ニューロン電子版,セル・リサーチ（電子版）

4.7.2 実験条件と評価方法
科学雑誌名を含む可能性の高い日本語ニュース記事をコーパスとして使用する．具体的に

は，複数のニュースサイトから過去およそ 10年分のニュース記事を収集し，「学誌 OR論文誌
OR学術誌」という検索条件で絞り込んだ 30,076記事を使用する．インスタンス抽出の際は
記事本文のみを参照する．シードインスタンスを表 4.5に示す．抽出元が日本語記事であるた
め，雑誌の和名と英名が多く抽出される．大別した雑誌名の表記を表 4.6に示す．実験では，
4.7.1節の各手順を 5回繰り返し，手順 (3)ではスコア降順 1,000件のインスタンスを抽出す
る．また，同じインスタンスであっても共起するパターンによってスコアの推定値が異なる．
同名のインスタンスで複数のスコアがある場合は，最高のスコアをそのインスタンスのスコ
アとみなす．式 (4.9)の尤度比を推定するために，提案手法および 4.5節の比較手法を用いる．
以下の 3 × 2 = 6条件について，ブートストラップ法を適用し，雑誌名の抽出性能を測る．
• 文脈パターンの長さ（3種類）：インスタンスと共起する文字バイグラム対，文字トライ
グラム対，文字 4グラム対

• インスタンスの選択法（2種類）：人手でラベル付けした雑誌名のみ，スコアの降順 1,000
件のインスタンス

適切なパターンの長さを決めることは困難である．パターンを長く取れば，インスタンスの
出現文脈をより正確に捉えられるが，低頻度のパターンが増加する．そこでパターンの長さ
をバイグラム対，トライグラム対，4グラム対と変化させた場合について，抽出性能の変化を
パターンの頻度に着目して考察する．シードに加えるインスタンスの選択法については，二
つの方法を試す．ブートストラップ法の性能低下の原因として，誤ったパターン・インスタ
ンス抽出による影響がある．実験では，パターンのスコアリングを工夫し，抽出性能の低下
抑制を試みるが，誤ったインスタンスによるパターンの誤抽出は防止できない．そこで，人
手でラベル付した正しい雑誌名のみをパターン抽出に利用し，尤度比の推定方法のみに依存
するブートストラップ法の性能変化を観測する．ただし実環境では手続き自動化の観点から，
スコア上位となるインスタンスをそのまま用いることが多い．そこで，スコアの降順 1,000件
のインスタンスをシードに加える実験も行い，提案手法のロバスト性を評価する．
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ブートストラップ法の抽出性能は繰り返しごとに累積の適合率で評価する．インスタンス
の正誤判定は人手で実施し，正解したインスタンスには雑誌名のラベルを付与する．累積の
適合率は次式で定義される．

Precision =
|正解したインスタンス |

|これまでに抽出したインスタンス |
各手法のパラメータ設定方法を述べる．EAPとMMUEは，4.7.1節の手順 (1)で求めた頻度

を用いて確率ごとにハイパーパラメータを推定した．CIは二つの信頼区間がともに片側 95%，
99%となるように信頼係数を設定した．これらの区間幅は一般的によく用いられるものであ
る．提案手法は，λの値を 10−9から 10−1まで 10倍ずつ変化させ，初期のシードから求めた
頻度をもとに各パターンの尤度比を推定した．λを 10−8とすると，コーパス全体で出現頻度
が 10未満のパターンが推定値の降順上位 10件に含まれた．この場合，λの値が小さすぎる
ため，低頻度から推定される尤度比を不当に高く見積もったと考える．一方，λを 10−5とす
ると低頻度の影響を低減できるが，コーパス全体での出現頻度が大きく異なるにもかかわら
ず，雑誌名との共起頻度が近いパターンが類似した推定値となった．これは，λの値が大きす
ぎるゆえ，共起頻度を過剰評価したと考える．以上より，λの最適値は 10−6あるいは 10−7付
近と予想し，この二つをパラメータの値とした．なお，EAPとMMUEはブートストラップ
法の繰り返し毎にパラメータを推定するが，CIと提案手法は繰り返しの初回でパラメータを
決め，以降はそれを固定して用いた．

4.7.3 実験結果
パターン抽出に人手でラベル付した雑誌名のみを使用した結果を図 4.3，スコアの降順 1,000

件のインスタンスをシードに加えた結果を図 4.4に示す．各グラフについて，横軸は繰り返し
の回数，縦軸はその回数までの累積の適合率を表す．各繰り返しにおいて，高い適合率を持
つ手法が性能の良い手法である．
図 4.3より，MLE，EAP，MMUEはパターンを長く取ると，バイグラム対と比較して途中

まで良い適合率を維持している．しかし，トライグラム対の場合は 5回目で適合率が大きく
低下した．適合率低下の原因は，多義性のある曖昧な雑誌名（例えば「RNA」）から，雑誌名
と無関係な低頻度パターンを学習し，誤ったインスタンスを大量抽出したためである．この
現象は意味ドリフトと呼ばれる．パターンを 4グラム対にすると，意味ドリフトの影響を 4
回目から受け，適合率低下のタイミングが早まった．よって，これらの手法は正しい雑誌名
のみからパターンを抽出しても低頻度の悪影響を強く受け，全体的に低い適合率を示したと
考える．保守的な推定法（提案手法と CI）はMLE，EAP，MMUEよりも全体的に高い適合
率を維持している．また，提案手法とはパターンをバイグラム対ではなくトライグラム対と
すると最良の性能を示した．これは，提案手法が低頻度パターンの悪影響を避けつつ，雑誌
名の出現文脈を正確に捉えたことを意味する．以上から，提案手法と CIは低頻度のパターン
を保守的に見積もり，多くの雑誌名を抽出できたと考える．
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図 4.3: 繰り返し毎の適合率（人手でラベル付した雑誌名のみをパターンの学習に使用）

図4.4と図4.3について，パターンの長さが同じ結果どうしを比較する．MLE，EAP，MMUE
は不正解の（雑誌名ではない）インスタンスをパターン抽出に利用すると，繰り返しごとの
適合率が大きく低下する．不正解のインスタンスからは低頻度の無関係なパターンが大量に
抽出される．よって，これらの手法は増加した低頻度パターンに対処できず，性能が大きく
低下したと考えられる．ブートストラップ法では，スコア上位となるインスタンスをパター
ン抽出にそのまま用いることが多い．そのため，これらの手法は実際のブートストラップ法
では有効に機能しないことが示唆された．提案手法と CIは繰り返しの 5回目まで，適合率に
大きな変化は見られない．つまり，これらの手法は低頻度のパターンが大量に混入しても多
数の雑誌名を抽出できている．この結果から，提案手法と CIは低頻度パターンの混入に対し
てロバストであり，実環境でも有効に機能すると考えられる．
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図 4.4: 繰り返し毎の適合率（高いスコアを持つ上位 1,000件をパターンの学習に使用）

4.8 考察
データを確率的に取り扱う問題において，統計量の推定は手法の構成やデータ分析の基盤

的役割を担う．本章では，統計量の一つである尤度比について，保守的な推定法を提案した．
実験では，提案手法が比較手法 CIと似た性質を持ち，ブートストラップ法による雑誌名抽出
タスクにおいて同等の抽出性能を獲得しうることを示した．CIは二つの信頼係数をパラメー
タとするヒューリスティックである．この方法は扱うデータに応じて，信頼区間の推定法を適
切に仮定する必要がある．提案手法は，尤度比の直接推定法を確率の標本空間が離散の場合
に応用したものである．この手法は尤度比の推定誤差を最小にする意味付けがあり，調節す
べきパラメータが一つでよい利点がある．加えて，推定式も単純で扱いやすい．

4.6節と 4.7節の両実験で提案手法が有効であった理由の一つとして，尤度比を構成する分
母の確率のみで，尤度比推定の不確かさを考慮できたことが考えられる．例えば，4.6節の式
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(4.8)を推定する際，バイグラム wがカタカナ語直前に現れる頻度 k1，訓練データ全体に現れ
る頻度 k2の間に k1 ≤ k2が成立する．すなわち，k2が低頻度であれば，k1はさらに低頻度と
なる．それゆえ，分母の確率推定量のみに着目し，正則化パラメータで補正することで保守
的な推定が実現できる．

k1と k2が無関係な場合には保守的な推定が機能しない状況もある．この状況では，推定の
不確かさは分母・分子の片方のみでは考慮できないと考えられる．このときの合理的な推定
法は検討の余地があるものの，提案手法が保守的に推定できる尤度比はよく用いられている．
例えば，PMI（自己相互情報量）は二つの事象間の関連度合いを測る尺度である．PMIを用
いるには尤度比を推定する必要があり，この推定に提案手法を使用できる．また，リフトと
呼ばれる尤度比はパターンマイニングで使用され，リフトの推定にも提案手法が有効と考え
ている．これらの統計量は様々な研究によく用いられており，提案手法の応用先は広いと考
えている．低頻度事象の扱いは古くから議論される問題であり，高・低頻度の事象は別々に
扱われることが多い．提案手法は両方の頻度を効果的に扱えるため，高・低頻度を同時に扱
う研究で有効と考えている．
確率推定量を補正するために，確率のスムージング法が多く提案されている．スムージン

グ法は確率推定のために用いられ，尤度比を扱う提案手法とは異なるものである．しかし，ス
ムージング法を尤度比推定に応用することで，形式的に提案手法と類似の推定式が導出され
る可能性もある．そこで，尤度比を構成するそれぞれの確率分布から推定量を求める際に，ス
ムージング法の活用を検討する．ここでは，尤度比推定にスムージング法を用いた場合と提
案手法を用いた場合の差異，および提案手法を用いる利点について考察する．
スムージング法は，尤度比の分母・分子にそれぞれ適用できる．このとき，尤度比を構成す

る分母・分子の確率分布から得られる推定量がそれぞれ補正される．一方で，提案手法は尤
度比の分母にのみ，正則化項由来の定数項が出現する．また，スムージング法は観測事象か
ら計算される確率推定量を割引いて，それを未観測事象から計算される確率推定量に分配す
る．これにより，未観測事象の確率推定値がゼロとなることを防ぐ．この作用のために，尤度
比推定にスムージング法を用いると，未観測事象から推定される尤度比は正の値となる．そ
れに対して，提案手法では未観測事象に基づく尤度比の推定値をゼロとする．提案手法は全
ての場合について，尤度比を保守的に推定することが，尤度比の真値との誤差を減少させる
ことを示唆している．
前述のとおり，提案手法は尤度比の分母のみに定数項が出現する．尤度比の分母となる確率

分布だけに，線形補間によるスムージング法を用いれば，提案手法と類似した推定式が導出で
きる．線形補間を利用したスムージング法として，Jelinek-Mercerスムージング [57]，Witten-
Bellスムージング [58]，Absoluteディスカウンティング [59, 60]，Dirichletスムージング [61]，
Kneser-Neyスムージング [62]などがある．これらのスムージング法は，Nグラム確率を補正
する目的で用いられる．また，これらのスムージング法はパラメータとして補間係数を持つ
が，この係数は通常，標本空間における確率推定値の総和が 1となるように決定される．一
方，提案手法では，標本空間において尤度比の総和を 1とする制約はない．さらに，補間係
数には低次のNグラム確率が乗算され，推定対象のNグラムに応じて加算される値が異なる．
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提案手法では，尤度比の分母に加算される値は定数である．以上から，確率のスムージング
法を尤度比推定にそのまま流用しても，提案手法と同じ形式の推定式は導けない．
ここで述べたスムージング法は，一般に確率推定のために導入される．それゆえ，個々の確

率分布から求められる推定量を補正しても，尤度比を保守的に推定できるとは限らない．特
に，スムージング法を用いた場合に，未観測事象から推定される尤度比はゼロより大きくな
ることが想定される．未観測事象の尤度比を高く見積もると，尤度比の推定性能を悪化させ
る要因となる．これは 4.6節の実験結果からも明らかである．提案手法では未観測事象の尤度
比が，取り得る値の下限であるゼロとなるため，この問題を回避できる．線形補間を利用す
るスムージング法は，Nグラム確率を補正する目的で利用され，低次の Nグラムを用いる必
要がある．一方，提案手法は尤度比一般の推定に利用できる．例えば，4.6節と 4.7節の実験
で示したように，低次のNグラムを使用しない場合や標本空間から得られる要素がNグラム
以外（4.7節の実験では Nグラム対）の場合でも幅広く適用できると考えている．

4.9 むすび
本章では，観測頻度に基づいて離散的な標本空間から尤度比を推定する問題を扱った．素朴

な推定方法は，尤度比の定義に従い，尤度比を構成する二つの確率分布を最尤推定して，そ
の比を取ることである．しかし，低頻度から尤度比を求めるとき，この方法は推定量を不当
に高く見積もってしまう場合がある．そこで，頻度の低さに応じて尤度比を保守的に推定す
る方法を提案した．提案手法は，尤度比の直接推定法 uLSIFの枠組みを利用し，正則化によ
り推定量を調節する．この正則化は標本空間から要素が得られない状況下で，推定される尤
度比が標本空間の全体で一様という制約を与える．そしてこれにより，尤度比が局所的に高
くなりすぎることを防止する．実験では提案手法の振る舞いを明らかにし，その有効性を示
した．さらに，ブートストラップ法を利用した実験では，実用性も確認した．提案手法は，高
頻度から推定される尤度比を優先的に扱い，かつ低頻度から得られる不確実性の高い推定結
果も活用する研究で有効と考えている．
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第5章 高・低・ゼロ頻度Nグラムのための統一
的な尤度比推定

5.1 まえがき
尤度比は尤度関数の比で定義される統計量であり，これまでに関係抽出 [63, 64]やデータ分

析 [65, 66]といった様々なタスクで利用されてきた．尤度比を実際に用いる際は，母集団から
得た標本の要素をもとに尤度比を推定する必要がある．自然言語処理においては，文字列や
単語列といった離散要素の頻度を数え上げ，それを推定に用いる場合がある．しかし一般に，
離散要素の頻度は有限で，その多くは低頻度である．本章では，離散要素の頻度情報から尤
度比を推定することを考え，この場合によく用いられる推定アプローチが低頻度およびゼロ
頻度の要素に対して問題を抱えている点に着目する．
本章のモチベーションを明らかにするため，固有表現（地名や人名といった特定種の固有

名詞）の左にある文脈を予測するタスクを想定する．いま，固有表現の左文脈を予測する指
標として，次の尤度比 r(w)を推定する．

r(w) =
pnu(w)
pde(w)

wは密度 p∗(w)，∗ ∈ {de, nu}に従う確率分布からサンプリングされた離散要素である．ここで
w = a1a2 · · · aN は N個の “アイテム”が連続するシーケンスを表し，これはNグラムと呼ばれ
る．アイテム ak，1 ≤ k ≤ N は Nグラムの k番目に位置する文字や単語を表す．pde(w)は w
がコーパスの任意位置に出現する確率密度であり，pnu(w)は wが固有表現の左に出現する確
率密度である．つまり，wが固有表現の左文脈であれば r(w)は高く，そうでなければ r(w)は
低くなる．r(w)のナイーブな推定アプローチは，次式のようにそれぞれの確率分布の最尤推
定量 p̂∗(w) = c∗(w)/n∗を求め1，その比を取ることである．

rMLE(w) =
p̂nu(w)
p̂de(w)

(5.1)

c∗(w)は密度 p∗(w)に従う確率分布から得られるwの頻度であり，n∗ =
∑

w c∗(w)である．この
例では，cde(w)はコーパス全体における wの出現頻度，cnu(w)は固有表現の左における wの
出現頻度になる．確率分布の推定を介する，このような尤度比推定アプローチを本章では “間
接推定法”と呼ぶ．ここで，表 5.1に示す頻度が観測されたとする．各 wに対する rMLE(w)は
表の右側に記載した．このとき，上式の推定アプローチは次の二つの問題を抱える．
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表 5.1: 出現頻度の例（低・ゼロ頻度問題）

N-gram 出現頻度
rMLE(w)

w nde cde(w) nnu cnu(w)
wA 107 5,000 104 100 20
wB 107 50 104 1 20
wC 107 50 104 2 40
wD 107 14 104 0 0

１）ゼロ頻度問題 ゼロ頻度の（つまり未観測の）要素に対する rMLE(w)は情報のない推定
値になる．例えば cnu(wD)がゼロであると，rMLE(wD)は他の頻度に関係なくゼロになる．さ
らにもし cde(w)がゼロであれば，rMLE(w)はゼロ除算により無限大になる．言語の性質から
して，wを構成するアイテム {ak}Nk=1が多いほど（言い換えると Nが大きいほど），存在しう
るNグラムの種類は豊かになる．一方でコーパスが含むNグラムの種類数は有限であるから，
結果的にコーパスに含まれない Nグラムが増えていく．しかし一般に，音声認識や機械翻訳
といった事前学習を要するシステムでは，長い Nグラムがテキストや音声などの形式で学習
済みシステムに入力として与えられることがある．そしてそのほとんどは訓練データに含ま
れず，先のシステムではそれらを未観測要素として処理する必要が生じる．このとき冒頭で
述べたように，観測されないもの全てに対する統計量の推定値をゼロあるいは無限大とする
と，システムが有効に機能しないことが多くなる．したがって，ゼロ頻度の要素に対しても
統計量を適切に推定することが肝心となる．加えて実時間処理を要求するシステムでは，訓
練データを拡張せずにそのような要素を処理する必要がある．
２）低頻度問題 低頻度の要素に対する rMLE(w)は大きい推定誤差を含むことがある．例えば，
wB に対する推定の不確実性は wA に対する不確実性よりも大きい．なぜなら，wB の頻度は
wAの頻度よりも低い（すなわち cde(wA) > cde(wB)かつ cnu(wA) > cnu(wB)となる）ためであ
る．しかし，rMLE(wB)は rMLE(wA)と等しい 20という高い値になっている．特に cnu(wB) = 1
であり，これは偶然の出現であることも十分に考えられる．したがって，rMLE(w)は推定の不
確実性に応じて調節されるべきである．さらに rMLE(w)は観測数に対してセンシティブであ
る．cnu(wC)は cnu(wB)よりも観測数が一回多いだけなのに，rMLE(wC)は rMLE(wB)の二倍に
なってしまう（それぞれ 40と 20）．このようなケースでは rMLE(w)はロバストになるべきで
ある．Nグラムのような言語要素では低頻度のものが多く存在し，N が大きくなると低頻度
のものも増加する傾向にある．したがって，言語要素を扱うためには，低頻度問題への対策
が不可欠である．
本論文の第 4章において，筆者は低頻度問題を軽減する手法を提案した [67]．この手法は拘
束無し最小二乗重要度適合法（uLSIF）[3]を応用しており，“直接推定法”と呼ばれる．uLSIF
は最小二乗問題を解くことで，p∗(w)の推定を介さずに r(w)を直接推定する．第 4章の提案
手法は，最小化プロセスで導入される正則化パラメータにより r(w)を低めに見積もることで，

1厳密には，コーパス中の Nグラムの出現を多項分布でモデリングしたとき，出現確率の最尤推定量を指す．
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ロバストな推定量を得ることができる．筆者が調査した限り，尤度比推定において低頻度問
題を軽減する他の手法は存在しない．しかし，この手法でもゼロ頻度問題には対処していな
い．一方で低頻度の要素が多く観測される実際の状況では，観測されない要素も多いことが
想定される．このことから，低頻度問題とゼロ頻度問題は同時に対処されることが望ましい．
そこで本章では，低頻度とゼロ頻度の二つの問題を同時に軽減する手法を提案する．両問

題を軽減する手法は次のアプローチに基づく．
ゼロ頻度問題に対するアプローチ：この問題に対処できる一つのアプローチとして，wを構
成単位 {ak}Nk=1に分解し，アイテム ak単位での頻度を使って尤度比を ritem(w)として推定する
方法が考えられる．wを分解することは確率推定でよく行われ，ここではそれを尤度比の推
定に応用している．もし wを構成しているアイテム akが別々に観測されたならば，w自体が
観測されていなくても ritem(w)を推定することができる．例えば，固有表現を人名としてその
左バイグラムを尤度比で予測するとしよう．いま，w = “to Mr.”（a1 = “to”，a2 = “Mr.”）と
すると，wが出現しなくても単語 a1と a2が別々に出現していれば ritem(w)を推定できる．た
だし ritem(w)を推定する際は，各アイテムの出現に独立性が仮定される．すなわち，アイテム
間にある共起関係といった依存性は無視される．ここでも例を挙げよう．固有表現を地名と
してその左バイグラムを尤度比で予測する問題を考え，w = “Hospital in”とする．この例では
二単語の依存性が重要視される．なぜなら前置詞の “in”は様々な文脈で出現し，その直右に
地名が来るかどうかは “in”の左側の単語 “Hospital”がカギとなるからである．そこでこのよう
なケースで依存性を利用するために，提案手法ではwの頻度を用いて推定される td(w)という
項を導入する．これにより，提案手法はアイテム間の依存性を取り入れ，観測された要素と
観測されていない要素の両方を適切に扱うことができる．
低頻度問題に対するアプローチ：取り組むべき重要な課題は td(w)の推定である．cde(w) = 0
かつ cnu(w) = 0である wに対しては，ritem(w)を推定し td(w)をゼロとする．低頻度の wに
対しては，第 4章の提案手法と同様のアプローチを利用できる．具体的に言うと，ritem(w)と
td(w)それぞれの推定において，別々の正則化パラメータを導入することで低頻度問題を緩和
できる．さらに，これらのパラメータによってアイテム間の依存性の強さをコントロールで
きる．ゼロ頻度問題に対するアプローチの中で述べた二つの例を再利用してその利点を説明
する．w = “to Mr.”では a1としてどのような単語があろうとも，a2が “Mr.”であればその右に
人名が来ることが容易に想像できる．よって，必要とされる a1と a2の依存性は弱いと考えら
れる．その一方，w = “Hospital in”の場合は，先述のように二単語の連なりが文脈の予測に重
要で，必要とされる依存性は強いと考えられる．このように異なる依存性が要求されるケー
スにおいて，提案手法は依存性の強さを調節し，適切な依存性を推定量に取り入れる．その
結果として，提案手法はまれにしか出現しない wに対しても情報のある推定値を付与できる．
評価実験では，固有表現の左 Nグラムを予測するタスクにより，提案手法の有効性を検証

する．そして，提案手法が両問題に効果的に対処でき，さらにアイテム間の依存性を制御す
ることが予測性能の向上につながることを示す．
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5.2 関連研究
5.1節で述べたように，ナイーブな尤度比推定アプローチは低・ゼロ頻度問題に直面する．

一方で他の統計量に対しては，両問題を軽減できる推定法が提案されてきた．そこで本節で
は，それらの推定法を紹介し，本章の内容との関連性について説明する．

PMI（自己相互情報量）の推定では，推定の不確実性を取り入れことで低頻度問題を軽減す
る手法が提案されている [36]．この手法では推定に信頼区間を用いる．信頼区間の幅は推定
結果の分散によって変化するため，区間の境界を推定に利用することで不確実性を取り入れ
ることができる．また，頻度に応じてペナルティをかける PMI推定量も提案されている [37]．
PMIはその定義中に尤度比を含むため，これら二つの統計量は密接な関係がある．条件付き
確率の推定では，最尤推定量を求めて分母に正の定数を足す手法が提案されている [39]．条
件付き確率は確率分布の比で定義できるため，尤度比の一種と考えることもできる．この定
義の下で，文献 [39]の手法は第 4章の提案手法 [67]と形式的に等しい．上記で紹介した手法
は低頻度問題を軽減できるが，ゼロ頻度問題には対処していない．
確率推定では，低頻度問題とゼロ頻度問題を同時に対処できる手法が多く提案されており，

それらはスムージング法と呼ばれている．スムージング法は，観測された要素に対する確率
推定値を割り引いて，それらを未観測要素に対する確率推定値へと分配する．ここでは，N
グラム wの出現確率に対するスムージング法に着目する [57, 68, 58, 59, 60, 61, 62]．このタイ
プのスムージング法は，元のNグラムの頻度に加えて，低次のNグラム（wの部分要素）に
対する頻度も推定に使用する．低次のNグラム頻度を用いることで，ゼロ頻度の wに対して
も推定値を求めることができる．wを分解して部分要素を用いることは本章のアプローチと
関連するが，スムージング法は尤度比推定にそのまま応用することはできない．ただし，尤
度比は確率分布の比であるから，個々の確率分布をスムージング法で推定しその比を取るこ
とはできる．しかしながらそうすると間接推定法になるため，低頻度問題に直面すると予想
される．したがって，そのことを評価実験にて検証する．
オッズ比の推定でも，二つの問題を軽減するためのアプローチが提案されている．オッズ比

も確率分布の比で定義される統計量であり，下記の手法は個々の確率推定量を補正する．文
献 [34]と文献 [35]では，セル確率の推定に不偏推定量およびベイズ推定量をそれぞれ利用し
ている．観測される要素が低頻度な状況において，これらの推定量は推定バイアスを低減で
き，ゼロ頻度問題も回避できる．しかし本章では，高頻度からゼロ頻度までの要素を扱う．ま
た，補正した確率推定量の比を取るアプローチは，尤度比推定に用いると低頻度問題に直面
することが分かっている [67]．この事実から，先述したスムージング法によるアプローチも
同様に，低頻度問題に直面するのではないかと疑っている．
数ある分類器の中にはアイテムのシーケンスを分解して用いるものがある．ナイーブベイ

ズ分類器は，強力な独立性仮定とベイズ理論に基づく確率的分類器である．この分類器では，
文書 D = a1a2 · · · aN がクラスCに属する確率 p(D | C)を次のように近似する．

p(D | C) ≈
N∏

i=1

p(ai|C)
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aiは Dに含まれる文字や単語といったアイテムであり，確率 p(ai | C)はスムージング法を用
いて推定される．これによって低・ゼロ頻度問題が軽減される．上式の近似はアイテム間の
条件付き独立性仮定に基づいている．すなわち，i , jのときに p(ai | C, a j) = p(ai | C)とみな
す．しかしながら，この仮定は実データでは成り立たないことが多く，これが分類器の性能
を低下される原因の一つとなっている．それゆえ，独立性仮定を緩和する手法がいくつか提
案されている [69, 70, 71, 72, 73, 74]．Nグラムをアイテム単位に分解し，その後にアイテム
の依存性を取り入れる提案手法の発想は，前述の緩和法に触発されたものである．

5.3 提案する尤度比推定量
提案手法は uLSIF[3]の枠組みに基づく．この枠組みでは，尤度比を基底関数とそれを重み

付けするパラメータの線形和でモデル化し，二乗誤差の最小化問題を解くことでパラメータ
を最適化する．なお第 4章で述べた手法と同様に，ここでも離散要素に適用可能な基底関数を
選択する．提案する尤度比の推定手順を簡潔に述べる．分解できる要素wに対してまず，wを
構成する要素 ak間に独立性を仮定した下で，akに基づく頻度を利用して r(w)を r̂item(w)とし
てラフに近似する．そして，前述の独立性仮定を緩和するために，wの頻度に基づく項 td(w)
を r̂item(w)に加算する．最後に，̂ritem(w)+ td(w)と真の尤度比 r(w)との二乗誤差を最小化する
ように td(w)の推定値 t̂d(w)を求める．以下では提案手法の詳細を説明する．

5.3.1 全体的な枠組み
分解できる要素として Nグラムが得られたとする．Nグラム wは N 個のアイテム {ak}Nk=1

が連続したシーケンスである．ここで，akは wの k番目に位置する離散的なアイテムであり，
文字や単語などである．N = 1，2，3のとき，wはそれぞれユニグラム，バイグラム，トライ
グラムと呼ばれる．手法の詳細を述べる前に，二つの演算子 Ψk と Ψk(l)を定義する．これら
の演算子は wからアイテムパターンを生成する．
定義 1 (演算子 Ψk) 演算子 Ψk は ak を除く全アイテムをワイルドカード記号 •に置き換える．
記号 •はそれがある位置に対して，全種類のアイテムマッチを許可する．もし wが a1a2a3で
あれば，Ψ1w = a1 • •，Ψ2w = •a2•， Ψ3w = • • a3となる．
定義 2 (演算子 Ψk(l)) 演算子 Ψk(l)は ak を除くアイテムを •に置き換え，ak を a(l)， 1 ≤ l ≤ v
に置き換える．lはアイテムの種類を指定する添え字であり，vは存在しうるアイテムの種類
数である．すなわち，a(l)は v種類あるアイテムのうち，l種類目のアイテムを意味する．も
し wが a1a2a3であれば，Ψ1(l)w = a(l) • •，Ψ2(l)w = •a(l)•，Ψ3(l)w = • • a(l)となる．
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提案するアプローチは，まず wを成すアイテム {ak}Nk=1の間に統計的な独立を仮定して，w
をアイテム単位に分解する．そして，r(w)を {Ψkw}Nk=1に対する尤度比の積

ritem(w) =
N∏

k=1

r(Ψkw) (5.2)

=r(a1 • • · · · •)r(•a2 • · · · •) · · · r(• • · · · • aN)

として近似する．Ψkwは wを含む多くのNグラムにマッチする．ゆえに，r(w)が定義できれ
ば r(Ψkw)も定義できる．wを分解することによって，たとえ w自体がサンプリングされなく
ても，Ψkwに関する頻度に基づいて ritem(w)を推定できる．しかしながら，統計的独立の仮定
は推定誤差を大きくする原因となる場合がある．そこで，アイテム間の依存性を取り入れる
項 td(w)を式 (5.2)に追加する．以上から，提案する全体的な推定モデルは

rours(w) = ritem(w) + td(w) (5.3)

と表される．このモデルは二段階で推定される．まず，アイテムに関する頻度 c∗(Ψkw)，∗ ∈
{de, nu}を使用して ritem(w)を推定する．次に頻度 c∗(w)を使用して td(w)を推定する．td(w)は
各Nグラム wに対して定義され，提案する推定モデル rours(w)と理想的な尤度比 r(w)との二
乗誤差を最小化するように推定される．少なくとも cde(w)，cnu(w)のいずれかがゼロより大き
く，かつ ritem(w) + td(w)の推定値が非負であれば，最終的な推定値として二乗誤差を最小化
する厳密解を得ることができる．

5.3.2 分解された尤度比 ritem(w)の推定
Nグラム wが与えられたもとで，第 4章で提案した手法を利用して式 (5.2)の r(Ψkw)を推

定する．まず基底関数 {φl(Ψkw)}vl=1を次のように定義する．

φl(Ψkw) =

1 Ψkw = Ψk(l)w

0 otherwise

lはワイルドカード記号 •に置き換えられていないアイテムの種類を指定する添え字であり，
vは存在しうるアイテムの種類数である．ΨkwがΨk(m)w，1 ≤ m ≤ vと等しいとき（すなわち
akが a(m)であるとき），r̂K(Ψk(m)w)は次式として計算される．

r̂K(Ψk(m)w) =
(

1
nde

cde(Ψk(m)w) + λitem

)−1 1
nnu

cnu(Ψk(m)w)

λitem (≥ 0)は正則化パラメータであり，ndeと nnuはサンプル {wde
i }

nde
i=1，{wnu

j }
nnu
j=1として得られ

た Nグラムの総頻度である．ritem(w)は {̂rK(Ψkw)}Nk=1の積

r̂item(w) =
N∏

k=1

r̂K(Ψkw) (5.4)
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として推定される．5.4節で述べる評価実験において，ndeは訓練データに存在するNグラムの
総頻度，nnuは固有表現の左にあるNグラムの総頻度となる．これらの定義から nde >> nnuが
成り立つ．また言語の性質から，多くのNグラムが低頻度のアイテムで構成される．これらを
考慮すると，ほとんどのΨkwに対して p̂de(Ψkw) << p̂nu(Ψkw)が成り立つ．よって，p̂de(Ψkw)
の値が尤度比の推定値に強く反映され，尤度比の分母を補正する意味がある．̂ritem(w)は N個
の正則化パラメータを持ち，その各々が rK(Ψkw)の推定値を補正する．しかし，N 個の正則
化パラメータを別々に変化させ，最適な組み合わせを探すことは計算コストが大きい．一方，
p̂de(Ψkw)は訓練データ全体に対する Ψkwの出現確率である．ここで，二つのアイテム ak と
ak′ が等しければ，p̂de(Ψkw) ≈ p̂de(Ψk′w)，k , k′となる．言い換えると，p̂de(Ψkw)はアイテム
ak の位置 kではなくその種類によってほぼ決まるということである．上記の理由から，我々
は N個の正則化パラメータを共通のものとみなし，その全てに同じ値を設定することとした．

5.3.3 依存性を取り入れる項 td(w)の推定
Nグラム wと r̂item(w)が与えられたもとで，式 (5.3)の td(w)を推定する．いま，td(w)を次

の線形モデルとする．

t̂d(w) =
v∑

l=1

βlφl(w)

β = (β1, β2, . . . , βv)Tはデータから学習されるパラメータ，{φl(w)}vl=1は常に非負の基底関数で
ある．式 (4.5)と同様に wに対する基底関数を

φl(w) =

1 w = w(l)

0 otherwise

と定義する．lは存在しうる全種類のNグラムから特定のNグラムを指定する添え字である．
すなわち，w(l)は全Nグラムのうち，l種類目のNグラムである．なお，ここでの vは 4.2節
で定義したものと異なり，存在しうる Nグラムの種類数であることに注意する．w = w(m)，
1 ≤ m ≤ vであるとき，提案する推定モデルは

rours(w(m)) = r̂item(w(m)) + t̂d(w(m)) = r̂item(w(m)) + βm (5.5)

となる．ここで ritem(w(m))は式 (5.4)で示す r̂item(w(m))に置き換えられ，以後は定数として扱
われる．データから βを決定するために次の最適化問題を解く．

min
β∈Rv

[
Ĵ(β) +

λd

2
βTβ

]
(5.6)
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λd (≥ 0)は正則化パラメータであり，次式に示す Ĵ(β)は二乗損失に基づく項である2．

Ĵ(β) =
1
2

v∑
l=1

βl
2

 1
nde

nde∑
i=1

φl(wde
i )

 + r̂item(w(m))
v∑

l=1

βl

 1
nde

nde∑
i=1

φl(wde
i )


−

v∑
l=1

βl

 1
nnu

nnu∑
j=1

φl(wnu
j )

 (5.7)

式 (5.6)の目的関数は凸二次関数であるため，これを βmで微分しゼロとする．
∂

∂βm

(
Ĵ(β) +

λd

2
βTβ

)
= βm

 1
nde

nde∑
i=1

φm(wde
i ) + λd

 + r̂item(w(m))

 1
nde

nde∑
i=1

φm(wde
i )

 − 1
nnu

nnu∑
j=1

φm(wnu
j )

= 0

上式を βmについて解くと

β̃m(λd) =

 1
nde

nde∑
i=1

φm(wde
i ) + λd

−1
 1

nnu

nnu∑
j=1

φm(wnu
j ) − r̂item(w(m))

 1
nde

nde∑
i=1

φm(wde
i )




=

(
cde(w(m))

nde
+ λd

)−1 {
cnu(w(m))

nnu
− r̂item(w(m))

(
cde(w(m))

nde

)}
(5.8)

が得られる．これは式 (5.6)で示した最適化問題の解となる．β̃m(λd)を式 (5.5)に代入すると，
提案する推定モデルは

r̃ours(w(m)) = r̂item(w(m)) + β̃m(λd)

として計算される．上式は β̃m(λd)が減算項を含むため負になる可能性がある．そこで r̃ours(w(m))
を次のように補正する．

r̂ours(w(m)) = max(0, r̃ours(w(m))) (5.9)

これが提案する最終的な推定量になる．r̂ours(w(m))は λitemと λdという二つの正則化パラメー
タを持つ．これらのパラメータは，低頻度問題を軽減しながら，̂ritem(w)と t̂d(w)が式 (5.5)の
推定モデルに与える影響の大きさを調節する．結果として，この推定量はアイテム間での依
存性の強さを制御することができる．次節では，二つの正則化パラメータ λitemと λdの作用
について，実際の推定例を用いながら説明する．

2式 (5.7)の導出は付録 Dを参照のこと．
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5.3.4 r̂ours(w)における正則化の効果
本節では正則化の効果による観点から，式 (5.9)で示した r̂ours(w)を説明する．5.1節と同様

に，固有表現の左Nグラムを予測するタスクを想定する．そして，左Nグラムを予測する指
標として尤度比 r(w) = pnu(w)/pde(w)を推定することを考える．pde(w)は wがコーパス中の
任意位置に出現する確率密度, pnu(w)はwが固有表現の左に出現する確率密度である．すなわ
ち，wが固有表現の左文脈であれば r(w)は高く，そうでなければ r(w)は低くなる．また表 5.2
の出現頻度が得られたと仮定し，r(w)の推定にそれらを用いる．̂rours(w)は二つの正則化パラ
メータ λitemと λdを持つ．各パラメータの効果を分かりやすくするため，二つのパラメータ
のうち一方の値を固定し，もう一方を 10−9，10−8，. . .，10−1と変化させる．図 5.1と図 5.2は，
λitemと λdの各々を変化させた際の r̂ours(w)を示す．各図において，横軸は正則化パラメータ
の値，縦軸はそのときの r̂ours(w)である．
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図 5.1: λitemを変化させた際の r̂ours(w)（λdは 10−5に固定）

図 5.1では，λitemが大きくなるにつれて，全 wに対する r̂ours(w)は低くなる．λitem = 10−9

では正則化の効果が弱いため，r̂ours(wB)，r̂ours(wC)，r̂ours(wD)は 10,000に近い値となる．表
5.2に示すように，これらの推定値は λitem = 0とした r̂item(w)に近いことが分かる．r̂ours(wA)
が他の推定値より低い理由は，式 (5.8)で示した減算項の影響と考えている．λitem = 10−5で
は r̂ours(wC)が r̂ours(wB)よりも低い．これは wC の分解された各頻度が wB のそれらよりも低
く，r̂ours(wC)にかかる正則化が r̂ours(wB)よりも強力なためである．λitemがさらに大きくなる
と，分解された各頻度が豊富であるwAの推定値が最も高くになり，̂rours(wB)と r̂ours(wC)はほ
ぼ同じ推定値になる．そして r̂ours(wD)はゼロに近づいてゆく．ここで λitem > λdであるから，
r̂ours(w)は分解された頻度に対してロバストになり，Nグラム自体の頻度 c∗(w)が強調される．
λitem > λdとする設定は，アイテム ak間の依存性を重視するケースで効果的である．いま，地
名の左バイグラムを尤度比で予測することを考え，w = “Hospital in”（ここで a1 = “Hospital”，
a2 = “in”）とする．前置詞の “in”は様々な文脈で出現するため，このバイグラムが地名の左
文脈かを判定するには “in”の左側にある単語が何であるかを考慮する必要がある．このよう
な例に対しては，二単語の共起頻度である c∗(w)を利用して，単語間の依存性を推定値に強く
取り入れることができる．
図 5.1と異なり図 5.2では，λdが大きくなるにつれて，全 wに対する r̂ours(w)が高くなる．
λd = 10−9 では正則化の効果が弱いため，各々の r̂ours(w) は表 5.2 の対応する rMLE(w) に近
くなる．λd = 10−5 では r̂ours(wB)が r̂ours(wA)よりも低い．これは c∗(wB)が c∗(wA)よりも低
く，̂rours(wB)にかかる正則化が r̂ours(wA)よりも強力なためである．λdがさらに大きくなると，
r̂ours(wA)が最も高い推定値，r̂ours(wB)が次いで高い推定値となる．その一方で，r̂ours(wD)は
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図 5.2: λdを変化させた際の r̂ours(w)（λitemは 10−4に固定）

cnu(wD) = 0にもかかわらず，r̂ours(wC)にほとんど等しい推定値となる．ここで λd > λitemで
あるから，̂rours(w)はNグラム自体の頻度に対してロバストになり，分解された頻度が強調さ
れる．λd > λitemとする設定は，必要とするアイテム ak 間の依存性が弱いケースで効果的で
ある．人名の左バイグラムを尤度比で予測することを考え，w = “to Mr.”とする．この例では
a1としてどのような単語があろうとも，a2が “Mr.”であればその右に人名が来ることが容易
に想像できる．このような例に対しては，wを構成する各単語 akに関する頻度の情報を推定
値へ強く反映することができる．
以上の結果から，Nグラム自体の頻度と分解された頻度の間でのトレードオフが示される．

そして，提案手法では二つの正則化パラメータ λitem と λd を調節することにより，アイテム
間の依存性を制御できることが分かる．

5.4 評価実験
提案手法の振る舞いを分析し，低・ゼロ頻度問題を軽減する有効性を検証する．評価実験で

は，コーパスから固有表現の左に位置する文脈を尤度比によって予測するタスクを解く．固
有表現としては人名と地名の二種類を使用する．これらはそれぞれ PER，LOCとタグ付けさ
れ，予測する文脈としては単語 Nグラムを採用する．図 5.3は二種類の固有表現とそれらの
左バイグラム（N = 2）の例を示している．人名の左 Nグラムには，“Minister”のように敬称
や人を表す名詞などの手がかりとなる単語が含まれる傾向がある．それゆえ，人名の文脈を
予測するにはNグラムを構成する各単語が重要となる．それに対して，地名の左Nグラムに
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図 5.3: 二種類の固有表現および左バイグラムの例

表 5.3: 各データ集合が含むバイグラムの情報

Size of Train データ集合 全体 OLOC OPER

S tr 種類数 総頻度 種類数 総頻度 種類数 総頻度

10,000
訓練 1,468,292 4,002,930 31,294 64,072 41,123 67,780
開発 230,528 401,445 4,318 6,116 5,795 7,463
評価 231,931 403,145 4,164 5,876 6,035 7,635

2,500
訓練 493,368 1,000,627 9,983 15,965 12,458 17,292
開発 237,805 415,369 4,752 6,736 5,522 6,973
評価 233,143 402,320 4,448 6,372 5,318 6,622

は “of”のように前置詞が含まれる傾向にあるが，これらは様々な文脈にも含まれる．したがっ
て，人名の文脈とは異なり，地名の文脈を予測するためには単語同士の繋がり（ここでは N
グラムを示す）が重要となる．以上のように異なる文脈特徴を持つ二つの固有表現は，提案
手法の振る舞いを分析する際に役立つ．加えて，予測対象となる Nグラムは一意に定まるた
め，客観的な評価が容易になる．最後に，Nグラムの頻度分布はべき乗測に従うため，まれ
なアイテムや観測されないアイテムを多く処理する必要がある．したがって，それらを処理
する方法が文脈予測の性能に大きな影響を及ぼし，提案手法と 5.4.3節で説明する比較手法と
の違いを明確に観察できる．
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表 5.4: 各データ集合が含む 4グラムの情報

Size of Train データ集合 全体 OLOC OPER

S tr 種類数 総頻度 種類数 総頻度 種類数 総頻度

10,000
訓練 3,618,822 3,982,930 59,167 63,665 64,729 67,437
開発 385,604 399,445 5,931 6,064 7,355 7,430
評価 388,401 401,145 5,713 5,832 7,497 7,593

2,500
訓練 947,710 995,627 15,305 15,851 16,919 17,219
開発 400,336 413,369 6,574 6,699 6,861 6,940
評価 387,489 400,320 6,212 6,327 6,537 6,589

5.4.1 データ集合と実験条件
実験では次の手順で作成したデータ集合を用いる．まず，Stanford Named Entity Recog-

nizer [75]を用いて 1987 Wall Street Journal corpus3から固有表現を分類してタグ付けした．次
にタグ付きコーパスから記事をランダムにサンプリングし，訓練，開発，評価データへと分
配した．開発データと評価データはサイズを 1,000記事に固定し，訓練データのサイズ S trは
以下に示す条件に応じて変化させた．それぞれの条件は二つの選択肢を持つ4．
• Nグラムの次数 N：2，4

• 訓練データのサイズ S tr：10,000記事，2,500記事

• 固有表現の種類：地名（LOC），人名（PER）
それゆえ，計 23の条件設定で実験を行うことになる．最初の二条件はデータ集合の疎性を調
節するためのもの，最後の条件は予測する文脈の種類を切り替えるものである．データ集合の
詳細を表 5.3と表 5.4に示す．なお，開発データとテストデータに含まれる記事は，訓練デー
タのサイズを変更するごとにリサンプリングした．表中において，OLOCと OPERはそれぞれ
地名と人名の左に Nグラムが出現することを意味する．

5.4.2 実験手順
訓練データが含む Nグラムについて，訓練データ全体および固有表現の左に出現する頻度

をそれぞれ数え上げる．{Ψkw}Nk=1についても同様に頻度を数え上げる．そして評価データが
含む全ての Nグラムに対し，数え上げた頻度を用いて次の r(w)を推定する．

r(w) =
p(w | ONE)

p(w)
3https://catalog.ldc.upenn.edu/LDC2000T43 (accessed 2020-12-17)
4N を 2から 4まで変化させて実験し，N = 2と N = 3の場合では同様の結果が得られた．また，N > 4のケー

スでは頻度が疎となるため，実験結果は N = 4の場合と大差ないと考える．したがって，Nグラムの次数として
は 2と 4をの二つを設定する．
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ここで ONEは固有表現の左に Nグラムが出現することを意味する．p(w | ONE)と p(w)はそ
れぞれ固有表現の左における wの出現確率，訓練データ全体における wの出現確率である．

Nグラム wを推定値の降順で並べ替えランク付けし，その上位 8,000件を評価対象とする．
評価データで固有表現の左に wが一度でも出現すればその wは正解，それ以外は不正解とし
て上位 8,000件を正誤判定する．最後にランク―再現率曲線を描く．この曲線は横軸をラン
ク，縦軸を再現率としたグラフ上に描かれる．この曲線からはおおよその適合率も読み取る
ことができる．原点と曲線上のある点とを結ぶ直線の傾きが，その点での適合率に比例する．
再現率と適合率はそれぞれ次のように定義される．

再現率 = |{w|w ∈ R}|
|R| , 適合率 = |{w|w ∈ R}|

|{w}|

ここで wは評価対象のNグラムであり，Rは評価データ中で固有表現の左に出現するNグラ
ムの集合，すなわち正解データを意味する．

5.4.3 比較手法
比較手法およびパラメータの設定方法を説明する．実験では以下で紹介する比較手法を使

用する．これらの手法は，低頻度のまれな要素やゼロ頻度の観測されない要素に対して異な
る振る舞いをする．

手法 1：ベースライン（Bと表記，式 (5.1)） 尤度比を構成する確率分布の最尤推定量 1を得
て，そしてそれらの比を取ることで尤度比を推定する．この単純なアプローチは，確率
推定を介するために間接推定法と呼ばれる．しかし，この手法は低頻度問題とゼロ頻度
問題の両方に直面する．

手法 2：Kikuchi:19（Kと表記，式 (4.6)） uLSIFを離散分布へと応用した手法である [67]．
手法Kは低頻度問題を軽減するために正則化パラメータ λを導入するが，アイテム単位
の頻度は使用しない5．したがって，観測されていない要素から尤度比を推定できない．

手法 3：スムージング法を利用した手法（KNと表記） 確率推定においては，Kneser–Neyス
ムージング [62]がゼロ頻度問題を解決するためによく使用される．このスムージング
法では，元の Nグラム頻度に加え，低次の Nグラム頻度も使用する．観測されていな
い要素からでも r(w)を推定する一手法として次式のように，確率推定値をこのスムー
ジング法で求めてから，推定値の比を取ることが考えられる．そこで N = 4の条件にお
いて，次式の手法を比較対象として追加する．

r̂KN(w) =
ṗnu(w)
ṗde(w)

，

ṗ∗(w) =pS
∗ (a1)pS

∗ (a2 | a1)pS
∗ (a3 | a1a2)pS

∗ (a4 | a1a2a3)

5手法 Kおよび手法 ITEMの詳細は，それぞれ第 4章および 5.3.2節を参照のこと．
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表 5.5: 条件 N = 2において選択された正則化パラメータ

Size of Train 固有表現 K ITEM Ours
S tr λ λ′ λitem λd

10,000
地名 10−2 10−5 10−1 10−4

人名 10−3 10−5 10−4 10−5

2,500
地名 10−1 10−4 10−1 10−3

人名 10−1 10−5 10−4 10−5

表 5.6: 条件 N = 4において選択された正則化パラメータ

Size of Train 固有表現 K ITEM Ours
S tr λ λ′ λitem λd

10,000
地名 10−6 10−6 10−5 10−8

人名 10−6 10−5 10−5 10−6

2,500
地名 10−1 10−5 10−5 10−6

人名 10−1 10−5 10−5 10−5

ṗde(w)と ṗnu(w)はスムージングされた条件付き確率 pS
∗ でモデル化される．pS

∗ は（in-
terpolated）Kneser–Neyスムージングによる推定量を表し，各推定量はディスカウント
パラメータ d を持つ．すなわち，手法 KN は合計で 8 つのパラメータを持つ．なお，
∗ ∈ {de, nu}は尤度比の分母と分子を区別する添え字である．

手法 4：分解された尤度比（ITEMと表記，式 (5.4)） Nグラムをアイテム単位に分け，それ
らの頻度を利用してゼロ頻度問題を軽減する手法である．また低頻度問題には，アイテ
ム単位の尤度比推定に前述の手法 Kを使用することで対処できる．しかしこの手法で
は，元の Nグラム頻度を使用しないため，アイテム間の依存性を取り入れることはで
きない5．またこの手法は，依存性を取り入れる項 td(w)がない場合の提案手法と等価で
ある．そのため，td(w)の有効性を確認するために，本手法を比較対象に加える．表記
の重複を避けるため，本手法の正則化パラメータは λ′と表記する．

手法 Bを除き，実験で用いる手法はハイパーパラメータを持つ．正則化パラメータを持つ
手法に対しては，開発データを評価データみなし，正則化パラメータを 10−9，10−8，. . .，10−1

のように変化させてランク―再現率曲線を描いた．そして，曲線下面積が最大となるものを
最適値として選択した．提案手法は二種類の正則化パラメータ λitemと λdを持つため，それら
を同時に変更して最適な組み合わせを発見した．選択した正則化パラメータを表 5.5と表 5.6
に示す．また，手法KNは 8つのパラメータを持つ．そこで個々のKneser–Ney推定量に対し
て，パラメータ dを 0.1，0.2，. . .，0.9と変化させ，尤度を最大にするものを最適値とした．こ
れはスムージング法の利用時によく用いられるパラメータの設定方法である．
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5.4.4 実験結果
まずランク―再現率曲線を示す．曲線は異なる N ごとに（すなわち N = 2，N = 4に分け

て）まとめる．次に手法の振る舞いを明らかにする目的で，ランク付けされた Nグラムの例
を示す．この例は N = 2かつ S tr = 10, 000，N = 4かつ S tr = 2, 500の二つの場合を報告する．
なお S trは訓練データのサイズを意味する．

N = 2に対するランク―再現率曲線
バイグラム（N = 2）に対するランク―再現率曲線を図 5.4に示す．これらの曲線は横軸を

ランク，縦軸を再現率としたグラフ上に描かれる．原点と曲線上のある点とを結ぶ直線の傾
きが，その点での適合率に比例する．あるランクにおいて最高の再現率を持つ手法が，その
ランクでの最良の手法となる．これらの曲線から次のことが分かる．

• ベースラインである手法 Bは，低頻度問題の影響で提案手法よりも性能が悪い．手法
Kは正則化を導入したことから，S tr = 10, 000のケースで手法 Bよりも優れた性能を
示した．特に図 5.4(a)では，提案手法と同程度の性能を示した．しかし図 5.4(c)および
5.4(d)に示すように，上記の二手法は S tr = 2, 500のようなゼロ頻度のバイグラムが多
く出現する場合では，下位において再現率が低くなってしまう．

• 手法 ITEMは手法 Bおよび手法Kと比較して，8,000位時点での再現率が優れている場
合が多い．これはNグラムを分解するアプローチによって，ゼロ頻度問題を軽減できた
ことを示唆している．さらにこの手法では，図 5.4(b)と 5.4(d)に示すように，人名の文
脈予測で提案手法に次ぐ性能が得られた．しかし地名の文脈予測では，手法 ITEMは提
案手法よりも性能が低く，S tr = 10, 000（図 5.4(a)）の場合では訓練データが豊富な状況
にもかかわらず最悪の性能となっている．

• 提案手法である，手法 ITEMに td(w)を取り入れたアプローチは，アイテム間の依存関
係を維持しつつゼロ頻度問題を軽減できる．さらに，推定の際に導入される正則化が，
低頻度問題の緩和も可能にする．結果として，手法Kと競合した図 5.4(a)を除くケース
において，提案手法の性能は比較手法を上回った．

S tr = 10, 000におけるランク付けされたバイグラムの例
手法間に生じた性能差の要因を明らかにすべく，各手法の振る舞いを定性的に分析する．表

5.7は，S tr = 10, 000の条件下でランク付けされた単語バイグラムの例を示している．表中の
“–”は対象となるバイグラムが上位 8,000件よりも後ろにランク付けされたことを意味する．
“#”は訓練データにおける頻度を意味する．表 5.8は，表 5.7で未観測のバイグラムに対する
分解された頻度を示す．なお，これらの表に対応するランク―再現率曲線は図 5.4(a)および
図 5.4(b)である．これらの表から次のことが分かる．
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表 5.8: 未観測バイグラムに対する分解された頻度（S tr = 10, 000）

w a1a2
# (a1 •) # (• a2)

全体 OLOC 全体 OLOC

wD Europe in 325 45 73,816 10,312

w a1a2
# (a1 •) # (• a2)

全体 OPER 全体 OPER

wH So President 559 32 1,214 1,172

• 手法 Bは wA，wC，wE，wGを上位にランク付けしている．これらは訓練データ中で常
に固有表現の左に出現しており，そのうちwAとwEは正解となるバイグラムである．し
かしその一方で，低頻度でしか現れず不正解のバイグラム wCと wGにも高い推定値を
与えてしまった．これは手法Bが低頻度のバイグラムに過大な推定値を付与したためと
考える．代わりに，上位に位置すべき高頻度のバイグラム wBと wFが低くランク付け
された．よって手法 Bは，訓練データのサイズや固有表現の種類によらず性能が悪い．

• 手法 Bと異なり，手法Kは高頻度かつ正解のバイグラム wA，wB，wE，wFを上位とし，
低頻度かつ不正解のバイグラム wCと wGを下位とした．これは正則化が有効に機能し，
手法 Bよりも高い性能をもたらしたことを示唆している．

• 手法 ITEMは，訓練データ中で未観測のバイグラム wDと wHを除いて，手法Kと似た
振る舞いをすることが分かる．このことから wを分解することは，観測された（ゼロ
頻度ではない）バイグラムに対して，悪影響を及ぼしていないことが示唆された．ただ
し，この手法ではアイテム a1と a2の間にある依存性を考慮しないため，共起頻度を利
用せずに wに対して推定値を計算した．結果として，アイテム間に共起性はないが個々
のアイテムが高頻度な不正解のバイグラム wDが上位になった．この作用により，アイ
テム間の依存性を考慮する必要のある地名文脈の予測タスクでは，手法 ITEMの性能が
低くなったと考える．

• 提案手法は，アプリケーションや使用用途に応じて依存性の強さを調節できる．地名の
文脈予測には強い依存性が必要なため，パラメータは表 5.5に示すように λitem > λdと
なるように選択された．よって，̂td(w)はwDを除き，̂ritem(w)よりもはるかに大きくなっ
た．一方で，̂td(wD)は r̂item(wD)よりも小さくなった．これはOLOC（地名の左）でのwD

の頻度がゼロであり，単語間の依存性が低いと判断されたためである．その結果，wDに
対する尤度比の推定値は低くなって下位にランク付けされた．対して人名の文脈予測で
は，地名の場合よりも二つのパラメータの値が近くなっている．そして地名の場合と異
なり，r̂item(w)は wGを除いて，t̂d(w)よりもはるかに大きくなっている．特に訓練デー
タ全体およびOPER（人名の左）でのwHの頻度は共にゼロにもかかわらず，̂rours(wH)は
大きな値を示した．これは表 5.8に示すように，（• President）が高頻度であり，文脈の
特定に重要な役割を果たすためである．固有表現が人名のケースにおいて，提案手法は
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単語間の依存関係ではなく，Nグラムにある個々の単語を重視した．その結果として，
wHが高い推定値を持ち，上位にランク付けされた．したがって全体として，単語間の
依存性を調節する提案手法の振る舞いが，性質が異なる二種類の文脈予測で最高の性能
をもたらしたと考える．

N = 4に対するランク―再現率曲線
4グラム（N = 4）に対するランク―再現率曲線を図 5.5に示す．この条件下では，文脈の頻

度が N = 2の場合よりもはるかに疎であるため，全ての手法が低頻度への対処を強く求めら
れる．曲線の読み取り方は N = 2の場合と同様である．これらの曲線から次のことが分かる．

• 手法 Bと手法 Kはランク全体を通して性能が悪い．二手法の適合率はごく上位の部分
でわずかに向上するものの，その後は S tr = 10, 000の場合でも向上しなかった．このこ
とから頻度が疎な 4グラムの条件設定では，これらの手法が正解の文脈をほとんど予測
できなかったことが示唆される．

• Kneser–Neyベースの手法KNも予測性能が極端に低い．確率推定において，Kneser–Ney
スムージングはゼロ頻度問題を解決するための効果的な手段であることが知られてい
る．しかし，スムージングされた推定値の比を取る尤度比の推定法は，予測性能を大幅
に低下させることが明らかになった．

• どのグラフ上においても，ランク上位を見ると手法 ITEMと提案手法は高い適合率を
示している．さらにこれら二手法は，再現率が上位 8000件まで向上し続けた．これは
Nグラムを分解して用いることの有効性を示す結果である．ただしバイグラムの場合と
は異なり，二手法のランク―再現率曲線は類似している．このことからバイグラムの場
合よりも，提案手法に導入された td(w)の作用が弱まったことが推測できる．しかし図
5.5(a)と図 5.5(c)に示すように，地名の文脈予測では提案手法の性能が手法 ITEMより
もわずかに優れていた．これら結果は，単語間の依存性を取り入れること自体は N が
大きい場合でも有効であることを示唆している．

S tr = 2, 500におけるランク付けされた 4グラムの例
N = 4の場合でも各手法の振る舞いを定性的に分析する．表 5.9は，S tr = 2, 500の条件で

ランク付けされた単語 4グラムの例を示している．w = a1a2 · · · aN であるとき，Ψkwは 5.3.1
節で定義したように • • · · · ak · · · •を表す．表 5.10は，表 5.9で未観測の 4グラムに対する分
解された頻度を示す．なお，これらの表に対応するランク―再現率曲線は図 5.5(c)および図
5.5(d)である．これらの表から次のことが分かる．
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• 手法 Bと手法Kに注目すると，観測されていない 4グラムである wC，wD，wG，wHは
全て（地名と人名でそれぞれ）611位と 415位にランク付けされている．これは地名と
人名で観測された 4-gramがそれぞれ 610種類，414種類しかなく，ゼロ頻度問題に対処
しない二手法では，尤度比を計算できる 4グラムがそれしかないことを意味している．
したがってこの状況では，手法 Bと手法 Kは有効に機能しない．

• 手法KNの振る舞いは他手法と大きく異なっている．訓練データ中で常に固有表現の左
に出現するwAとwEは 8,000位以内にランク付けされず，代わりに訓練データでは観測
されない不正解の 4グラムである wDと wHが上位に含まれている．表 5.10に示すよう
に，これらの 4グラムは観測されていないアイテム単位で構成されており，計算される
推定値の信頼性が低い．この結果は，スムージングされた確率推定値の比を取って尤度
比を求めると，有効性が低下することを示唆している．

• 未観測の 4グラムに焦点を当てると，手法 ITEMと提案手法の両方が不正解の 4グラム
wDと wHを上位 8,000件から除き，正解の 4グラム wCと wGを上位とした．表 5.10か
ら分かるように，wCと wGではそれらを構成するほぼ全てのアイテム単位が高頻度で
あった．よって，これらの結果はNグラムを分解して用いることの有効性を強調してい
る．その一方で手法 ITEMと提案手法の差異，つまり td(w)を利用しない場合と利用し
た場合の違いが，4グラムのケースでは確認できなかった．表 5.6で示すように固有表現
が地名であっても，二つの正則化パラメータ λitemと λdが近い値であったことからもそ
のことが確認できる．加えて wCや wGのように，上位にランク付けされていても t̂d(w)
がゼロである例も見られる．これらの結果から，依存性を取り入れる項 td(w)は，wの
頻度が疎になる条件設定では有効に機能しないと考えられる．よって，そのような状況
でも依存性を効果的に取り入れるアプローチの開発が，今後の課題として挙げられる．

5.4.5 考察
本節では実験結果をまとめ，提案手法の利点および今後の課題について考察する．手法 B

は低・ゼロ頻度問題の両方に直面するため，手法の有効性が狭く限定的であることが明らか
になった．手法 Kは低頻度を有効に処理できることを確認したが，ゼロ頻度問題には対処し
ていないことも確認した．また，スムージングされた推定値の比を取る手法 KNは効果的で
はないことも示された．手法 KNには 8つのパラメータがあり，これらを同時に変化させて
最適なパラメータの組み合わせを決めることもできる．そうするとこの手法でも有効性を確
認できるかもしれないが，実際にこのやり方でパラメータを設定すると，単一の確率推定量
を修正するスムージング法の枠組みが満たされなくなってしまう．

Nグラムを分解して用いる手法 ITEMは，低頻度の文脈や未観測の文脈に対する予測に効
果的であったが，分解したアイテム間の依存関係を無視している．そこで提案手法では，そ
の依存性を推定量に取り入れるために，td(w)という項を手法 ITEMに導入した．これにより，
必要な依存性の強さが異なる二種類の文脈予測タスクで提案手法は最高の性能を示し，提案
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手法が依存性の強さをコントロールできることを示した．また，実験では条件の一つとしてN
グラムの次数 Nを変化させた．その結果として，異なる Nでは最良の比較手法が異なるのに
対し，提案手法は一貫して良好な性能を示した．自然言語処理のタスクで Nグラムを用いる
際は，タスクの種類に応じて最適な Nが異なる場合がある．この事実を考慮すると，提案手
法は様々な Nで効果的に使用できる利点がある．さらに提案手法は，特定のアプリケーショ
ンに依存しない統一された枠組みにおいて，高頻度からゼロ頻度までを処理できる．以上の
ことから，提案手法は特徴抽出，関係検出や分類といった様々な分析やアプリケーションで
役立つと信じている．

td(w)は Nグラム自体の観測頻度を利用して依存性の強さを測る．そのため，提案手法に
は先述の利点がある一方で，Nグラムの頻度が疎な状況では td(w)が効果的に作用しないこ
とも明らかになった．そこで，依存性をより効果的に取り入れる手段の開発が今後の課題と
なる．そのアプローチとして例えば，アイテムの出現に多重マルコフ性を想定することがで
きるだろう．また，ナイーブベイズ分類器の条件付き独立性仮定を緩和するための既存研究
[69, 70, 71, 72, 73, 74]を参照し，それらのアプローチが提案手法に適用可能かを検討すること
もできる．これらによって，頻度の疎性が高いデータあるいは長い N (≥ 4)アイテムのシーケ
ンスから有益な推定値を算出できる可能性がある．また 5.1節で述べたように，尤度比は多く
のタスクで用いられてきた．これらのタスクの中で，提案手法は観測対象が Nグラムといっ
たアイテムの連続シーケンスである場合に適用できる．そのため，提案手法が使用できる実
用的なアプリケーションを見つけ，提案手法の実用性を検証することも今後の課題である．

5.5 むすび
本章では，低頻度問題とゼロ頻度問題の両方を軽減する尤度比の推定法を提案した．ゼロ頻

度問題を軽減するための一つのアプローチは，Nグラム wをアイテム単位に分解し，r(w)を
ritem(w)と近似して大まかに推定することである．これは簡単なアプローチだが，アイテム間
の依存関係を無視してしまう．そこで提案手法では，Nグラムの頻度から推定される項 td(w)
を ritem(w)に追加することで依存性を推定量に取り入れ，観測された Nグラムと観測されて
いない Nグラムの両方を効果的に処理できた．また，低頻度問題を軽減するために，上記の
枠組みと第 4章で提案した保守的な推定法 [67]を組み合わせた．この組み合わせで導入され
た二つの正則化パラメータ λitemと λdによって，提案手法はアイテム間の依存性の強さを調
節できる．実験では，提案手法が低・ゼロ頻度問題を軽減できることを示した．一方，td(w)
は Nグラム自体の頻度を利用して依存性の強さを測る．したがって，Nグラムの頻度が疎な
場合には td(w)が適切に機能しないことが明らかになった．この結果から，アイテム間の依存
性をより効果的に取り入れる手段の開発が今後の課題として挙げられる．
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第6章 結論

本論文では，事象の観測頻度を用いて条件付き確率と尤度比という二種類の統計量を推定
することに取り組んだ．これまでは，頻度の高低によらず最尤推定量や期待値といった不偏
推定量が推定によく用いられてきた．それに対して筆者は，頻度の低さに応じて推定量を保
守的に見積もるという新しい推定の枠組みを考案した．
第 1章では，保守的な推定法を提案するに至る背景および本論文の研究目的をまとめた．具

体的にはまず，統計量を推定することの重要性と，推定に不偏推定量を用いた場合の問題点
を指摘した．そして，問題点を軽減する方策として保守的な推定があることを述べ，その根
本的な考え方を説明した．最後に，本論文を構成する研究内容についてそれぞれを概説した．
以下では各内容に対する結論を述べる．
第 2章では，条件付き確率を保守的に推定するために，信頼区間の構築手法を提案した．信

頼区間を漸近的に近似する手法はこれまでに多く提案されている．しかし，これらの手法は
信頼区間を構築したい事象について，得られる頻度が十分ではない場合，構築した信頼区間
に大きな誤差を含んでしまう問題があった．条件付き確率の保守的な推定法は，推定したい
事象の頻度に基づいて条件付き確率の信頼区間を構築し，その下限値を使用する．また，観
測対象とする事象は低頻度を多く含む言語要素である．以上のことから，信頼区間の誤差は
保守的な推定法の有効性に影響し，低頻度からも誤差の少ない区間を構築する必要があった．
そこで，数値積分によって信頼区間を数値的に構築する手法を提案した．そして，既存の信
頼区間との数値比較を行った．結果として，低頻度の事象に対して提案手法が既存の区間よ
りも誤差の少ない区間を構築できることを確認した．また，数値積分による信頼区間は端点
に 0や 1を含まないため，スムージングした推定量に対する信頼区間としても有用と考える．
第 3章では，第 2章で構築した信頼区間を用いて，条件付き確率の保守的な推定法を実現

した．具体的には，まず事前分布として一様分布を仮定し，事後分布を計算する．そして，事
後分布の信頼区間を求め，その下限値を条件付き確率の推定値とする．これは条件付き確率
の保守的な推定値となる．提案手法は信頼区間を活用することで分散を推定値に反映できる．
また信頼係数を変化させることで，結果を利用する際に要求される適合率に応じて，推定値
を保守的に見積もる度合いを調節できる．評価実験では，提案手法を相関ルールマイニング
の枠組みに応用し，新聞記事コーパスから都道府県・市郡間の包含関係をマイニングする実験
を行った．結果として，提案手法はまず高頻度の確実な関係を優先して発見でき，次いで不
偏推定量を用いると発見が難しい低頻度の正しい関係も多くマイニングできることが分かっ
た．また，データの事前知識を用いる推定量との比較実験も行い，データに関する事前知識
がなくても推定量を偏らせることが有効なことを示唆した．
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第 4章では，保守的な推定の考え方を推定がより困難な尤度比へと応用した．尤度比を推
定する素朴な方法は，尤度比の定義に従い，尤度比を構成する個々の確率分布を最尤推定で
求めてその比を取ることである．しかしこの方法では，低頻度から尤度比を求めるときに推
定量を不当に高く見積もってしまう場合がある．そこで，尤度比の直接推定法 uLSIFを応用
し，最適化の枠組みで導入される正則化により，尤度比を保守的に推定する手法を提案した．
そして，提案手法の有効性と実用性を明らかにするため，二種類の評価実験を行った．一つ
目の実験は，カタカナ語直前に出現することのある文字バイグラムを尤度比で予測する単純
なものであった．この実験によって，提案手法の振る舞いが解明され，その有効性も示唆さ
れた．二つ目の実験は，自然言語処理の半教師有り学習法であるブートストラップ法に提案
手法を組み込んだ．そして，わずか 10個の科学雑誌名を手掛かりに，日本語科学ニュース記
事から雑誌名の出現文脈を尤度比で獲得し，雑誌名を自動抽出する枠組みを構築した．結果
として，提案手法を用いると低頻度の偶発的な文脈による誤抽出を正則化で抑え，多数の雑
誌名が抽出でき，提案手法の実用性が示唆された．
第 5章では，第 4章で提案した尤度比の保守的な推定法を改良し，低頻度のみならずゼロ

頻度のNグラムにも有益な推定値を付与する，尤度比の推定法を提案した．ゼロ頻度のNグ
ラムに推定値を与える一つのアプローチは，Nグラムをアイテム単位に分解し，アイテム毎
の尤度比を推定した上でそれらの積を取ることである．これは単純な方法だが，アイテム間
に存在する依存関係を無視してしまう．そこで提案手法では，Nグラムの頻度から推定され
る項を前述の推定結果に追加し，依存性を推定量に取り入れる．これによって，観測された
Nグラムと観測されていないNグラムの両方を効果的に処理できる．また，低頻度のNグラ
ムにも対処できるよう，上記の枠組みと尤度比の保守的な推定法を組み合わせた．この組み
合わせで導入された二つの正則化パラメータ λitem と λd により，提案手法はアイテム間に必
要な依存性の強さを考慮しながら，推定値を保守的に見積もることができる．評価実験では，
コーパスから固有表現の左 Nグラムを尤度比で予測することを試みた．結果として，提案手
法は高頻度からゼロ頻度に渡る多数の左 Nグラムを予測できた．また，アイテム間の依存性
を考慮した保守的な推定法の有効性も示唆された．
本論文では，条件付き確率と尤度比という二つの統計量に対して，推定量を保守的に見積

もる手法を提案し，その有効性を確かめた．従来，確率的にデータを扱う際は偏らない推定
量，すなわち不偏推定量がよく利用されてきた．しかし，現実的な課題は不偏推定量では解
決できない場合も多い．そこで，工学的な応用を想定した際に “推定量をあえて低めに偏らせ
る”という保守的な推定法を考案し，それが意義深いものであることを実験的に示した．保守
的な推定法は，正確な推定というよりも現実的なデータの扱いに着眼した推定法であり，応
用面で大きい波及効果が期待される．そのため，保守的な推定法を様々なアプリケーション
に導入し，その実用性を示すことが今後の課題として挙げられる．
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付録A θ̄とラプラススムージングの関係

成功確率 θである独立したベルヌーイ試行を n回行い，x回の成功を観測したとしよう．こ
こで，θが一様分布に従うという仮定を与え，事後分布の期待値 θ̄を求めると，θ̄はラプラスス
ムージングの確率推定量と一致することを示す．同様の証明は文献 [19]にも記載されている．
二項確率の式より，

p(x | θ, n) = nCxθ
x(1 − θ)n−x

が得られる．事前分布を π(θ)をとすると，事後分布 p(θ | N = n, X = x)は次式になる．

p(Θ | N = n, X = x) =


p(x|θ,n)π(θ)∫
p(x|θ́,n)π(θ́)dθ́

(0 ≤ θ ≤ 1)

0 otherwise

また，ハイパーパラメータ a，bを持つベータ分布 β(a, b)は

β(a, b) =
θa−1(1 − θ)b−1∫ 1

0 θ́
a−1(1 − θ́)1−bdθ́

と定義される．ベータ分布の定数項を取り除き，事前分布 π(θ)を

π(θ) = θa−1(1 − θ)b−1

とする．ベータ分布は二項分布の共役事前分布であるから，p(Θ | N = n, X = x)は

p(Θ | N = n, X = x) ∝ p(x | θ, n)π(θ) = θx+a−1(1 − θ)n−x+b−1

を満たす．p(Θ | N = n, X = x)は，ベータ分布 β(x + a, n − x + b)になる．そして，その期待値
θ̄はベータ分布のパラメータを用いて，

θ̄ =
x + a

n + a + b

と表される．最後にベータ分布の定義式から，一様分布は β(1, 1)と表せるので，π(θ)を一様
分布とすると次式が導出できる．

θ̄ =
x + 1
n + 2

上式はラプラススムージングの確率推定量と一致する．
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付録B データに基づくベータ分布のパラメー
タ推定法

ベータ分布 β(a, b)のハイパーパラメータ a，bを最尤推定で求める方法もあるが [76]，ここ
では β(a, b)に従う確率変数 Xの平均 µ，分散 νをデータから求め，その平均と分散が β(a, b)
のそれらと一致するようにパラメータ a，bを推定する方法を説明する．
いま，データから確率変数 Xが取りうる n個の値 x1, x2, ..., xn が得られたとする．値 xi に

対応する確率を piとすると，確率変数 Xの平均 µと分散 νは，データから次のように推定で
きる．

µ =

n∑
i=1

xi pi (B.1)

ν =
1

n − 1

n∑
i=1

(xi − µ)2 (B.2)

一方，ベータ分布の平均・分散は，ハイパーパラメータ aと bを用いて次式で表される．

µ =
a

a + b
(B.3)

ν =
ab

(a + b)2(a + b + 1)
(B.4)

式 (B.3)と式 (B.4)より，aと bを平均と分散で表すと

a =
µν2 + µ3 − µ2

ν2

b =
(µ − 1)ν2 + µ3 − 2µ2 + µ

ν2

が得られる．これらの式に対し，式 (B.1)，(B.2)で推定した平均と分散の値を代入すると，a
と bが推定できる．
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付録C 式 (4.2)に示した目的関数中の最初の二
項の導出

uLSIFでは，次の二乗誤差 J0(β)を最小化するようにパラメータ βを決定する．

J0(β) =
1
2

∫
(̂r(x) − r(x))2 pde(x)dx

=
1
2

∫
r̂(x)2 pde(x)dx −

∫
r̂(x)r(x)pde(x)dx +

1
2

∫
r(x)2 pde(x)dx

=
1
2

∫
r̂(x)2 pde(x)dx −

∫
r̂(x)pnu(x)dx +

1
2

∫
r(x)2 pde(x)dx

ここで二番目の項の pde(w)は消滅し，最終項は定数のため無視できる．それゆえ，J0(β)の最
初の二項を J(β)とする．

J(β) =
1
2

∫
r̂(x)2 pde(x)dx −

∫
r̂(x)pnu(x)dx

=
1
2

b∑
l,l′=1

βlβl′

(∫
φl(x)φl′(x)pde(x)dx

)
−

b∑
l=1

βl

(∫
φl(x)pnu(x)dx

)

J(β)に対する期待値を経験的な平均値で近似すると次のようになる．

Ĵ(β) =
1

2nde

nde∑
i=1

r̂(xde
i )2 − 1

nnu

nnu∑
j=1

r̂(xnu
j )

=
1
2

b∑
l,l′=1

βlβl′

 1
nde

nde∑
i=1

φl(xde
i )φl′(xde

i )

 − b∑
l=1

βl

 1
nnu

nnu∑
j=1

φl(xnu
j )


=

1
2
βTĤβ − ĥ

T
β

以上より，式 (4.2)で示した目的関数の最初の二項が得られる．
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付録D Ĵ(β)の導出

最小化する二乗誤差を J0(β)とする．

J0(β) =
1
2

∫
(rours(w) − r(w))2 pde(w)dw

=
1
2

∫
rours(w)2 pde(w)dw −

∫
rours(w)r(w)pde(w)dw +

1
2

∫
r(w)2 pde(w)dw

=
1
2

∫
rours(w)2 pde(w)dx −

∫
rours(w)pnu(w)dw +

1
2

∫
r(w)2 pde(w)dw

ここで二番目の項の pde(w)は消滅し，最終項は定数のため無視できる．それゆえ，J0(β)の最
初の二項を J(β)とする．

J(β) =
1
2

∫
rours(w)2 pde(w)dw −

∫
rours(w)pnu(w)dw

=
1
2

v∑
l,l′=1

βlβl′

(∫
φl(w)φl′(w)pde(w)dw

)
+ r̂item(w)

v∑
l=1

βl

(∫
φl(w)pde(w)dw

)

−
v∑

l=1

βl

(∫
φl(w)pnu(w)dw

)
+

1
2

r̂item(w)2
∫

pde(w)dw − r̂item(w)
∫

pnu(w)dw

上式では，ritem(w)が式 (5.4)で示した r̂item(w)に置き換えられ，定数として扱われる．それゆ
え，最後の二項は定数となって無視できる．J(β)の最初の三項に対する期待値を経験的な平
均値で近似すると次のようになる．

Ĵ(β) =
1
2

v∑
l,l′=1

βlβl′

 1
nde

nde∑
i=1

φl(wde
i )φl′(wde

i )

 + r̂item(w)
v∑

l=1

βl

 1
nde

nde∑
i=1

φl(wde
i )

　
−

v∑
l=1

βl

 1
nnu

nnu∑
j=1

φl(wnu
j )


ここで最初の項は l = l′の時以外はゼロとなるため，上式は次のように書き換えられる．

Ĵ(β) =
1
2

v∑
l=1

βl
2

 1
nde

nde∑
l=1

φl(wde
i )

 + r̂item(w)
v∑

l=1

βl

 1
nde

nde∑
i=1

φl(wde
i )

 − v∑
l=1

βl

 1
nnu

nnu∑
j=1

φl(wnu
j )


以上より，式 (5.7)で示した Ĵ(β)が得られる．
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付録E 適合率―再現率（PR）曲線

図 E.1および図 E.2は異なる N に対する適合率―再現率（PR）曲線であり，図 5.4および
図 5.5を別の形式で表現したものである．5.4.3節において，各手法のパラメータは推定値の
高い上位 8,000件のNグラムを使用して選ばれた．ゆえに，適合率―再現率曲線も上位 8,000
件の Nグラムのみを用いて描かれる．これらの曲線は横軸を再現率，縦軸を適合率としたグ
ラフ上に描かれる．各曲線上にあるマーカーはランク 1,000，2,000，…，8,000となる点を表
している．あるランクにおいて横軸と縦軸が共に大きい（すなわち，高い再現率と適合率を
持つ）手法が，そのランクでの最良の手法となる．
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図 E.1: 適合率―再現率曲線（N = 2）
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図 E.2: 適合率―再現率曲線（N = 4）
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