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f 分離可能ブレグマン歪み尺度に基づく機械学習アルゴリズムの拡張と統
計的性質の解明

要旨
近年，コンピュータの発達によるインターネットの普及やセンサの高集積化による IoT
（もののインターネット）の普及により，収集されるデータが大規模化しており，そのデー
タを有効に活用するための手法が求められている．その手法として、機械学習法が様々な
応用で用いられている．機械学習は与えられたデータから，学習を行い未知データの予測
や潜在構造の抽出を行う．しかしながら，実際のデータにはヒューマンエラーや機器の故
障などの様々な原因により，外れ値と呼ばれる学習に悪影響を与えるデータが含まれる．
外れ値の対処のためには，外れ値を除外して学習を行うことが考えられるが，その場合に
は外れ値とは何かがわかっていなければならない．データを実際に見て，外れ値を除外す
るのも一つの方法かもしれないが，データ数や次元が大きな場合にはそのようなことは困
難である．外れ値に対処するための方法は，古くからロバスト統計の分野で研究されてき
た．特に，近年における主流は，外れ値に頑健なダイバージェンスと呼ばれる確率分布間
の乖離度を測る指標を用意し，そこからアルゴリズムを構築するといった手順である．こ
のダイバージェンスには，β，γ ダイバージェンスがよく使用されているが，推定量の一
致性のために解析的計算が困難となるバイアス補正項を含む．本研究では，外れ値に頑健
かつ計算コストが低く簡便な機械学習アルゴリズムの構築を目的とする．具体的には，情
報理論の分野で提案された f 分離可能歪み尺度とブレグマンダイバージェンスを組み合
わせた f 分離可能ブレグマンダイバージェンス歪み尺度に基づく推定法を考案し，機械学
習アルゴリズムへの適用とその統計的な性質を調査した．まず，3章で f 分離可能ブレグ
マン歪み尺度に基づく推定法を構築した．4章では，外れ値に対する頑健性の評価指標の
一つである影響関数を導出し，影響関数の有界性が成り立つための関数 f の条件について
議論した．5章では，バイアス補正項なしに推定量の一致性の必要条件である推定方程式
の不偏性が成り立つための条件について議論した．6章と 7章にて，ディリクレ過程平均
法と非負値行列分解をそれぞれ f 分離可能ブレグマン歪み尺度に基づくアルゴリズムに
一般化し，数値実験によってその性能評価を行った．8章では本論文の総括を行った．
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Machine Learning Algorithms for f -Separable Bregman Distortion
Measures and Analysis of Statistical Properties

Abstract

In recent years, with the spread of the Internet by the development of computers and the
spread of the IoT (Internet of Things) by the high integration of sensors, the amount of data
collected has become large, and methods for effectively utilizing the data are required. For
such a purpose, machine learning methods are used in various applications. Machine learning
learns from given data, predicts unknown data, and extracts latent structures. However, the
actual data includes data called outliers, which adversely affect learning due to various causes
such as human error and equipment failure. In order to deal with outliers, it is conceivable
to exclude outliers for learning, but in that case, it is necessary to know what the outliers are.
It may be one way to actually look at the data and exclude outliers, but it is difficult to do
so when the number of data and the dimensions are large. Methods for dealing with outliers
have long been studied in the field of robust statistics. In particular, the mainstream in recent
years is the procedure of preparing an index for measuring the degree of deviation between
probability distributions called divergence, which is robust against outliers, and constructing
an algorithm from it. β and γ divergences are often used for this divergence, but they include
a bias correction term that makes analytical calculations difficult for the consistency of the
estimators. The purpose of this study is to construct a simple machine learning algorithm
that is robust against outliers and has low computational cost. Specifically, we devised an
estimation method based on the f -separable Bregman divergence distortion measures, which
is a combination of the f -separable distortion measures and Bregman divergence proposed
in the field of information theory, and introduced it to machine learning algorithms. We
investigated the application and its statistical properties. First, in Chapter 3, we construct an
estimation method based on f -separable Bregman distortion measures. Second, in Chapters
4 and 5, we discuss robustness against outliers and the condition of unbiased estimation
equation as a necessary condition for the consistency of the estimator, respectively. Third, in
Chapters 6 and 7, for the Dirichlet process means and non-negative matrix factorization are
generalized to algorithms based on f -separable Bregman distortion measures, respectively,
and their performance is evaluated by numerical experiments. Finally, Chapter 8 summarizes
this thesis.
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1

第 1章

はじめに

1.1 研究背景と目的
近年，コンピュータの発達によるインターネットの普及やセンサの高集積化による IoT

（もののインターネット）の普及により，収集されるデータが大規模化しており，そのデー
タを有効に活用するための手法が求められている．その手法として、機械学習法が様々な
応用で用いられている．機械学習は与えられたデータから，学習を行い未知データの予測
や潜在構造の抽出を行う．しかしながら，実際のデータにはヒューマンエラーや機器の故
障などの様々な原因により，外れ値と呼ばれる学習に悪影響を与えるデータが含まれる．
外れ値の対処のためには，外れ値を除外して学習を行うことが考えられるが，その場合に
は外れ値とは何かがわかっていなければならない [4]．データを実際に見て，外れ値を除
外するのも一つの方法かもしれないが，データ数や次元が大きな場合にはそのようなこと
は困難である．外れ値に対処するための方法は，古くからロバスト統計の分野で研究され
てきた [5][6][7]．特に，近年における主流は，外れ値に頑健なダイバージェンスと呼ばれ
る確率分布間の乖離度を測る指標を用意し，そこからアルゴリズムを構築するといった手
順である．このダイバージェンスには，β，γ ダイバージェンス [8][9]がよく使用されて
いるが，推定量の一致性のために解析的計算が困難となるバイアス補正項を含む．バイア
ス補正を考慮せずに外れ値に頑健な推定を行えてかつ，推定量の一致性の必要条件が成り
立つための条件が調べられたりしているが応用上ではほぼ利用されていない [10]．
機械学習アルゴリズムの多くは，目的関数の最小化によってパラメータの最適化を行

う．この目的関数は，最尤推定における対数尤度から得られることが多いが，最尤推定の
構造上，外れ値に弱い．この対処には上記で説明した方法や，目的関数自体を外れ値に頑
健なものに置き換えてしまう，M推定と呼ばれる方法がある [5][6][7]．一方で，目的関数
は情報理論の分野においては歪み尺度として解釈できる．近年，情報理論の分野で標準的
に利用される平均歪みを一般化する歪み尺度として f 分離可能歪み尺度が提案され，歪み
ありデータ圧縮の限界を示すレート歪み関数が解析された [11]．本研究では，この f 分
離可能歪み尺度と基底の歪み尺度としてブレグマンダイバージェンスと呼ばれるデータの
ドメインに対して柔軟な尺度を用いた推定法を考案し，統計的性質を調査する．また，機
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械学習アルゴリズムに適用しその有効性を確認する．

1.2 本論文の構成と概要
本論文の構成を以下に述べる．2 章では本論文の中心概念であるブレグマンダイバー
ジェンスと標準指数型分布族の関係や歪み尺度などの基礎概念について紹介する．3章で
は，f 分離可能ブレグマン歪み尺度に基づく推定法を構築し，関数 f の選択に対応する推
定法の振る舞いについて述べる．4章と 5章では，f 分離可能ブレグマン歪み尺度に基づ
く推定法の統計的性質について議論する．4章では，影響関数を導出し，外れ値に対する
頑健性の評価を行い，関数 f の具体例ごとに影響関数の有界性を評価する．5章では，バ
イアス補正項を必要とせずに推定量の一致性の必要条件である推定方程式の不偏性が成り
立つための条件について議論し，外れ値の割合が大きい場合において潜在バイアスを任意
に最小化できる可能性を議論する．6章と 7章では，f 分離可能ブレグマン歪み尺度に基
づく推定法をクラスタリングアルゴリズムの一種であるディリクレ過程平均法と非負値行
列分解に適用し，計算効率の優れたアルゴリズムを構築し数値実験によりその性能を調査
する．8章では，本論文の内容を総括し，今後の展望を述べる．
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基礎概念

機械学習アルゴリズムの多くは，次のような目的関数の最小化によってパラメータ推定
を行う．

n∑
i=1

d(xi, θ) (2.1)

情報理論の観点からは dは歪み尺度と呼ばれる [12][13]．歪み尺度 dは，与えられるデー
タに対して適切に選択する必要がある．例えば，データが実数値の場合には二乗距離が
データが [0, 1]から与えられている場合には交差エントロピーが用いられる．このデータ
と歪み尺度との対応の背後には，歪み尺度を選択したときに暗黙的に仮定した確率モデル
からの最尤推定に由来する．

2.1 最尤推定
本節では，簡単のためにデータサンプル及びパラメータを一次元の場合に限定して説明

を行う．

2.1.1 定義
データサンプル xn = {x1, · · · , xn}，xi ∈ R が与えられたときにそのデータの生成

分布 q(x) を推定する問題を考える．今，データの生成分布は未知パラメータ θ によっ
て p(x|θ) のようにモデル化できるものとし，データサンプルに独立同分布性を仮定す
る．すなわち，Xi ∼ p(X|θ)である．このとき，各データサンプルに関する同時確率密度
p(xn|θ) =

∏n
i=1 p(xi|θ)を考える．これを尤度関数と呼び，尤度関数の最大化によってパ

ラメータ θを推定することを最尤推定，最尤推測と呼ぶ．この方法によって求められる推



4 第 2章 基礎概念

定量パラメータ θ̂ を最尤推定量と呼ぶ．

θ̂ = argmax
θ

n∏
i=1

p(xi|θ)

= argmax
θ

log
n∏

i=1

p(xi|θ)

= argmax
θ

n∑
i=1

log p(xi|θ)

= argmin
θ

n∑
i=1

[− log p(xi|θ)] (2.2)

ここで，負の対数尤度 − log p(xi|θ)が歪み尺度 dに対応する．予測分布は，p(x|θ̂)で与
えられる．

例：ガウス分布の位置パラメータ推定に対応する二乗距離
今，データサンプル xn が与えられたとし，パラメトリックモデルに次のようなガウス
分布を仮定する．

p(x|θ) = 1√
2π

exp

(
− (x− θ)2

2

)
このとき，最尤推定量は次のように二乗距離の最小化によって与えられることがわかる．

θ̂ = argmin
θ

n∑
i=1

[− log p(xi|θ)]

= argmin
θ

n∑
i=1

[
1

2
log(2π) +

1

2
(xi − θ)2

]

= argmin
θ

n∑
i=1

(xi − θ)2

このことを言い換えると，二乗距離の最小化によって定式化を行うとき，データの生成分
布にガウス分布を仮定していることを意味する．より一般には，ある歪み尺度 d の最小
化によってパラメータ推定を行うとき，なんらかのデータ生成分布を仮定しているとい
える．

2.1.2 KLダイバージェンスと最尤推定
二つの確率分布 q(x)と p(x)に対して，KL(Kullback Leibler)ダイバージェンスは次式
で定義される．

KL(q||p) =
∫
R
q(x) log

q(x)

p(x)
dx

確率変数が離散であるときは，積分は総和に置き換えて同じように定義される．KLダイ
バージェンスは次の性質を満たす．
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定義 2.1 (ダイバージェンスの定義*1 )

1. D(q||p) ≥ 0 (非負性)
2. D(q||p) = 0⇔ q(x) = p(x) (a.e.) (非退化性)

KLダイバージェンスは二つの確率密度関数の乖離度を測る指標であり，距離の二乗の量
に対応するが，距離の公理のうち対称性と三角不等式を満たさないため距離ではない．こ
こで，(2.2)から

θ̂ = argmin
θ
− 1

n

n∑
i=1

[log p(xi|θ)]

P−→ argmin
θ
−Eq(x) [log p(x|θ)]

= argmin
θ
−Eq(x) [log p(x|θ)] + Eq(x) [log q(x)]

= argmin
θ

KL(q(x)||p(x|θ))

となる．つまり，最尤推定は漸近的にデータからの経験分布と確率モデルの間の KLダイ
バージェンスを最小化している．ダイバージェンスと最尤推定の関係について詳しくは
[14][4]を参照されたい．なお，厳密にはここでの確率収束 P が成り立つためにはいくつ
かの正則条件が必要である．詳しくは，[15]を参照のこと．

2.2 ブレグマンダイバージェンス最小化と標準指数型分布族
に基づく最尤推定

前節で，最尤推定の観点から歪み尺度 dには対応する確率分布が存在することを説明し
た．次に，本論文全体で重要な概念となるブレグマンダイバージェンスと対応する確率分
布である標準指数型分布族について説明する．

定義 2.2 (ブレグマンダイバージェンス)微分可能な狭義凸関数を ϕ : Rd → R，その勾配
ベクトルを ∇ϕ，内積を ⟨·, ·⟩と表し，ブレグマンダイバージェンスは次式で定義される．

dϕ (x,θ) ≜ ϕ(x)− ϕ(θ)− ⟨x− θ,∇ϕ(θ)⟩ (2.3)

ブレグマンダイバージェンスは定義 2.1を満たす．なお，ブレグマンダイバージェンスを
用いて二つの確率分布間の乖離度を測ることもできるが，本論文ではベクトルもしくはス
カラ間の乖離度を測るものとする．ブレグマンダイバージェンスはよく用いられる歪み尺
度を特別な場合として含む．表 2.1に代表例を示す．

*1 ここでは，乖離度を測る対象に確率分布 pと q を示したが，測る対称がベクトルや行列，関数であっても
この二つの条件を満たすならばダイバージェンスと呼ばれる．
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(2.1) のように歪み尺度 d をブレグマンダイバージェンス (2.3) とした目的関数を考
える．

1

n

n∑
i=1

dϕ(xi,θ) (2.4)

このときパラメータ θ の推定量は，データサンプルの算術平均として

θ̂ =
1

n

n∑
i=1

xi

で与えられる．また，ブレグマンダイバージェンス (2.3)の算術平均に関する最小化を最
尤推定の問題として解釈すると，対応する確率分布は標準指数型分布族と呼ばれ，次式で
与えられる．ここで，rϕ(x)は狭義凸関数 ϕより一意に決まる関数を表す．

p(x|θ) = rϕ(x) exp (−dϕ (x,θ)) (2.5)

パラメータ θ は，期待値パラメータと呼ばれ，

θ = E [X]

を満たす．

2.3 M推定
最尤推定は，得られる推定量が適当な正則条件のもとで一致性や漸近正規性などの望ま

しい性質を持つが，外れ値の混入や想定した確率モデルからのズレに対して脆弱であるこ
とが知られている．ロバスト統計の分野では，外れ値の悪影響を抑えるための推定法が研
究されており，その代表例に M推定がある．最尤推定では，仮定した確率モデルの負の
対数尤度関数 (2.2)を最小化するが，M推定では，これを外れ値に頑健な一般の損失関数∑n

i=1 ρ(xi,θ)に取り換えるという推定法である [6]．すなわち，

θ̂ = argmin
θ

n∑
i=1

ρ(xi,θ)

によって推定を行う．この目的関数 ρ(x,θ)が最尤推定より導かれたと解釈すると，実質
的には外れ値に頑健な確率モデルを仮定した場合に対応する．例えば，ガウス分布の位置
パラメータ θ を推定する問題において，負の対数尤度に対応する二乗距離 (x − θ)2 の代
わりに，ρ(x, θ) = |x− θ|を用いる場合，推定量は中央値で与えられるため外れ値に頑健
である．一方で，|x− θ|はラプラス分布の負の対数尤度より導かれるため，仮定した確率
モデルを暗黙的に改変したといえる．また，M推定の別の定義として

n∑
i=1

ψ(xi,θ) = 0
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を満たすパラメータ θ を求める方法がある [6]．通常，推定量の一致性を保証するために
ψ 関数は推定方程式の不偏性 Ep(x|θ)[ψ(x,θ)] = 0 を満たすものが選ばれる．多くの場
合，∂ρ(x,θ)

∂θ = ψ(x,θ)を満たし，同じ推定法になる．両者を区別する場合，後者は Z推
定と呼ばれる [16]．

2.4 歪み尺度
情報理論の分野では，平均歪みと最大歪みは，次のように定義される．

1

n

n∑
i=1

d (xi,θ) (2.6)

max
1≤i≤n

d (xi,θ)

近年，平均歪みのように線形な歪み尺度の一般化として次のような f 分離可能歪み尺度が
提案された [11]．

f−1

(
1

n

n∑
i=1

f (d (xi,θ))

)
(2.7)

ここで，関数 f : R+ → R は，微分可能かつ連続狭義単調増加関数である．また，
f−1( 1n

∑n
i=1 f(zi))は算術平均の一般化になっており，f 平均やコルモゴロフ平均と呼ば

れている [17]．
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f 分離可能ブレグマン歪み尺度

3.1 目的関数の定義
関数 f(z) : R+ → R を微分可能かつ連続狭義単調増加関数とする．基底となる歪み

尺度をブレグマンダイバージェンス (2.3)とした f 分離可能歪み尺度 (2.7)は次式で表さ
れる．

f−1

(
1

n

∑
i=1

f (dϕ (xi,θ))

)
(3.1)

逆関数 f−1 が単調変換を行う関数であることに注目すると，この目的関数の最小化は次
式の最小化と等価となる．

Lf (θ) =

n∑
i=1

f (dϕ (xi,θ)) (3.2)

ここで，逆関数 f−1 を外したので関数 f の範囲を少し拡張し，微分可能かつ連続単調増
加関数とする．ただし，基本的には本論文で扱う関数 f には逆関数が存在する場合を考え
る．以降では，(3.2)を (3.1)と同一視し，f 分離可能ブレグマン歪み尺度と呼ぶ．関数 f

は以下に示すように 3種類を想定する．

↗ : 線形関数
1 : 凹関数
� : 凸関数

表 3.1に示すように関数 f の選択によって，目的関数の効果や目的関数の単調減少性，ア
ルゴリズムの実行にかかる計算量が決まる．関数 f に↗を選択すると，ブレグマンダイ
バージェンス (2.3)に関する平均歪み最小化となる．この場合，標準指数型分布族 (2.5)の
期待値 θ に関する最尤推定から導かれる目的関数 (2.4)と一致する． �を選択すると，ブ
レグマンダイバージェンス (2.3)の値が大きい歪みほど優先して最小化される．特に，関
数 f が無限大に発散する速度が速いほど最大歪み最小化に近づく．逆に，1を選択する
とブレグマンダイバージェンス (2.3)の値が小さい歪みほど優先して最小化される．すな
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表 3.1: 関数 f に対応するアルゴリズムの振る舞い

f(z) f−1(z) 振る舞い 単調減少性 計算量

↗ ↗ 平均歪み最小化 yes O(dn)
1 � 外れ値に対する頑健性 yes O(dn)

� 1 最大歪み最小化に近づく *1 *2
*1: 勾配最適化が必要
*2: 勾配最適化に依存

わち，外れ値のように他のデータ点よりも離れたデータ点の影響は小さくなる．言い換え
れば，最大歪みを最小化することと外れ値に対する頑健性はトレードオフの関係にあると
いえる．なお，目的関数 (3.2)のパラメータ θ は，基本的に仮定する確率モデルの期待値
を想定する．仮定した確率モデルが標準指数型分布族であれば，まさに期待値 θに関する
M推定の問題である．
江口らは，(3.2)と同様に凸関数 Ψを用いて，尤度を Ψ尤度へと一般化しており，外れ
値に頑健な推定量として Ψ推定量を考案している [18]．Ψ推定量は，次の 2点を重視し
ている．1点目は，外れ値に対する頑健性を得ることである．2点目は，推定方程式の不
偏性を満たすことである．そのため，目的関数には計算が複雑なバイアス補正項が含まれ
る．一方で我々は，関数 f の取り方により広い範囲を考えており，外れ値に対する頑健性
だけでなく最大歪み最小化も可能にする．また，Ψ尤度では，関数 Ψへの引数として対
数尤度を与えているのに対して，本研究では関数 f の引数にブレグマンダイバージェンス
(2.3) を与えている．定式化の段階においてはバイアス補正項を考慮してはいないが，特
定の場合においてはバイアス補正項が消滅しているという結果が得られている．このこと
は 5章で説明する．関数 f とブレグマンダイバージェンス (2.3)の組み合わせより導出さ
れるパラメータ θの更新式は，平均歪み最小化の場合と同様にデータ数の線形オーダーで
の計算を可能とする．

3.2 関数 f の例
本節では，目的関数を一般化する関数 f の具体例を示す．具体的には，一つの実パラ
メータ (β もしくは α)を含む 2種類の関数を示し，それらの関数により構成された目的関
数の振る舞いが実パラメータの変化に対応して，平均歪み最小化，最大歪み最小化，ロバ
ストな歪み尺度の最小化と変化することを説明する．
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3.2.1 累乗平均による一般化
関数を (3.3)に選ぶと，対応する f 平均は (3.4)で与えられる．

f(z) =
1

β

[
(z + a)β − 1

]
*2 (3.3)[

1

n

n∑
i=1

(zi + a)β

] 1
β

− a (3.4)

(3.4) の第 1 項は，累乗平均と呼ばれている．ここで，パラメータはそれぞれ，β ∈ R，
a ≥ 0である．パラメータ β は目的関数の振る舞いを決定し，パラメータ aはアルゴリズ
ム上の不都合を回避するためのパラメータである．表 3.2にパラメータ β に対する (3.4)
を用いた目的関数の特性と対応する関数 f を示す．
表 3.2に示した通り，β = 1の前後で目的関数の振る舞いが異なり，β < 1のときはロ

バストな特性を示し，β の値が小さいほど外れ値の影響を小さくできる．β > 1のときは
β の値が大きいほど最大歪み最小化に近づく．特に，β → ∞では，最大歪み最小化を意
味する．

3.2.2 log-sum-expによる一般化
関数を (3.5)に選ぶと，対応する f 平均は (3.6)で与えられる．

f(z) =
1

α
[1− exp (−αz)] *3 (3.5)

− 1

α
log

[
1

n

n∑
i=1

exp (−αzi)

]
(3.6)

(3.6) は，α = −1 の場合に最大値関数の微分可能な近似関数として知られており，log-
sum-exp関数と呼ばれている [20]．累乗平均による一般化の場合と同様に，目的関数の特
性を決定づける α ∈ Rをパラメータとして含む．表 3.3にパラメータ αに対する目的関
数の振る舞いと対応する関数を示す．表 3.3に示した通り，αに対する目的関数の振る舞
いは，累乗平均による一般化の場合と同様に α → 0 の前後で振る舞いが異なり，α > 0

のときロバストになり，α < 0のとき最大歪み最小化に近づく．特に，α → −∞のとき
最大歪み最小化となる．β = 1− αとおくことで累乗平均の場合 (3.4)と同様に β = 1の
前後で変わるのでまとめて議論できる．ただし，本論文における表記の都合上，関数 (3.5)
のパラメータは通常 αを用いる．

*2 Tsallis の q 対数関数 [19] lnq(z) ≜ z1−q−1
1−q

, ln(z) = limq→1 lnq(z) を用いて，ln1−β(z + a) =
1
β
[(z + a)β − 1]で表すこともできる．

*3 ln1+α (exp(z)) =
1−exp(−αz)

α
で表すこともできる．
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表
3.

2:
累
乗
平
均
に
対
応
す
る
関
数
f
と
目
的
関
数
の
振
る
舞
い

β
f
−
1
( 1 n

∑ n i=
1
f
(z

i)
)

f
(z
)

f
′ (
z
)

振
る
舞
い

β
=

1
1 n

∑ n i=
1
z i

z
+
a
−
1

↗
1

平
均
歪
み
最
小
化

β
=

0
(∏ n i=

1
(z

i
+
a
))

1 n
−
a

lo
g
(z

+
a
)

1

1
z
+
a

外
れ
値
に
対
す
る
頑
健
性

−
∞
<
β
<

0
( 1 n

∑ n i=
1
(z

i
+
a
)β
)1 β
−
a

1 β
[(
z
+
a
)β
−

1
]

(z
+
a
)β

−
1

0
<
β
<

1

1
<
β
<
∞

�
最
大
歪
み
最
小
化
に
近
づ
く

β
→
∞

m
a
x
1
≤
i≤

n
z i

最
大
歪
み
最
小
化

表
3.

3:
lo

g-
su

m
-e

xp
に
対
応
す
る
関
数
f
と
目
的
関
数
の
振
る
舞
い

α
f
−
1
( 1 n

∑ n i=
1
f
(z

i)
)

f
(z
)

f
′ (
z
)

振
る
舞
い

α
=

0
1 n

∑ n i=
1
z i

z
↗

1
平
均
歪
み
最
小
化

0
<
α
<
∞

−
1 α
lo
g
( 1 n

∑ n i=
1
ex
p
(−
α
z i
))

1
−
e
x
p
(−

α
z
)

α

1
ex
p
(−
α
z
)

外
れ
値
に
対
す
る
頑
健
性

−
∞
<
α
<

0
�

最
大
歪
み
最
小
化
に
近
づ
く

α
→
−
∞

m
ax

1
≤
i≤

n
z i

最
大
歪
み
最
小
化
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3.3 パラメータ更新アルゴリズム
本章では，3.1節で定義した目的関数を元にパラメータ θ の推定のための更新アルゴリ

ズムを構築する．まず，3.3.1節でパラメータ θ の更新式を導出し，3.3.2節にて，導出さ
れた更新式によって目的関数が単調減少することを示す．

3.3.1 更新式の導出
目的関数 (3.2) をパラメータ θ で偏微分を行い，勾配ベクトルが 0 となる停留条件よ

り，パラメータ θの更新式 (3.7)を導出した．ここで，f ′ は関数 f の微分を表す．すなわ
ち，パラメータ θ の更新式 (3.7)は，ブレグマンダイバージェンス (2.3)を引数とする f ′

の重み付き平均で与えられる．ただし，この更新式によって目的関数が単調減少するのは
関数 f が↗，1のときに限る．凸関数のときには勾配最適化やニュートン法を適用する
必要がある．その場合の更新式は付録 A.1を参照のこと．

θ =

∑n
i=1 f

′ (dϕ (xi,θ))xi∑n
j=1 f

′ (dϕ (xj ,θ))
(3.7)

3.3.2 単調減少性の保証
以下では，関数 f が1の場合，すなわち，ロバストな特性を示す場合と �の場合すな

わち，最大歪み最小化に近い特性を示す場合に分けて説明する．

凹関数の場合
関数 f が凹関数であるとき次の定理が成り立つ．

定理 3.1 関数 f が凹関数であるとき，一般のブレグマンダイバージェンス (2.3) に対し
て，(3.7)を用いたパラメータ θ の更新は目的関数を単調減少させる．

証明： パラメータ θ が，(3.7)により，θ̃ へと新しく更新されたとき，目的関数 (3.2)が
単調に減少することを示せばよい．すなわち，Lf (θ) ≥ Lf (θ̃) を示す．ここで，関数 f

と接線の間の大小関係を利用する．点 aにおける f(z)の接線 y は，次式で表される．

y = f ′(a)(z − a) + f(a)

さらに，関数 f の凹性より y ≥ f(z)であるため，次の不等式が成り立つ．

f(a)− f(z) ≥ f ′(a)(a− z) (3.8)
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よって，この不等式より以下が成り立つ．

Lf (θ)− Lf (θ̃) =

n∑
i=1

[
f (dϕ (xi,θ))− f

(
dϕ

(
xi, θ̃

))]
≥

n∑
i=1

f ′ (dϕ (xi,θ))
[
dϕ (xi,θ)− dϕ

(
xi, θ̃

)]
=

n∑
i=1

f ′ (dϕ (xi,θ))
[
ϕ(θ̃)− ϕ(θ)−∇ϕ(θ)(xi − θ) +∇ϕ(θ̃)(xi − θ̃)

]
= dϕ

(
θ̃,θ

) n∑
i=1

f ′ (dϕ (xi,θ)) ≥ 0

上記の式変形では (3.7)より

θ̃

n∑
i=1

f ′ (dϕ (xi,θ)) =

n∑
i=1

f ′ (dϕ (xi,θ))xi

を用いた． 2

定理 3.1より，ただちに次の系が成り立つ．

系 3.1 累乗平均による一般化 (3.4)，もしくは log-sum-exp 関数による一般化 (3.6) によ
り，目的関数が構成されているとき，次のことがいえる．累乗平均による一般化と log-
sum-exp関数による一般化のそれぞれの場合について β ≤ 1もしくは α ≥ 0の場合に一
般のブレグマンダイバージェンス (2.3)に対して，(3.7)を用いたクラスタ中心の更新は目
的関数を単調減少させる．

もし，関数 f が f(0) > −∞を満たすなら，パラメータ θ の更新は有限界の反復で終
了する．ここで，tをパラメータ θが更新された回数，そのときのパラメータ θを θ(t) と
し，対応する目的関数を Lf

(
θ(t)
)で表すとする．このとき，目的関数列 {Lf

(
θ(t)
)}∞

t=0

は，ある有限値に収束する．なぜなら，定理 3.1の単調減少性と目的関数に対する下限の
存在，つまり Lf

(
θ(t)
)
≥
∑n

i=1 f(0) > −∞からいえる．以上より，次が成り立つ．

lim
t→∞

Lf

(
θ(t)
)
− Lf

(
θ(t+1)

)
= 0

言い換えると，次のように書き直すことができる．

∀δ > 0, ∃t∗ ∈ N : Lf

(
θ(t∗)

)
− Lf

(
θ(t∗+1)

)
< δ

つまり，パラメータ θの更新アルゴリズムは，ある閾値 δ に対して有限回の反復で収束す
ることを意味している．
本節で述べたパラメータ更新アルゴリズムは，後で述べる一般化 DP-means法の部分問
題となっており，クラスタ中心の更新に対応する．定理 3.1の証明は，ei-means(ε = 0)[21]
の単調減少性の一般化にあたり，f(z) = √z かつ，dϕ (x,θ) = ∥x− θ∥2 である場合に対
応している．また，定理 3.1の証明は，MMアルゴリズムとしても解釈できる [22]．
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凸関数の場合
次に，関数 f が凸関数である場合について説明する．目的関数 (3.2)が最大歪み最小化

に近い特性を示すとき，すなわち，関数が凸であるとき，パラメータ θ を (3.7)によって
更新すると，目的関数の値は振動してしまい単調減少しない．したがって，最急降下法や
ニュートン法などの勾配降下最適化を適用する必要がある．歪み尺度が一般のブレグマ
ンダイバージェンス (2.3)である場合，θ を計算する問題は一般には凸最適化問題とはな
らないので，勾配は必ずしも降下方向にあるとは限らない．しかし，単調減少性は，修正
ニュートン法のような勾配の降下方向に更新するアルゴリズムを使用することによって，
一般のブレグマンダイバージェンス (2.3)に対しても保証される．ただし，二乗距離のよ
うな距離の公理のうち対称性 dϕ(x,θ) = dϕ(θ,x)を満たす場合，θ を計算する問題は凸
最適化問題に帰着するため，勾配方向は必ず降下方向となる [23][20, 3.2節]．勾配最適化
を適用した場合，計算オーダーは O(dn)であり，コレスキー分解を用いたニュートン法
を適用した場合にはO(d2n)である．いずれの場合にしても，データ数の線形オーダーを
保ったパラメータ更新が可能である．

3.4 まとめ
本章では，単調増加関数 f とブレグマンダイバージェンス (2.3)を組み合わせた目的関

数を定義し，その最小化によるパラメータ推定について議論した．この目的関数を f 分
離可能ブレグマン歪み尺度と呼ぶ．本論文で想定する関数 f は，線形関数，凹関数，凸
関数の 3種類に大別され，その選択に対応して平均歪み最小化，外れ値に対する頑健性，
最大歪み最小化のように目的関数の振る舞いが変化することを説明した．f 平均との関連
より，関数 f には関数の形状を変化させるための実数パラメータを持つ 2 種類の関数族
を導入した．また，パラメータ更新式を導出し，関数の形状ごとに目的関数の単調減少性
について議論した．外れ値に対する頑健性については次章以降で詳しく述べる．本章で定
義した目的関数は最も単純な場合であり，機械学習アルゴリズムへと適用することで拡
張が容易である．特に，本章で得たパラメータ更新アルゴリズムは 6 章で述べる一般化
DP-means法の部分問題として登場する．
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第 4章

影響関数の解析

4.1 はじめに
前章においては，関数 f を凹関数に取ることで外れ値に対する頑健性が得られると説明

した．しかしながら，データ中に混入する外れ値に対してどの程度頑健であるかは未だ明
らかではない．外れ値に対する頑健性を評価する指標には，少量の外れ値の混入が推定へ
と及ぼす影響をを表した影響関数や推定量が破綻しないように対応可能な外れ値の割合を
示す破局点などが知られている [5][6][7]．例えば，あるデータ点 x∗ において影響関数が
無限大に発散しているならば，x∗ の混入によって推定量は破綻し外れ値に頑健とはいえ
ない．言い換えると，すべてのデータ点 x∗ において影響関数が有界ならばその推定量は
外れ値に頑健といえる．本章では，影響関数を導出し一般化した目的関数がどの程度外れ
値に頑健であるかを評価する．なお，以下では有限データサンプルによって表現される感
度曲線を評価するが，これを特に区別せずに影響関数と呼ぶ．

4.2 一般の関数 f に対する影響関数の導出
本節における影響関数の導出は，トータルブレグマンダイバージェンスの影響関数の

導出を参考にしている [24][25]．今，m個のデータ xm = {x1, . . . ,xm}が与えられてお
り，このとき推定されたパラメータを θ とする．xm に対して，外れ値 x∗ が混入したと
き，xm+1 = {x1, . . . ,xm,x

∗}に対して，新しいパラメータ θ̃ が計算される．δη を外れ
値の混入に対する推定量の差，

θ̃ − θ = δη

とする．影響関数 IF(x∗)は
IF(x∗) = m · δη (4.1)

で与えられる．このとき，更新されたパラメータ θ̃ は，
1

m+ 1

m∑
i=1

f
(
dϕ

(
xi, θ̃

))
+

1

m+ 1
f
(
dϕ

(
x∗, θ̃

))
(4.2)
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を最小にする．ここで，古いパラメータ θ の周りで 2 次の項までテイラー展開をす
る．このとき，θ は∑m

i=1 f (dϕ (xi,θ)) を最小にするので，(4.2)の第 1項の δη の項は∑m
i=1 ∇f (dϕ (xi,θ)) = 0となる．また，(4.2)第 2項の δη2 の項を展開すると次のよう

になる．
1

m+ 1
δηT∇∇f (dϕ (x

∗,θ)) δη

=
1

m+ 1

1

m2
IFT(x∗)∇∇f (dϕ (x

∗,θ)) IF(x∗) = O(m−3)

したがって，第 2 項は m が大きいとき無視できる．ここで，∇ は θ に関する勾配を表
す．このことを踏まえて，δη に関して残った項を整理すると，

1

m+ 1

[
1

2
δηTGδη +∇f (dϕ (x

∗,θ)) δη

]
(4.3)

G =

m∑
i=1

∇∇f (dϕ (xi,θ))

となる．(4.3) を δη に関して平方完成したとき，最小にする δη が求まる．そのとき，
(4.1)より影響関数は

IF(x∗) = −mG−1∇f (dϕ (x
∗,θ)) (4.4)

となる．(4.4)は，実質的にM推定における影響関数と同様の式である [6]．また，Gは
外れ値に無関係であるので，

−∇f (dϕ (x
∗,θ)) = − f ′ (dϕ (x∗,θ))∇dϕ (x

∗,θ)

= f ′ (dϕ (x
∗,θ)) (∇∇ϕ (θ) (x∗ − θ))

(4.5)

を評価すればよい．つまり，影響関数は関数 f とブレグマンダイバージェンス (2.3)を構
成する凸関数 ϕにより決定される．したがって，(4.5)のノルムが有界であれば，外れ値
に頑健といえる．

4.3 有界性のための必要条件
定理 4.1 関数 f に関して，次式はすべての x∗ で影響関数が有界であるための必要条件を
与える．

lim
z→∞

f ′(z) = 0 (4.6)

証明： パラメータに関して，∥θ∥ < ∞ を仮定すると外れ値のノルム ∥x∗∥ が大きいと
き dϕ (x

∗,θ)の値は大きい．関数 f(z)が線形関数 (↗)もしくは凸関数 ( � )であるとき，
f ′(z)はそれぞれ定数もしくは z に関して単調増加関数となる．そのような場合，∥x∗∥の
増加に伴って，(4.5) のノルムは際限なく大きくなる．つまり，影響関数は有界ではない
ことがわかる．外れ値のノルム ∥x∗∥が大きいときに (4.5)のノルムを小さくするために
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は，f ′(z)は単調減少関数の必要がある．関数 f が凹関数 (1 )のときのみ，この条件を満
たす．もし，f ′(z)が (4.6)を満たさない場合，(4.5)のノルムは ∥x∗∥ → ∞ときに無限大
に発散する．したがって，関数 f(z)は (4.6)を満たす必要がある． 2

注意 4.1 本論文では，関数 f は線形関数，凸関数，凹関数の 3種類のいずれかを想定して
いる．したがって，外れ値に対する頑健性を得るためには関数 f は凹関数の部分クラスに
制限される．しかし，凹関数ではない場合でも定理 4.1の条件を満たすならば外れ値に対
する頑健性が得られる．例えば，シグモイド関数は凹関数ではないが，外れ値に対する頑
健性を得ることができる．

注意 4.2 関数 f の選択によっては， x∗ = θ の周辺で (4.5)の要素 f ′ (dϕ (x
∗,θ))が発散

することがある．このような場合でも，ある定数 δ に対して dϕ (x
∗,θ) > δ を満たすよう

な x∗ の範囲を考えることで定理 4.1は影響関数の有界性のための必要条件を与える．

(4.5)のノルムが無限大に発散しうる状況は，f ′ (dϕ (x∗,θ))→∞もしくは ||x∗|| → ∞で
あるが，定理 4.1の条件のもとでは ||x∗|| → ∞を満たす場合を除いて有界であることが
わかる．したがって，以降では外れ値のノルムがとても大きいとき，すなわち ||x∗|| → ∞
の場合を考える．特に，望ましい性質として (4.7)が成り立つとき再下降型と呼ばれ，大
きすぎる外れ値は自動的に無視される．

lim
||x∗||→∞

||IF(x∗)|| = 0 (4.7)

以降の議論では，次の仮定 4.1を置く．

仮定 4.1 入力データの次元，推定するパラメータのノルム，凸関数の勾配ベクトルのノル
ムは有限値をとるとする．すなわち，d <∞， ∥θ∥ <∞，∥∇ϕ(θ)∥ <∞である．また，
ブレグマンダイバージェンス (2.3)は，入力データの各次元 j ∈ {1, · · · , d}に関して，次
が成り立つものとする．

|x∗(j)| → ∞ ⇒ dϕ (x
∗,θ)→∞ (4.8)

x̃ = (θ(1), · · · , θ(j−1), x∗(j), θ(j+1), · · · , θ(d))T ⇒ dϕ(x̃,θ) ≤ dϕ(x∗,θ) (4.9)

ブレグマンダイバージェンス (2.3)が次元 dに対して加法的に定義されている場合， (4.8)
と (4.9) が成り立つ．以降では，この仮定のもとで ∥x∗∥ → ∞ の状況を議論する．ただ
し，二項項分布に対応するブレグマンダイバージェンスなどのいくつかの場合では，外れ
値は発散しない．この場合でも，有限の x∗ の場合における影響関数の動作を調べること
ができる．付録 A.2.では，そのような場合における (4.5)の例を図示している．
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4.4 累乗平均による一般化の場合
(4.5)と (3.3)より，累乗平均の場合における影響関数の有界性の評価には次式を確認す
ればよい．

lim
∥x∗∥→∞

∥∥∥∥∥∇∇ϕ (θ) (x∗ − θ)

[dϕ (x∗,θ) + a]
1−β

∥∥∥∥∥
定理 4.2 累乗平均に対応する関数 (3.3)による一般化の場合には，β < 0のとき一般のブ
レグマンダイバージェンス (2.3)に対して再下降性が成り立つ．

定理 4.2の証明は付録 A.3.2を参照のこと．しかし，0 ≤ β < 1の場合には一般のブレグ
マンダイバージェンス (2.3)に対して影響関数の評価はできない．以下では，ブレグマン
ダイバージェンスの具体例を挙げて影響関数について調べる．
β ダイバージェンス（以降では，パラメータは αとする）は，ブレグマンダイバージェ
ンス (2.3)のサブクラスであり，α = 0の場合に板倉斎藤距離，α = 1の場合に一般化 KL
ダイバージェンス，そして α = 2の場合に二乗距離を特別な場合として含む [26]．β ダイ
バージェンスと対応する凸関数は，それぞれ，(4.10)と (4.11)で与えられる．凸関数は，
パラメータ αが 0をのぞく正の偶数の場合に，定義域を Rとし，それ以外では，R++ と
する．

dα (x, θ) =


x
θ − log

(
x
θ

)
− 1 (α = 0)

x log
(
x
θ

)
− (x− θ) (α = 1)

xα+(α−1)θα−αxθα−1

α(α−1) (otherwise)

(4.10)

ϕα(x) =


− log x+ x− 1 (α = 0)

x log x− x+ 1 (α = 1)
xα

α(α−1) −
x

α−1 + 1
α (otherwise)

(4.11)

データが多次元の場合には，ブレグマンダイバージェンス (2.3)と対応する凸関数は，次
のように次元に関して加法的に定義される．

dϕ (x,θ) =

d∑
j=1

dα(x
(j), θ(j))

ϕ(x) =

d∑
j=1

ϕα(x
(j))

β ダイバージェンスに対して，影響関数を計算したところ，α と β に関して，以下の条
件によって，影響関数が発散，有界，再下降型と分けられることがわかった．詳細は付
録 A.3.2を参照のこと．具体的には，図 4.1に示す．図 4.1より，影響関数の発散と再下
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図 4.1: 累乗平均による一般化に対する β ダイバージェンスのロバスト性（図中の αは β

ダイバージェンスのパラメータを表し，β は累乗平均のパラメータを表す）

降性の境界線では，有界性が成り立つ．この境界線は，α = 1の点をのぞき連続であり，
α→∞のときに β = 1へと漸近する．

α < 1 :


β > 0 ⇒ ∥IF(x∗)∥ is divergent
β = 0 ⇒ ∥IF(x∗)∥ is bounded
β < 0 ⇒ ∥IF(x∗)∥ is redescending

α = 1 :

{
β > 0 ⇒ ∥IF(x∗)∥ is divergent
β ≤ 0 ⇒ ∥IF(x∗)∥ is redescending

α > 1 :


β > 1− 1

α ⇒ ∥IF(x∗)∥ is divergent
β = 1− 1

α ⇒ ∥IF(x∗)∥ is bounded
β < 1− 1

α ⇒ ∥IF(x∗)∥ is redescending

4.5 log-sum-expによる一般化の場合
(4.5)と (3.5)より，log-sum-expの場合における影響関数の有界性の評価には次式を確

認すればよい．

lim
∥x∗∥→∞

∥∥∥∥ ∇∇ϕ(θ)(x∗ − θ)

exp (−αdϕ (x∗,θ))

∥∥∥∥
定理 4.3 log-sum-expに対応する関数 (3.5) による一般化の場合には，α > 0 のとき一般
のブレグマンダイバージェンス (2.3)に対して再下降性成り立つ．

定理 4.3の証明は付録 A.3.3を参照のこと．定理 4.3は推定されたパラメータ θ は，ブレ
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グマンダイバージェンス (2.3)に依存せず外れ値に頑健ならば必ず再下降性が成り立つこ
とを示している．
以上より，f 分離可能ブレグマン歪み尺度への一般化は，関数 f の取り方が非常に重要
であり，その取り方によっては外れ値に対する頑健性が大きく異なることがわかる．

4.6 考察：トータルブレグマンダイバージェンス
本論文では，関数 f とブレグマンダイバージェンス (2.3)を前提として議論を進めてき
た．しかしながら，関数 f の引数としてブレグマンダイバージェンスの代わりにトータ
ルブレグマンダイバージェンスを用いた場合も同様の議論をすることができる．トータル
ブレグマンダイバージェンスはデータ中における座標軸の回転に対して不変であることが
知られており，平均歪み最小化に基づく推定量が外れ値に対して頑健であることが示され
ている [24]．また，ブレグマンダイバージェンスが標準指数型分布族と全単射の関係にあ
るように，トータルブレグマンダイバージェンスはリフティッド指数型分布族と対応す
る [27]．トータルブレグマンダイバージェンスは定数を c > 0 として次式で定義される
[24][25]．

tBD (x,θ) ≜ dϕ(θ,x)√
1 + c2∥∇ϕ(x)∥2

c = 1の場合は，トータルブレグマンダイバージェンスの提案論文の定義に一致し [24]，
c = 0の場合は，ブレグマンダイバージェンス (2.3)の引数を入れ替えた場合に一致する．
基底となる歪み尺度 dにトータルブレグマンダイバージェンスを用いたとき，目的関数は
次式で与えられる．

Lf (θ) =

n∑
i=1

f(tBD(xi,θ)) (4.12)

このとき，パラメータ θ の更新式は以下のように与えられる．

θ = (∇ϕ)
−1

(∑n
i=1 wi∇ϕ(xi)∑n

j=1 wj

)
(4.13)

wi =
f ′(tBD(xi,θ))√
1 + c2∥∇ϕ(xi)∥2

(4.14)

なお，(∇ϕ)
−1 は∇ϕの逆関数を表す．目的関数の単調減少性については 3.3.2節と同じ

ように議論できる．関数 f が凹関数である場合，目的関数の単調減少性（定理 A.1）が成
り立つ．定理と証明は付録 A.4.1 を参照のこと．関数 f が凸関数である場合には，歪み
尺度 dにブレグマンダイバージェンス (2.3)を用いた場合と異なり，いつでも凸最適化問
題となるため勾配最適化やニュートン法などを用いることで大域的最適化が可能である
[23][20, 3.2 節]．これは，ブレグマンダイバージェンス (2.3) の引数が逆になっている場



4.7 まとめ 23

合，すなわち∑n
i=1 dϕ(θ，x)の θ に関する最適化問題が凸最適問題となることからいえ

る [23]．また，ニュートン法を用いた場合の更新式は付録 A.1に示した．影響関数は，本
章の議論と同じように導出することができる（付録 A.4.2）．影響関数の有界性に関する定
理として以下が成り立つ．

定理 4.4 関数 f に関して，以下の条件 1はすべての x∗ で影響関数が有界であるための必
要十分条件を与え，条件 2は再下降性を満たすための必要十分条件を与える．

1. f ′(z)は単調減少関数である． ⇐⇒ f(z)が線形関数もしくは凹関数である．
2.

lim
z→∞

f ′(z) = 0 (4.15)

定理 4.4の証明は A.4.3を参照のこと．なお，x∗ = θ で f ′ (tBD (x∗,θ))→∞となる
ような場合の議論は，注意 4.2と同じ議論で対処可能である．ブレグマンダイバージェン
ス (2.3)の場合における影響関数の有界性に関する定理 4.1は，必要条件を与えるのに対
して，トータルブレグマンダイバージェンスの場合における定理 4.4は影響関数の有界性
に関して必要十分条件を与えることを強調しておく．

4.7 まとめ
本章では，f 分離可能ブレグマン歪み尺度に対する影響関数を導出し，外れ値に対する

頑健性を議論した．導出した影響関数から，実際には (4.5)のノルムが有界であるかどう
かを調べることによって外れ値に対する頑健性を調べることができる．影響関数が有界で
あるための必要条件を導出し（定理 4.1），影響関数の有界性が成り立つためには関数 f が
凹関数である必要を示した．さらに，3章で導入した二つの関数族のそれぞれについて影
響関数が有界となるパラメータ β と α の範囲を明らかにした．特に関数 f が (3.5) であ
るときは，外れ値に頑健となるパラメータ α > 0の範囲では，ブレグマンダイバージェン
ス (2.3)に依存せずに再下降性と呼ばれる望ましい性質が同時に成り立つことがわかった．
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第 5章

推定方程式の不偏性と関連した諸
性質

5.1 はじめに
近年では，M 推定の発展として，真の分布と仮定する確率モデルの隔たりを測るダイ

バージェンスを最尤推定に対応する KLダイバージェンスからロバストなダイバージェン
スに変更し，パラメータを推定するという方法が用いられている．基本的には，次式のよ
うにスコア関数に重みをつけた推定方程式から対応するダイバージェンスは構築される．

1

n

n∑
i=1

ξ(l(xi,θ))s(xi,θ) = Ep(x|θ) [ξ(l(x,θ))s(x,θ)] (5.1)

ここで，スコア関数 s(x,θ) = ∂l(x,θ)
∂θ とは，対数尤度 l(x,θ) = log p(x|θ)をパラメータ

に関して偏微分した関数である．この推定方程式に対応するダイバージェンスとして，β
ダイバージェンス (density power divergence)や U ダイバージェンス，Ψダイバージェン
スなどがある [8][28][18][29]．とりわけ，確率モデルのべき乗を重みとした β ダイバー
ジェンスはよく利用される．別の推定方程式の構築方法として，次式のようなスコア関数
の重みの総和が 1になるように正規化された推定方程式がある．∑n

i=1 ξ(l(xi,θ))s(xi,θ)∑n
i=1 ξ(l(xi,θ))

=
Ep(x|θ) [ξ(l(x,θ))s(x,θ)]

Ep(x|θ) [ξ(l(x,θ))]
(5.2)

この推定方程式において重みに確率モデルのべき乗を利用した推定量は，Windham に
よって提案され [30]，Jonesらによって対応するダイバージェンスが構築された [31]．そ
の後，藤澤と江口によってそのダイバージェンスは，γ ダイバージェンスと名付けられ，
外れ値の割合が大きい場合でも潜在バイアスを任意に小さくできるという性質が明らかに
された [9]．同時に，そのような性質を持つダイバージェンスは，いくつかの仮定の下では
γ ダイバージェンスのみであることが示された．この γ ダイバージェンスの持つ外れ値に
対する頑健性は，対応する正規化された推定方程式の観点から一般の重みを用いた (5.2)
の推定方程式に拡張された [32]．ここまでに述べたダイバージェンスは，基本的に非正規
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化推定方程式 (5.1)か正規化推定方程式 (5.2)から構築されているが，バイアス補正項とし
て右辺のような確率モデルのべき乗などの解析的な計算が困難な積分を必要とする．

DBME (Deviance-based M estimate)は逸脱度 (Deviance)に基づくM推定として知られ
ており，バイアス補正項を考慮していない．仮定する確率モデルが標準指数型分布族であ
る場合には，DBME と f 分離可能ブレグマン歪み尺度に基づく推定は同じ問題となる．
DBMEに関する推定は既に研究されており，推定量の一致性が成り立つための条件が示
されている [10][33]．ただし，データの生成分布が仮定した確率モデルに含まれている場
合のみを想定しているため，含まれていない場合に推定方程式の不偏性が成り立つかは議
論されていない．また，位置分布族の位置パラメータに関する M推定の問題では一般的
な条件のもとで推定量の一致性を持つことが示されている．
本章では，f 分離可能ブレグマン歪み尺度の推定方程式においてバイアス補正項を必要
とせずに不偏性が成り立つ条件を議論する．具体的には，推定に用いるブレグマンダイ
バージェンスがマハラノビス距離と板倉斎藤距離の場合にバイアス補正項を消滅させる確
率モデルと関数 f の組み合わせを特徴づける．上述のように標準指数型分布族を仮定し
た場合には，DBMEと同じ問題を考えていることになるが，本章では対応する確率モデ
ルを一般化して考えるためその結果は拡張される．結果として，推定に用いるブレグマン
ダイバージェンスが板倉斎藤距離である場合に対応する確率モデルとして板倉斎藤距離に
よって特徴づけられる確率密度関数が発見された．また，本章ではバイアス補正項が消滅
している場合を扱うため，外れ値の割合が大きい場合における潜在バイアス最小化に関す
る議論が可能となる．

5.2 ロバストダイバージェンスとの関係
f 分離可能ブレグマン歪み尺度最小化に基づく推定法と他の推定法との関係を述べる．
まず，比較のために f 分離可能ブレグマン歪み尺度の推定方程式を与えておく．目的関数
(3.2)のパラメータ θ に関する偏微分を 0とおくことにより次のように与えられる．

n∑
i=1

f ′(dϕ(x,θ))
∂

∂θ
dϕ(x,θ) = 0 (5.3)

ただし，この推定方程式は一般には不偏ではないことに注意する．また本節では，確率モ
デルに標準指数型分布族 (2.5)を仮定する．そのときスコア関数は，s(x,θ) = ∂

∂θdϕ(x,θ)

で与えられる．DBME (Deviance-based M estimator) は，逸脱度に基づく M 推定量であ
る．逸脱度は (5.4)で定義され，ρを遇関数として (5.5)の最小化によってパラメータの推
定を行う [10]．

d(x,θ) = −2[log p(x|θ)− sup
θ

log p(x|θ)] (5.4)

n∑
i=1

ρ(d
1
2 (xi,θ)) (5.5)
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また推定方程式は，重み関数を w = ρ′(z)/z として次式で与えられる．
n∑

i=1

w(d
1
2 (xi,θ))s(xi,θ) = 0

今，標準指数型分布族を仮定しているので逸脱度 (5.4)は次式で与えられる．

−2[log p(x|θ)− sup
θ

log p(x|θ)] = −2[−dϕ(x,θ)−min
θ
dϕ(x,θ)] = 2dϕ(x,θ)

したがって，確率モデルに標準指数型分布族を仮定したとき逸脱度に基づく M推定は f

分離可能ブレグマン歪み尺度最小化に基づく推定法に一致する．
次に，標準指数型分布族を仮定したときのロバストダイバージェンスを用いた場合を考

える．今，バイアス補正項が無視できたとすると推定方程式は次式で与えられる．
n∑

i=1

ξ(log p(xi|θ))
∂

∂θ
dϕ(xi,θ) = 0 (5.6)

この推定方程式と f 分離可能ブレグマン歪み尺度の推定方程式 (5.3)を比較すると，どち
らの推定方程式も重み付きスコア関数として解釈でき，その違いは重み関数の引数であ
る．標準指数型分布族を仮定したときの対数尤度は，log p(x|θ) = log rϕ(x) − dϕ(x,θ)
であることから，(5.3)と (5.6)の重み関数の引数の差は log rϕ(x)のみであることがわか
る．特に，f ′ の定義域が (−∞,∞)に拡張できたとすると重み関数 ξ と同一視することが
できる．この関係から f 分離可能ブレグマン歪み尺度において関数 f に (3.5)を用いた推
定は，非正規化推定方程式に対応する β ダイバージェンスおよび正規化推定方程式に対応
する γ ダイバージェンスの最小化に基づく推定に関連づけられる．言い換えると，確率モ
デルに標準指数型分布族を仮定したとき，関数 f を (3.5)として f 分離可能ブレグマン歪
み尺度の最小化に基づく推定は，確率モデルのべき乗に基づく推定に関連付けられる．
なお本節では，バイアス補正項を 0と仮定したが一般には成り立たない．また，本節の

議論は確率モデルに標準指数型分布族を仮定した場合であることに注意する．

5.3 推定方程式の不偏性
5.3.1 バイアス補正項の消滅条件

3章で述べた f 分離可能ブレグマン歪み尺度の最小化に基づく推定量は，一般には必要
条件である推定方程式の不偏性を満たさないため推定量の一致性を持たない．推定方程式
の不偏性を満たすためには次のようにバイアス補正項 bf (θ)を目的関数 (3.2)より引く必
要がある．

Lf (θ) =
1

n

n∑
i=1

f (dϕ (xi,θ))− bf (θ)

bf (θ) = −
∫

∇∇ϕ(θ)Ep(x|θ) [f
′ (dϕ (x,θ)) (x− θ)] dθ
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なお， ∫ ·dθ は θ に関する不定積分を表す．このとき，非正規化推定方程式は

1

n

n∑
i=1

f ′ (dϕ (xi,θ)) (xi − θ) = Ep(x|θ)[f
′ (dϕ (x,θ)) (x− θ)]

である．一方で，次の正規化推定方程式を考えてもよい．∑n
i=1 f

′ (dϕ (xi,θ)) (xi − θ)∑n
j=1 f

′ (dϕ (xj ,θ))
=

Ep(x|θ)[f
′ (dϕ (x,θ)) (x− θ)]

Ep(x|θ)[f ′ (dϕ (x,θ))]

この推定方程式は，外れ値の割合が大きい場合でも潜在バイアスを最小にできることが明
らかにされている [32]．どちらの推定方程式であっても確率モデルとブレグマンダイバー
ジェンスおよび関数 f の組み合わせごとに積分を計算する必要があるが，一般には積分が
存在しないか解析的に解けない場合が多い．本章では次の推定方程式について議論する．

1

n

n∑
i=1

f ′ (dϕ (xi,θ)) (xi − θ) = 0

すなわち，バイアス補正項 bf (θ) がパラメータ θ に依存しない場合である．言い換え
ると，

Ep(x|θ) [f
′ (dϕ (x,θ)) (x− θ)] = 0 (5.7)

を満たす場合である．このとき，推定方程式は自動的に正規化されているため，潜在バイ
アスを最小化できる可能性を持つ．
以降では，バイアス補正項が消滅するための確率モデル p(x|θ)，ブレグマンダイバー
ジェンス dϕ(x,θ)および関数 f の組み合わせを特徴づける．なお，前節では確率モデル
に標準指数型分布族を考えたが，以降で考える確率モデル p(x|θ)は一般に標準指数型分
布族に限らないことに注意すること．また，ブレグマンダイバージェンス (2.3)にはマハ
ラノビス距離と板倉斎藤距離の場合を考える．マハラノビス距離を用いて楕円分布の位置
パラメータを推定する場合には，バイアス補正項は消滅し，関数 f に関するいくつかの条
件のもとで推定量は一致性まで持つことが知られている [5]．また，対数ガンマ回帰モデ
ルの場合においてバイアス補正項が消滅することが知られている [33]．この問題は，確率
モデルをガンマ分布として推定に板倉斎藤距離を使用した場合と同等である．標準指数型
分布族を仮定した場合における DBMEにおいては，推定量の一致性が成り立つための条
件が示されているが，確率モデルが標準指数型分布族の場合に限られている．いずれの場
合においても推定方程式に主眼は置かれていない．以下では，推定方程式の不偏性に着目
することで不偏性を成り立たせるための関数 f の条件が単純な形で導出される．特に推
定に板倉斎藤距離を使用した場合には，対応する確率モデルとしてガンマ分布を特別な場
合に含む新しい確率密度関数が得られる．
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マハラノビス距離の場合
狭義凸関数を ϕ(x) = xTAxとしたとき，対応するブレグマンダイバージェンス (2.3)

は次式で与えられる．

dMah.(x,θ) ≜ (x− θ)TA(x− θ)

ここで，Aは正定値行列である．特に，Aが対角要素しか持たない場合，マハラノビス
距離は二乗距離となり，次式で与えられる．

∥x− θ∥2 =

d∑
j=1

(x(j) − θ(j))2

確率モデルとして楕円分布を仮定する．

定義 5.1 (楕円分布 [34]) 確率変数を x ∈ Rd，パラメータを θ ∈ Θ = Rd として，規格化
定数 C <∞が存在するような関数 g : R+ → R+ に対して次の確率密度関数を定義する．
ここで，正定値行列Aは局外パラメータとする．

p(x|θ) = 1

C
g((x− θ)TA(x− θ)) (5.8)

この分布には，ガウス分布，ラプラス分布，t分布などが含まれる．

定理 5.1 次式の積分が存在する関数 f と確率モデル (5.8)の組み合わせに対してバイアス
補正項なしで推定方程式の不偏性 (5.7)が成り立つ．∫ ∞

0

g(t)f ′(t)t
d−1
2 dt <∞

証明： まず，正定値行列 Aは固有値分解できるとする．つまり，A = V ΛV T である．
ここで，行列 V は直行行列，すなわち V −1 = V T であり，行列Λは，対角成分が固有値
からなる対角行列である．このことを用いてマハラノビス距離を次のように書き換える．

(x− θ)
T
A (x− θ)

= (x− θ)
T
V ΛV T (x− θ)

= yTΛy =
d∑

j=1

λjy
2
j (5.9)

ここで，y = V T (x− θ)であり，λj は対角行列 Λの j 番目の要素を表す．さらに対角
行列 Λに関して Λ =

√
Λ

T√
Λと分解できる．確率ベクトル Y が Y ∼ 1

C g(Y
TΛY )に

従うとすると，R ≥ 0を満たす確率変数 Rと d次元単位超球面上に一様分布する確率ベ
クトル U に分解できる [34]．すなわち，Y = RU

√
Λである．そのとき，E[U ] = 0が

成り立つ．推定方程式 (5.7)の左辺に楕円分布 (5.8)とマハラノビス距離 (5.9)を代入して
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以下のように展開する．

Ep(x|θ) [f
′ (dMah. (x,θ)) (x− θ)]

∝
∫
Rd

g (dMah.(x,θ)) f
′ (dMah.(x,θ)) (x− θ)dx

=

∫
Rd

g

 d∑
j=1

λjy
2
j

 f ′

 d∑
j=1

λjy
2
j

V y|V |dy

= |V |V

 d∏
j=1

1√
λj

E[U ]︸ ︷︷ ︸
0

∫ ∞

0

g(r2)f ′(r2)rddr

= 0

したがって，次式の積分が存在するならば，バイアス補正項なしに推定方程式の不偏性
(5.7)が成り立つ． ∫ ∞

0

g(r2)f ′(r2)rddr

=

∫ ∞

0

g(t)f ′(t)t
d−1
2 dt

ここで，t = r2 とおいて置換積分を用いた． 2

板倉斎藤距離の場合
狭義凸関数を ϕ(x) = − log xしたとき，対応するブレグマンダイバージェンス (2.3)は
次式で与えられる．

dIS(x, θ) ≜
x

θ
− log

x

θ
− 1 (5.10)

定義 5.2 (板倉斎藤分布) 確率変数を x ∈ R+，パラメータを θ ∈ Θ = R+ \ {0} として，
規格化定数 C が存在するような関数 g(z) : R+ → R+ に対して次の確率密度関数を定義
する．

p(x|θ) = 1

C

1

x
g(dIS(x, θ)) (5.11)

規格化定数 C はパラメータ θ に依存せず次のように表される．

C =

∫ ∞

0

1

x′
g(dIS(x

′, θ))dx′ =

∫ ∞

0

1

x
g(dIS(x, 1))dx (5.12)

ここで，x′ = x/θ とおいて置換積分を用いた．また，g ∈ L1(R+) を満たすとき，期待
値は θ で与えられる．この分布は，特別な場合として g(z) = exp(−kz)の時に形状パラ
メータ k > 0のガンマ分布を含む．詳細は，5.4.1節で述べる．
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定理 5.2 次式の積分が存在する関数 f と確率モデル (5.11)の組み合わせに対してバイア
ス補正項なしで推定方程式の不偏性 (5.7)が成り立つ．∫ ∞

0

g(t)f ′(t)dt <∞ (5.13)

証明： 推定方程式 (5.7)の左辺に板倉斎藤分布 (5.11)と板倉斎藤距離 (5.10)を代入して
以下のように展開する．

Ep(x|θ) [f
′ (dIS (x, θ)) (x− θ)]

∝
∫ ∞

0

1

x
g(dIS(x, θ))f

′(dIS(x, θ))(x− θ)dx

=

∫ θ

0

1

x
g(dIS(x, θ))f

′(dIS(x, θ))(x− θ)dx

+

∫ ∞

θ

1

x
g(dIS(x, θ))f

′(dIS(x, θ))(x− θ)dx

= θ

∫ 0

∞
g(t)f ′(t)dt+ θ

∫ ∞

0

g(t)f ′(t)dt = 0

ここで，t = dIS(x, θ)とおいて置換積分を用いた．したがって，次式の積分が存在するな
らば，バイアス補正項なしに推定方程式の不偏性 (5.7)が成り立つ．∫ ∞

0

g(t)f ′(t)dt <∞

2

■例：ガンマ分布 g(z) = exp(−kz) 関数 (3.5)の場合，(5.13)は∫ ∞

0

exp(−kz) exp(−αz)dz =
∫ ∞

0

exp(−(k + α)z)dz

となるため，積分が有界であるためには α > −kを満たす必要がある．すなわち，形状パ
ラメータ k ごとに推定方程式の不偏性を満たす α の下限が異なる．ただし，ガンマ分布
は k > 0より，外れ値に対する頑健性を持つ α > 0の範囲では定理 5.2の条件を満たす．
関数 (3.3)の場合，a > 0のとき有界な −∞ < β <∞に対して定理 5.2の条件を満たす．
a = 0の場合，0 < β <∞の範囲では定理 5.2の条件を満たすが，β ≤ 0の範囲では積分
が存在しないため定理 5.2の条件を満たさない．

3章では，関数 f は単調増加関数を仮定したが，定理 5.1，5.2はバイアス補正項なしの
推定方程式の不偏性がより一般の関数 f で成り立つことを示している．

一般のブレグマンダイバージェンスの場合
ここまでに，マハラノビス距離の場合および板倉斎藤距離の場合について，推定方程式

の不偏性が成り立つ条件を述べた（定理 5.1，定理 5.2）．ここで，マハラノビス距離の場
合で 1次元の場合を考えると，定理 5.1と定理 5.2の条件は同じであることがわかる．両
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者の共通点は，推定に用いるブレグマンダイバージェンス (2.3)によって確率モデルが定
義されていることである．この観点から，定理 5.1と定理 5.2を一般化し，一般のブレグ
マンダイバージェンス (2.3)で推定方程式の不偏性が成り立つ条件を考える．確率分布と
して以下を定義する．

定義 5.3 (連続ブレグマン分布) 確率変数を x ∈ (a, b) ⊆ R，パラメータを θ ∈ Θ ⊆ Rと
して規格化定数 C(θ) <∞が存在するような関数 g : R+ → R+ に対して次の確率密度関
数を定義する．

p(x|θ) = 1

C(θ)

ϕ′(x)− ϕ′(θ)
x− θ

g(dϕ(x, θ)) (5.14)

規格化定数 C(θ)は一般には θ に依存する．この分布は，特別な場合に一次元の楕円分布
や板倉斎藤分布を含む．また，いくつかの条件のもとで期待値は θで与えられる．詳細は
5.4.2節で述べる．

仮定 5.1

1. ζ ∈ R+ \ {0}を満たす定数 ζ と任意の θ に対して，ブレグマンダイバージェンス
(2.3)は次式を満たす．

lim
x→a

dϕ(x, θ) = lim
x→b

dϕ(x, θ) = ζ (5.15)

2. 推定に使用するブレグマンダイバージェンス (2.3)は，確率モデル (5.14)を構成す
るブレグマンダイバージェンス (2.3)と同一のものである．

定理 5.3 仮定 5.1 のもとで，次式の積分が存在する関数 f と確率モデル (5.14) の組み合
わせに対してバイアス補正項なしで推定方程式の不偏性 (5.7)が成り立つ．∫ ζ

0

g(t)f ′(t)dt <∞ (5.16)

証明： 推定方程式 (5.7) の左辺に連続ブレグマン分布 (5.14) を代入して以下のように展
開する．

Ep(x|θ) [f
′ (dϕ (x, θ)) (x− θ)]

∝
∫
R

ϕ′(x)− ϕ′(θ)
x− θ

g(dϕ(x, θ))f
′(dϕ(x, θ))(x− θ)dx

=

∫ θ

a

(ϕ′(x)− ϕ′(θ))g(dϕ(x, θ))f ′(dϕ(x, θ))dx

+

∫ b

θ

(ϕ′(x)− ϕ′(θ))g(dϕ(x, θ))f ′(dϕ(x, θ))dx

=

∫ 0

ζ

g(t)f ′(t)dt+

∫ ζ

0

g(t)f ′(t)dt = 0
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ここで，t = dϕ(x, θ)とおいて (5.15)により積分区間を変更して置換積分を用いた．した
がって，(5.16)の積分が存在するならば，バイアス補正項なしで推定方程式の不偏性 (5.7)
が成り立つ． 2

ブレグマンダイバージェンスを二乗距離（一次元の場合のマハラノビス距離）や板倉斎藤
距離とおくことで，定理 5.3より系として定理 5.1の一次元の場合と定理 5.2が得られる．

5.4 確率分布の詳細と考察
5.4.1 板倉斎藤分布
関数 g と期待値 θ および規格化定数 C の関係
定理 5.4 板倉斎藤分布を構成する関数 g と期待値 E[X]および規格化定数 C に関して以
下の関係が成り立つ．∫ ∞

0

g(t)dt <∞ ⇐⇒ Ep(X|θ) [X] = θ <∞ ⇐⇒ C =

∫ ∞

0

g(dIS(x, 1))dx <∞
(5.17)

証明： 定理 5.2から f(z) = z すると，ただちに以下が成り立つ．∫ ∞

0

g(t)dt <∞ ⇐⇒ Ep(x|θ) [(x− θ)] = 0

⇐⇒ Ep(X|θ) [X] = θ <∞ (5.18)

一方で，(5.18)を用いてから期待値の定義に従って次のように展開する．

∞ > θ = E[X] =

∫ ∞

0

1

C

1

x
g(dIS(x, θ))xdx

=
1

C

∫ ∞

0

g(dIS(x, θ))dx = θ
1

C

∫ ∞

0

g(dIS(x, 1))dx

したがって，規格化定数 C は次式を満たす必要があることがわかる．

C =

∫ ∞

0

g(dIS(x, 1))dx <∞

このとき，次の関係が成り立つ．

Ep(X|θ) [X] = θ <∞ ⇐⇒ C =

∫ ∞

0

g(dIS(x, 1))dx <∞ (5.19)

最後に (5.18)と (5.19)より，(5.17)の関係が成り立つことがわかる． 2

定理 5.17は，関数 g が ∫∞
0
g(t)dt <∞を満たす，すなわち，g ∈ L1(R+)であるとき

対応する板倉斎藤分布が存在し，その期待値は θ であることを示している．言い換える
と，期待値の存在性は関数 g にのみ依存している．同時に定理 5.17 は規格化定数 C が
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(5.12)とは異なる形で表現されることを示している．つまり，定理 5.17を満たすとき，規
格化定数 C は

C =

∫ ∞

0

1

x
g(dIS(x, 1))dx =

∫ ∞

0

g(dIS(x, 1))dx

である．なお，定理 5.4の関数 g と期待値の関係，すなわち，(5.18)は，実はより一般の
連続ブレグマン分布でも成り立つ関係である（定理 5.5）．

板倉斎藤分布の例：ガンマ分布
関数を g(z) = exp(−kz)とすると，板倉斎藤分布は形状パラメータ k > 0を既知とす
るガンマ分布になる． 1

xg(dIS(x, θ))は次式で表現できる．

1

x
g(dIS(x, θ)) =

1

x
exp (−kdIS(x, θ))

=
1

x
exp(−k

θ
x)
(e
θ

)k
xk =

(e
θ

)k
xk−1 exp

(
−k
θ
x

)
また，規格化定数 C は次式で与えられる．

C =

∫ ∞

0

1

x
exp (−kdIS(x, θ)) dx

=
(e
θ

)k ∫ ∞

0

xk−1 exp

(
−k
θ
x

)
dx

=
(e
θ

)k ( θ
k

)k

Γ(k)

=
( e
k

)k
Γ(k)

ここで，Γ(·)はガンマ関数を表す．ガンマ分布として次式が得られた．

p(x|θ) = 1

C

1

x
exp(−kdIS(x, θ))

=

(
k

e

)k
1

Γ(k)

(e
θ

)k
xk−1 exp

(
−k
θ
x

)
=

(
k

θ

)k
1

Γ(k)
xk−1 exp

(
−k
θ
x

) (5.20)

また，ガンマ分布は次のように表されることもある．

p(x|β, k) = xk−1

Γ(k)βk
exp

(
−x
β

)
パラメータ β と k はそれぞれ尺度パラメータおよび形状パラメータと呼ばれる．この場
合のガンマ分布は θ = kβ とおくことによって (5.20)と対応する．
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5.4.2 連続ブレグマン分布
関数 g と期待値 θ の関係
定理 5.5 仮定 5.1の (5.15)を満たす連続ブレグマン分布を構成する関数 g と期待値 E[X]

に関して以下の関係が成り立つ．∫ ζ

0

g(t)dt <∞ ⇐⇒ Ep(X|θ) [X] = θ <∞

証明： 定理 5.3から f(z) = z すると，ただちに以下が成り立つ．∫ ζ

0

g(t)dt <∞ ⇐⇒ Ep(x|θ) [(x− θ)] = 0

⇐⇒ Ep(X|θ) [X] = θ <∞

なお，定理 5.3より連続ブレグマン分布は仮定 5.1の (5.15)を満たす必要がある． 2

連続ブレグマン分布の例
■例：一次元楕円分布 連続ブレグマン分布 (5.14)において，ϕ(x) = x2 とおくと，一次
元の場合の楕円分布が得られる．まず，(ϕ′(x)− ϕ′(θ))/(x− θ)は次のようになる．

ϕ′(x)− ϕ′(θ)
x− θ

=
2(x− θ)
x− θ

= 2

連続ブレグマン分布の規格化定数 C(θ)は，次式で与えられる．

C(θ) =

∫ ∞

−∞
2g((x− θ)2)dx = 2

∫ ∞

−∞
g(t2)dt

したがって，連続ブレグマン分布 (5.14)より一次元の場合の楕円分布が得られた．

p(x|θ) = 1

C(θ)

ϕ′(x)− ϕ′(θ)
x− θ

g(dϕ(x, θ))

=
1

2
∫∞
−∞ g(t2)dt

2g((x− θ)2)

=
1

C
g((x− θ)2)

なお，一次元楕円分布の規格化定数 C は θ には依存せず，次式で与えられる．

C =

∫ ∞

−∞
g(t2)dt = 2

∫ ∞

0

g(t2)dt

連続ブレグマン分布の規格化定数 C(θ) と一次元楕円分布の規格化定数 C は異なること
に注意．
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■例：板倉斎藤分布 連続ブレグマン分布 (5.14)において，ϕ(x) = − log xとおくと，板
倉斎藤分布が得られる．まず，(ϕ′(x)− ϕ′(θ))/(x− θ)は次のようになる．

ϕ′(x)− ϕ′(θ)
x− θ

=
1

x− θ

(
− 1

x
+

1

θ

)
=

1

x− θ
x− θ
xθ

=
1

xθ

連続ブレグマン分布の規格化定数 C(θ)は，次式で与えられる．

C(θ) =

∫ ∞

0

1

xθ
g(dIS(x, θ))dx =

1

θ

∫ ∞

0

1

t
g(dIS(t, 1))dt

したがって，連続ブレグマン分布 (5.14)より板倉斎藤分布 (5.11)が得られた．

p(x|θ) = 1

C(θ)

ϕ′(x)− ϕ′(θ)
x− θ

g(dϕ(x, θ))

=
1

1
θ

∫∞
0

1
t g(dIS(t, 1))dt

1

xθ
g(dIS(x, θ))

=
1

C

1

x
g(dIS(x, θ))

なお，板倉斎藤分布の規格化定数 C を

C =

∫ ∞

0

1

t
g(dIS(t, 1))dt

とおいた．ここで，連続ブレグマン分布の規格化定数 C(θ)と，式展開より得られた板倉
斎藤分布の規格化定数 C は異なることに注意．（連続ブレグマン分布の表記においては規
格化定数 C(θ)は θに依存しているのに対し，板倉斎藤分布の表記では規格化定数 C は θ

に依存しない．)

5.4.3 標準指数型分布族との比較
本論文で新しく定義した連続ブレグマン分布と応用上重要な標準指数型分布族との関係
を考察する．まず，次の仮定をおく．

仮定 5.2

1. 関数 g を g(z) = exp(−z)とする．
2. すべての xで

1

C(θ)

ϕ′(x)− ϕ′(θ)
x− θ

が θ に依存しない．

命題 5.1 仮定 5.2のもとで，連続ブレグマン分布 (5.14)は標準指数型分布族 (2.5)に一致
する．

p(x|θ) = 1

C(θ)

ϕ′(x)− ϕ′(θ)
x− θ

exp(−dϕ(x, θ)) = rϕ(x) exp(−dϕ(x, θ))
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連続ブレグマン分布 標準指数型分布族(a)

(b)

(d)
(e)

(c)

図 5.1: 連続ブレグマン分布と標準指数型分布族の比較，(a) 仮定 5.2 の成り立つ分布 (b)
一次元楕円分布 (c)ガウス分布 (d)板倉斎藤分布 (e)ガンマ分布

すなわち，

rϕ(x) =
1

C(θ)

ϕ′(x)− ϕ′(θ)
x− θ

を満たす．

連続ブレグマン分布と標準指数型分布族の関係を図 5.1に示す．図 5.1のように連続ブレ
グマン分布と標準指数型分布族の共通部分となる確率分布には，ガウス分布とガンマ分布
が含まれる．ただし，仮定 5.2の条件 2が厳しいため，この条件を満たすガウス分布とガ
ンマ分布は非常に珍しい例であると考えられる．仮定 5.2の条件 1のもとで，ある狭義凸
関数 ϕに対して，連続ブレグマン分布が存在したとしても，仮定 5.2の条件 2から一般に
は，標準指数型分布族とは別の確率分布になると考えられる．

5.4.4 最尤推定に基づく目的関数との対応
確率モデルに標準指数型分布族を仮定したときに目的関数としてブレグマンダイバー

ジェンスが得られるように，本章で議論してきた楕円分布と板倉斎藤分布の部分クラスを
仮定したときに対応する目的関数として f 分離可能ブレグマン歪み尺度が得られる．関
数 g は g(z) = exp(−αf(z))，α > 0として，楕円分布と板倉斎藤分布の場合に分けて議
論する．
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■楕円分布の部分クラス 確率モデルに楕円分布の部分クラスとして次式を仮定する．

p(x|θ) = 1

C
exp(−αf((x− θ)TA(x− θ)))

このとき，最尤推定から次の目的関数が得られる．

Lf (θ) =

n∑
i=1

f((xi − θ)TA(xi − θ))

■板倉斎藤分布の部分クラス 確率モデルに板倉斎藤分布の部分クラスとして次式を仮定
する．

p(x|θ) = 1

C

1

x
exp(−αf(dIS(x, θ)))

このとき，最尤推定から次の目的関数が得られる．

Lf (θ) =

n∑
i=1

f(dIS(xi, θ))

5.5 潜在バイアス最小化
本節では，バイアス補正項の消滅に伴う，外れ値の割合が大きい場合における潜在バイ
アス最小化の可能性について議論する．正規化された推定方程式の観点から一般の条件の
もとで潜在バイアスを最小化するための条件は示されているが，その条件を厳密に調べる
ことは困難である [32]．ただし，ここで考える議論においては，バイアス補正項が議論を
簡略化して考えることができる．基本的には γ ダイバージェンスの場合 [9]と同様の流れ
で議論できる．ただし，外れ値の定義が異なる．

5.5.1 汚染分布
データの生成分布は次式を仮定する．

p̃(x) = (1− ε)p(x|θ∗) + εc(x)

ここで，εは外れ値の割合を p(x|θ∗)は本来推定したい確率モデル，c(x)は外れ値を生成
する汚染分布を表す．この分布 p̃(x)から生成されたデータを用いて推定されたパラメー
タを θ̂ と表す．データ数 n→∞の極限では，推定量 θ̂ は θ̃ に確率収束する．すなわち，
θ̂

P−→ θ̃ となる．ここで，推定量 θ̂ の漸近表現 θ̃ と推定したい確率分布の真値 θ∗ の差
θ̃ − θ∗ を潜在バイアスという [32]．潜在バイアスは汚染分布の影響を受けるので，この
値を小さくすることが目標となる．
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5.5.2 γ ダイバージェンス
γ ダイバージェンスに基づく推定においては，γ0 > 0を調整することによって次式を任

意に小さくできると仮定する．

νp =
[
Ec(x) [p(x|θ∗)γ0 ]

] 1
γ0 (5.21)

この仮定は外れ値を生成する汚染分布が推定したい分布 p(x|θ∗)の尤度が小さくなるよう
な領域に存在していることを意味する．また，外れ値の割合に関する仮定をおいていない
ため，外れ値の割合が大きい場合にも対応できる．
一方で，Jonesらによって γ ダイバージェンスに基づく推定では推定したい分布の台の

端点に近いデータが推定へ悪影響を与えることが指摘されている [31][35]．例えば，指数
分布のスケールパラメータの推定においては，x = 10−4 のような x = 0に近いインライ
アと呼ばれるデータ点が存在するとき，誤った大域解が生成される．最近，この問題を解
決するための方法が研究されたが，完全に解決されたわけではない [35]．

5.5.3 f 分離可能ブレグマン歪み尺度
f 分離可能ブレグマン歪み尺度最小化に基づく推定においては，関数 f を調整すること

によって次式を任意に小さくできると仮定する．

νdϕ
= Ec(x) [f (dϕ (x,θ

∗))] (5.22)

この式は，γ ダイバージェンスの場合における (5.21) に対応する．ただし，γ ダイバー
ジェンスの場合とは外れ値の考え方が異なり，(5.22) は，確率変数 X が X ∼ c(X)

に従うとき，ブレグマンダイバージェンス (2.3) が大きくなるような場合，すなわち
dϕ(X,θ∗) → ∞を満たすX を外れ値と考える．マハラノビス距離を用いて楕円分布の
位置パラメータを求める問題では，外れ値の考え方は γ ダイバージェンスの場合と同じで
あり，∥x∥ → ∞のような xを外れ値とみなす．一方で，板倉斎藤距離を用いて板倉斎藤
分布のスケールパラメータを求める問題においては，外れ値の定義は (5.21)とは異なる．
この場合，次式のように板倉斎藤距離が無限大に発散する xが 0と∞の近辺のデータを
外れ値をみなす．

lim
x→0

dIS(x, θ) = lim
x→∞

dIS(x, θ) =∞

言い換えると，板倉斎藤距離を用いた f 分離可能ブレグマン歪み尺度の最小化に基づく推
定においては，x = ∞近辺のような大きい外れ値と γ ダイバージェンスが脆弱性を持つ
x = 0近辺のインライアに対して頑健といえる．
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5.5.4 関数 f の条件
以下では，関数 f(z)と f(z) + constantを同一視して扱う．実際，推定量 θ̃ の更新に
は関数 f の一回微分を用いるので推定には影響しない．

仮定 5.3 ∀z ∈ R+, |f(z)| <∞ and lim
z→∞

f(z) = 0

仮定 5.4 仮定 5.3 のもとで関数 f を調整することによって (5.22) 任意に小さくできると
する．

仮定 5.5 ε = 0のとき，推定量 θ̃ は一致推定量である．すなわち，θ̃ = θ∗ を満たす．

定理 5.6 仮定 5.3から仮定 5.5のもとで関数 f を調整することで潜在バイアスを任意に小
さくできる．

証明： 目的関数 (3.2)を p̃(x) = (1− ε)p(x|θ∗) + εc(x)で期待値を取り，期待損失を考
える．ただし，期待値を取るために (3.2)にあらかじめ 1/n倍をかけた．展開すると次の
ようになる．

Ep̃(x) [f (dϕ (x,θ))]

= (1− ε)Ep(x|θ∗) [f (dϕ (x,θ))] + εEc(x) [f (dϕ (x,θ))]

= (1− ε)Ep(x|θ∗) [f (dϕ (x,θ))] +O(ενdϕ
)

ここで，θが真値 θ∗ の周りにいる，すなわち θ ≈ θ∗ として ενdϕ
= εEc(x) [f (dϕ (x,θ))]

を考える．すると，仮定 5.3と仮定 5.4より O(ενdϕ
)が無視できるので，

θ̃ = argmin
θ

∫
p̃(x)f (dϕ (x,θ)) dx

= argmin
θ

∫
p(x|θ∗)f (dϕ (x,θ)) dx = θ∗

を得る．ここで，仮定 5.5を用いた．したがって，関数 f を適切に選択してくることで潜
在バイアスを任意に小さくすることができる．つまり，θ̃ − θ∗ ≈ 0が成り立つ． 2

■例 関数 f が (3.5) の場合を考える．今，定数倍と定数項を無視すると，f(z) =

exp(−αz)である．そのとき，α > 0の範囲で仮定 5.3はただちに成り立つ．また，(5.22)
の被積分関数は exp(−αdϕ(x,θ∗))であり，x = θ∗のときに最大値の 1をとる．汚染分布
c(x)が存在する近辺において，dϕ(x,θ∗)の値が大きくなるとすると exp(−αdϕ(x,θ∗))は
小さくなることがわかる．さらに，αの増加に対して単調減少する．したがって，αの値を
大きくすることで，(5.22)を任意に小さくすることができるため，関数 f(z) = exp(−αz)
は仮定 5.4を満たす．また，仮定 5.5は推定する分布 p(x|θ∗)に依存する．例えば，板倉
斎藤距離を用いて f 分離可能ブレグマン歪み尺度の最小化によってガンマ分布の期待値
推定を行った場合には推定量の一致性が成り立つ [10]．
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5.6 漸近特性
推定方程式の不偏性を満たす f 分離可能ブレグマン歪み尺度は，M推定と解釈できる．

したがって，推定量の漸近特性は M推定の理論から，適当な仮定のもとで一致性，漸近
正規性が成り立つ [6][16][5]．

θ̂
P−→ θ∗√n

(
θ̂ − θ∗

)
d−→ N(0,Σ(θ∗))

ここで，Σ(θ∗) = J−1(θ∗)I(θ∗)J−1(θ∗)

I(θ) = Ep(x|θ)

[
[f ′ (dϕ (x,θ))]

2 (x− θ) (x− θ)
T
]

J(θ) = Ep(x|θ)

[
∂f ′ (dϕ (x,θ)) (x− θ)

∂θ

]
である．外れ値の割合が大きい場合の漸近分散は，[9][32]に準じると考えられる．

5.6.1 ガンマ分布
確率モデルをガンマ分布 p(x|θ) =

(
k
θ

)k 1
Γ(k)x

k−1 exp
(
−k

θx
)，関数 f を (3.5)として板

倉斎藤距離を用いたときの推定量の漸近分散は以下のように与えられる．

V [θ̂] = Σ(θ∗) =
Γ(2α+ k)Γ(k)

[Γ(α+ k)]2
(α+ k)2(α+1+k)

(2α+ k)2α+1+k

1

k2+k
θ∗2

ここで，Γ(·)はガンマ関数であり，k > 0は自由度である．また，チューニングパラメー
タは，α > −0.5k を満たす．
指数分布（k = 1）の場合について，板倉斎藤距離を用いた場合の f 分離可能ブレグ

マン歪み尺度最小化に基づく推定量と β ダイバージェンスおよび γ ダイバージェンスに
基づく推定量の漸近相対効率 V [θ̂MLE]

V [θ̂]
を比較する．ここで，V [θ̂MLE] は最尤推定量の場

合の漸近分散を表し，それぞれ，α = β = γ = 0 の場合に対応する．なお，指数分布
の場合における β と γ ダイバージェンスに基づく推定量の漸近分散は導出されている
[8][31]．チューニングパラメータを α = β = γ としたときの漸近相対効率を図 5.2に示
す．α = β = γ > 0 の範囲でロバストであることに注意する．図 5.2 より，関数 f を
(3.5)とし，板倉斎藤距離を用いた場合，α < 2の範囲で β ダイバージェンスより効率が良
いことがわかる．また，γ ダイバージェンスと比較した場合，同じチューニングパラメー
タのもとでは全範囲で効率が良いことがわかる．ただし，一般に漸近相対効率とロバスト
性はトレードオフの関係にあるため，チューニングパラメータを適切に選択することが重
要である．
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図 5.2: 指数分布の推定量に関する漸近相対効率の比較

5.7 まとめ
本章では，f 分離可能ブレグマン歪み尺度における推定方程式の不偏性について議論し
た．推定方程式は，確率モデル，推定に用いるブレグマンダイバージェンス (2.3)，関数 f

の三つの要素からなり，マハラノビス距離と板倉斎藤距離の場合に注目して推定方程式の
不偏性が成り立つための条件を調べた．結果として，マハラノビス距離と板倉斎藤距離の
場合，推定方程式の不偏性が成り立つための条件は確率モデルを構成する関数 g と関数 f

に関する簡素な積分が有界かどうかで表されることがわかった．また，板倉斎藤距離の場
合の推定方程式から対応する確率モデルとして板倉斎藤距離によって特徴づけられる新し
い確率モデルを発見した．さらに推定方程式の不偏性が成り立つための条件を一般のブレ
グマンダイバージェンス (2.3)の場合に一般化し，対応する確率モデルとして連続ブレグ
マン分布が導かれた．この新しく得られた板倉斎藤分布と連続ブレグマン分布に関する性
質を調べ，標準指数型分布族との比較を行った．バイアス補正項なしで推定方程式の不偏
性が成り立つことから，外れ値の割合が大きい場合においても潜在バイアスを任意に最小
化できる可能性を議論し，そのための関数 f の条件を示した．
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第 6章

ディリクレ過程平均法への適用

6.1 はじめに
K-means法は，最も有名なクラスタリング手法の一つであり，広く利用されている．そ

れは，アルゴリズムが簡便であり，実行にかかる計算時間がデータ数に関して線形オー
ダーであるためである．しかしながら，K-means法では，クラスタ数の事前指定が必要と
なるため，何らかの発見的手法や複数のクラスタ数での結果を吟味することなどが必要と
なる．データからクラスタ数を自動推定できるクラスタリング手法には，Mean-Shift[36]
や Affinity Propagation[37]などの手法が知られているが，その多くはデータ数の二乗オー
ダーを必要とするため大規模データへの適用には向かない．クラスタ数の推定には，ノ
ンパラメトリックベイズ法による混合ガウス分布の学習法が提案されており [38]，ガウ
ス分布の分散を 0にする極限において，K-means法の拡張となるディリクレ過程平均法
（DP-means法）が得られることが示された [39]．

DP-means 法は，データからクラスタ数の自動推定を可能としながらも K-means 法と
同様にデータ数の線形オーダーで実行可能であり，大規模データへの適用が可能という利
点を持つ．計算時間削減のアプローチとして，並列化による方法 [40]や若干の精度を犠
牲に大幅な計算時間の削減を可能とする研究 [41]がある．大規模な遺伝子データへの適
用に特化した DP-means法が考案されており，精度と効率の両面から最先端のプログラム
に勝ることが示されている [42]．一方で，クラスタリングの精度を上げるための研究とし
て，局所最小解を避けるための研究 [43]やデータが二値や非負整数値といった特殊な型
を持つ場合に，より適切なクラスタリングをするために標準指数型分布族に対応するブレ
グマンダイバージェンスを用いた拡張がある [2][44]．
情報理論の観点からは，DP-means法のアルゴリズムは平均歪みを単調減少させるのに

対して，クラスタの増加尺度となるペナルティパラメータは最大歪みとして解釈が可能で
あることが示されている [45]．そこで，クラスタの増加尺度に合わせた最大歪みを最小化
させるアルゴリズムが考えられる．実際，最大歪み最小化は重要な問題であり，クラスタ
が 1個の場合に相当する最小包含球問題 [46]やK 中心問題として知られている [47]．さ
らに，球の半径をブレグマンダイバージェンスに置き換えた最小包含ブレグマン球の研究
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がある [23]．また，DP-means法では，平均歪みの最小化に限定されているために外れ値
の影響を受けやすいという問題もある．
そこで，本章では f 分離可能ブレグマン歪み尺度に基づいて DP-means法の目的関数を
一般化し，アルゴリズムの構築を行う．数値実験によって，一般化 DP-means法がオリジ
ナルの DP-means法のクラスタリング精度を改善することを実証する．

6.2 DP-means法
DP-means法は，データ xn = {x1, . . . ,xn}と，ペナルティパラメータ λを入力として
必要とする．なお，データの次元は d次元とする，すなわち，xi = (x

(1)
i , · · · , x(d)i )T ∈ Rd

である．クラスタは一つから始め，基本的には K-means法と同様に，クラスタ中心の計
算とデータ点のクラスタへの割り当てを目的関数 (6.1)が収束するまで実行する．

L({θk}Kk=1 , {c(i)}
n
i=1) =

n∑
i=1

dϕ
(
xi,θc(i)

)
+ λK (6.1)

{θ1, . . . , θK}をクラスタ中心とすると，ペナルティパラメータ λより，データ点 xi とク
ラスタ中心 θc(i) の歪み尺度の値が大きい，すなわち (6.2)を満たすとき新しいクラスタを
追加する．

dϕ
(
xi,θc(i)

)
> λ (6.2)

ここで，c (i) ≜ argmink dϕ (xi,θk)は xi のクラスタラベルを示す．また，クラスタ中心
の更新は，k番目のクラスタに所属するデータ点の平均として，(6.3)で計算される．ここ
で，rik は (6.4)で表される指示変数である．

θk =

∑n
i=1 rikxi∑n
j=1 rjk

(6.3)

rik =

{
1 (c(i) = k)

0 (c(i) ̸= k)
(6.4)

目的関数 (6.1)を θk に関して最小化することは，平均歪み (2.6)を最小化することと同
様の意味を持つ．一方で，クラスタの増加尺度であるペナルティパラメータ λは最大歪み
として解釈が可能である [45]．したがって，最大歪み基準での目的関数の最小化が考えら
れる．

6.3 定式化
本節では，3章で紹介した f 分離可能ブレグマン歪み尺度によって目的関数を次のよう
に定義する．

Lf ({θk}Kk=1 , {c(i)}
n
i=1) =

n∑
i=1

f
(
dϕ
(
xi,θc(i)

))
+ f (λ)K (6.5)
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この目的関数を指示変数を用いて書き直すと，次のようになる．
K∑

k=1

n∑
i=1

rikf (dϕ (xi,θk)) + f (λ)K

すなわち，k 番目のクラスタ中心 θk に関する更新は，L̄f (θk) =
∑n

i=1 rikf (dϕ (xi,θk))

のみを考えればよい．ここで，DP-means法における k 番目のクラスタ中心の更新は，3
章の内容が対応する．したがって，クラスタ中心 θk の更新式は (6.7) を重みとして次式
で与えられる．

θk =

∑n
i=1 wikxi∑n
j=1 wjk

(6.6)

wik = rikf
′ (dϕ (xi,θk)) (6.7)

オリジナルの目的関数は，MAP-based Asymptotic Derivations (MAD-Bayes) と呼ばれ
る枠組みで導出される [48]．これは，ガウス分布からなるノンパラメトリック混合モデル
を考え，その分散を 0 にする極限から得られる．同様に，一般化した DP-means 法の目
的関数 (6.5)も，いくつかの場合において MAD-Bayesの枠組みから導出することができ
る．楕円分布からなるノンパラメトリック混合モデルを考えた場合，ブレグマンダイバー
ジェンスを二乗距離としたときの目的関数が得られる．板倉斎藤分布からなるノンパラメ
トリック混合モデルを考えた場合，ブレグマンダイバージェンスを板倉斎藤距離としたと
きの目的関数が得られる．MAD-Bayes の枠組みで目的関数 (6.5) が得られる証明は付録
A.5を参照．また，(3.6)によって構成された目的関数 (6.5)は，文献 [49]の目的関数にお
いて混合分布を構成するそれぞれの分布の分散を 0にする極限と対応する．

6.4 アルゴリズムの収束性
DP-means法のアルゴリズムは，クラスタ中心の更新ステップとデータ点のクラスタへ

の割り当てステップを繰り返す．目的関数の単調減少性が各ステップで保証されることに
より，アルゴリズムは有限回の反復で収束する．目的関数の一般化によってデータ点のク
ラスタへの割り当てステップに変更はないので，クラスタ中心の更新ステップについての
み考えればよい．今，k 番目のクラスタに注目すると，そのクラスタ中心 θk を求める問
題は 3章で議論した内容であることがわかる．つまり，3.3.2節より，関数 f が線形関数
もしくは凹関数であれば，クラスタ中心の更新はある閾値 δ のもとで有限回の反復によっ
て目的関数が収束する．したがって，一般化 DP-means法のアルゴリズムは有限回の反復
によってアルゴリズムの収束性が保証される．関数 f が凸関数の場合にも同様のことが
いえる．ただし，3.3.2節で述べたように，関数 f が凸関数である場合には勾配最適化を
適用する必要がある．ニュートン法を用いた場合のクラスタ中心の更新式は，付録 A.1を
参照のこと．一般化 DP-means法のアルゴリズムを Algorithm1に示す．
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Algorithm 1: Generalized DP-means for f -separable distortion measures
Input: xn = {x1, . . . ,xn} , λ, generic function f , threshold δ
Output: {θk}Kk=1, {c(i)}ni=1, K

1 K = 1, θ1 = 1
n

∑n
i=1 xi, c (i) = 1 (i = 1, . . . , n)

2 repeat
3 calculate wik by (6.7) (i = 1, . . . , n)

4 update θ1 by (6.6)
5 until the decrease of L̄f (θ1) becomes smaller than the threshold δ
6 repeat
7 for i = 1 to n do
8 dk = dϕ (xi,θk) (k = 1, . . . ,K)

9 if mink dk > λ then
10 K = K + 1

11 c(i) = K, θK = xi

12 else
13 c(i) = argmink dk

14 for k = 1 to K do
15 repeat
16 calculate wik by (6.7) (i = 1, . . . , n)

17 update θk by (6.6)
18 until the decrease of L̄f (θk) becomes smaller than the threshold δ

19 until (6.5) converges

6.5 問題点と解決方法
一般化 DP-means法において，関数 f が凹関数であるときクラスタ中心とデータ点が重
なると以降の更新がされなくなる場合がある．実際，DP-means法においては，(6.2)を満
たしたデータ点は新しいクラスタとして生成されるのでこの問題は発生しうる．このよう
な場合には，割り当てステップの後にクラスタ中心をずらすことで更新されなくなる問題
を回避することが可能である．以下では，クラスタ中心の更新が行われなくなる条件を示
し，その解決方法を述べる．
関数 f が凹関数であり (6.8)を満たすとき，クラスタ中心 θk があるデータ点 xi∗ と重
なった場合，クラスタ中心の更新がされなくなる．

lim
z→0

f ′(z) =∞ (6.8)

このとき，xi∗ = θk ⇐⇒ dϕ (xi∗ ,θk) = 0であり，関数 f が (6.8)を満たすなら次式が
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成り立つ．

f ′ (dϕ (xi,θk))

f ′ (dϕ (xi∗ ,θk))
=

{
1 (i = i∗)

0 (i ̸= i∗)

したがって，次式のようにクラスタ中心と重なっているデータ点の重みが 1になるためク
ラスタ中心の更新が行われなくなる．

θk =

∑n
i=1

wik

f ′(dϕ(xi∗ ,θk))
xi∑n

j=1
wjk

f ′(dϕ(xi∗ ,θk))

= xi∗

次に，関数 f が (6.8)を満たしており，クラスタ中心が最も近いデータ点に重なってい
るときにクラスタに新しいデータ点が割り当てられた状況を考える．このような場合，ク
ラスタ中心をデータ点からクラスタ中心の平均値などにずらしてから更新式を適用するこ
とでクラスタ中心の更新が可能となる．
関数 f が累乗平均に対応する (3.3)であり，a = 0のときは (6.8)を満たすためクラスタ

中心の更新は行われない．したがって，この場合は上記の手順を適用する必要がある．た
だし，a > 0の場合には (6.8)を満たさないため上記の手順なしでクラスタ中心の更新は
行われる．なお，aの値はブレグマンダイバージェンスの値よりも小さめに設定する必要
がある．同様に，関数 f が log-sum-exp関数に対応する (3.5)の場合には，(6.8)を満たさ
ないため上記の手順なしでクラスタ中心の更新を行うことができる．

6.6 計算時間
3.3.2節で説明したように，一般化 DP-means法の内側のループであるクラスタ中心の計

算時間はO(dn)である．一方で，実際の計算時間はクラスタ数K に依存する外側のルー
プ回数と関数 f に依存する内側のループ回数の積に比例する．関数 f が線形関数である
とき，クラスタ中心を計算する内側のループは 1回で終了する．一方で，線形関数から離
れるにつれ内側のループ回数は増加する．したがって，一般にはオリジナルの DP-means
法よりも一般化 DP-means法が多くの計算時間を必要とする．言い換えると，クラスタリ
ングにかかる計算時間と外れ値に対する頑健性の間にはトレードオフが存在することを意
味している．

6.7 DP-means法における外れ値の考え方
4章では，外れ値 ||x∗||のノルムが発散した場合における影響関数の有界性について議

論した．DP-means法においては，データ点が (6.2)の条件を満たす場合には，そのデータ
点は新しいクラスタとして生成される．したがって，クラスタ中心の更新において，影響
関数が発散するようなデータ点の影響は受けない．しかしながら，(6.9) を満たすデータ
点が外れ値として推定に悪影響を与える可能性が考えられる．

dϕ(x,θ) ≤ λ (6.9)
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データセットごとに固定されたペナルティパラメータ λのもとで (6.9)を満たすデータ点
が外れ値として振る舞うことでクラスタリングの性能に悪影響を与える可能性がある．こ
のことを次節の実験で検証を行った．つまり，DP-means法においても外れ値に対する頑
健性を考慮することが重要であるといえる．また，推定の効率とロバスト性はトレードオ
フの関係にあるため，効率を優先する場合にはロバスト性は高すぎない方が望ましい場合
も考えられる．このような場合において，影響関数は ||x∗|| → ∞の状況において発散す
るが線形関数に近い凹関数を選択することができる．いずれの場合においても，影響関数
を調べることが重要であり，影響関数がデータセットから関数 f とペナルティパラメータ
λを設計する基準になる可能性がある．

6.8 実験
6.8.1 UCIデータセットによる実験
本節では，単調増加関数 f によって一般化された目的関数の影響を UCI Machine

Learning Repository*4のベンチマークデータセットに適用した結果を述べる．特に累乗平
均 (3.3)と log-sum-exp関数 (3.5)の場合に注目した．ここでは，一般化した DP-means法
とオリジナルの DP-means法のクラスタリング結果の比較を行った．

データセット
実験に使用したデータセットの一覧およびデータ数 n，クラスタ数 K，次元数 d を表

6.1に示す．分類問題のためのラベル付きデータセットは，ラベルの付いたクラスを真の
クラスタとして想定する．Heartデータセットは，4種類の心臓病と心臓病を患っていな
いクラスタの 5種類からなる．そこで，心臓病を患っているかいないかの二つのクラスタ
に分類してラベルデータを振りなおしたデータセットを Heart K2データセットとして用
いた．また，欠損値が含まれていたデータセットについては，そのデータ点はあらかじめ
削除した．

評価基準
クラスタ数と NMI(normalized mutual information)を評価基準として，関数 f を制御す
るパラメータ β とペナルティパラメータ λの影響を調べた．また，目的関数の振る舞い
を確認するために，β を変化させたときの最大歪みの値を調べた．NMIは，クラスタリン
グ結果の評価をするための基準であり，0 ∼ 1の値をとり，1に近いほどよい結果を示す．
採用した理由は異なるクラスタ数の結果で評価できるからである．クラスタリング結果の

*4 https://archive.ics.uci.edu/ml/datasets.html
*5 https://archive.ics.uci.edu/ml/machine-learning-databases/breast-cancer-wisconsin/breast-cancer-

wisconsin.data
*6 https://archive.ics.uci.edu/ml/machine-learning-databases/heart-disease/processed.cleveland.data
*7 http://archive.ics.uci.edu/ml/machine-learning-databases/thyroid-disease/new-thyroid.data
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表 6.1: UCI datasets

dataset n K d

Breast Cancer Wisconsin*5 683 2 9

Heart*6 297 5 13

HeartK2 297 2 13

HTRU2 17898 2 8

Iris 150 3 4

Mice Protein Expression 552 8 77
Pima 768 2 8

Seeds 210 3 7

Thyroid*7 215 3 5

Wine 178 3 13

Yeast 1484 10 8

ラベルを C，正解クラスタのラベルを A，エントロピーを H(·)，相互情報量を I(·, ·)で
それぞれ表し，NMIは次式で定義される．

NMI(C,A) =
I(C,A)√
H(C)H(A)

方法
まず，前処理としてデータの各次元ごとに x

(j)
i ← x

(j)
i√

1
n

∑n
i=1(x

(j)
i )2

の標準化を行った．
また，歪み尺度には二乗距離の次元に関する平均を採用した．すなわち，dϕ (x,θ) =
1
d∥x− θ∥2 を用いた．
関数 f を，a = 0とした累乗平均 (3.4)の場合と log-sum-exp関数 (3.6)を用いた場合の

それぞれについて，β を [−2, 5]の範囲で変更しその影響を調べた．本論文では，(3.6)の
チューニングパラメータには αを用いてきたが，累乗平均の場合との対応を取るためにこ
こでは，β = 1− αとして β を用いる．また，DP-means法のクラスタリング結果はデー
タの並び順に依存して局所最小化解になる．そこで，データの並びを 100 回シャッフル
し，各評価基準はシャッフルした 100回についての平均値を結果とした．具体的な実験の
手順を次に示す．

Step 1. クラスタ数が一つの場合，β ∈ [−2, 5]の範囲で最大歪み d̂m 最大値を探す.
Step 2. データの並び順をランダムで並び替える．
Step 3. β の値を −2から 5の範囲まで 0.1刻みで増加させていく．

Step 3-1. ペナルティパラメータを設定する．λ(t) =

d̂m (t = 0),

λ(t−1)/1.01 (t = 1, 2, · · · , ).
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Step 3-2. 指定したペナルティパラメータ λ(t) を用いてアルゴリズムを実行する．

Step 3-3. λ(t) が閾値を下回るまで Step 3-1と Step 3-2を繰り返す．
Step 4. Step2と Step3を 100回繰り返す．
Step 5. 各評価基準を β と λ ごとに 100 回 (データの並びをシャッフルした回数) で平均

し，結果とする．

ここで，閾値はクラスタ数が正解クラスタ数の 3倍以内に収まるように設定を行った．

注意 6.1 ブレグマンダイバージェンスが次元に関する平均で定義されており，log-sum-exp
による目的関数の一般化がされている場合，実際の β の値は次元 dに依存することに注
意する．今，与えられたパラメータを β∗ とすると，実際のパラメータは β = β∗−1

d + 1

となる．したがって，β の範囲は [−3
d + 1, 4d + 1]であり，ステップ幅は 0.1

d である．

結果
11個のデータセットで実験を行った結果をクラスタ数，NMI，最大歪みのそれぞれに
ついて図 6.1 から 6.22 のヒートマップに示す．クラスタ数と NMI および最大歪みは相
関していることがわかる．また，データセットによっては β の値を 1 より小さくすると
NMIの値が改善する傾向にあることがわかる．この傾向は，Breast Cancer Wisconsin(図
6.1(b)，図 6.2(b))や HTRU2(図 6.7(b)，図 6.8(b))のデータセットで顕著である．これら
のデータセットでは，β の減少に対して NMI の値が単調に増加している．このことは，
6.7 節で説明した意味での外れ値が暗黙的にデータセットに含まれていたと考えるられ
る．ただし，β の値を下げすぎると NMIは悪化する．また，クラスタ数と最大歪みはト
レードオフの関係にあるため，クラスタ数を固定して最大歪みを比較すると β の増加に
対して最大歪みが減少傾向にあることがわかる．理論的には β の値が大きいほど，一般
化 DP-means法は最大歪み最小化に近づき，β の値が小さいほど外れ値に対して頑健とな
る．上記の結果は，この事実を裏付けているといえる．
一方で，Irisデータセットのように β の値を 1より小さくしても NMIの値が変わらな
い場合が存在する．これは 6.7 節で想定した外れ値が含まれていないためであると考え
られる．したがって，Irisデータセットに対して明示的に外れ値を追加し，追加の実験を
行った．Irisデータセットは，setosa，versicolor，virginicaの 3クラスタから構成されてい
るまた，versicolorと virginicaのクラスタに含まれるデータ点は一部が重なっている．こ
のような状況下では，いずれかのクラスタに外れ値を追加すると推定に悪影響を及ぼすと
考えられる．そこで，元のデータセット全体の 30%を外れ値として virginicaクラスタの
真のクラスタ中心から真の最大歪みの 0.95 ∼ 1倍の範囲にランダムで混合を行った．こ
の手順は，6.7節で仮定した外れ値の条件を明示的な意味で検証することができる．以前
に説明した通りの前処理と方法で実験を行った．結果を図 6.23と図 6.24に示す．β = 1
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図 6.1: Breast Cancer Wisconsin, power mean
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図 6.10: Iris, log-sum-exp
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図 6.11: Mice Protein Expression, pow mean
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図 6.13: Pima, pow mean
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図 6.14: Pima, log-sum-exp
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図 6.15: Seeds, pow mean
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図 6.22: Yeast, log-sum-exp
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の場合と比較すると，β を 1より小さくすると NMIの値が向上することがわかる．この
ことは，6.7節で想定した外れ値に対して頑健性を持つことを示している．

6.8.2 画像圧縮タスク
画像圧縮タスクに対してベクトル量子化を適用することにより，一般化 DP-means 法

(β = 200) がオリジナルの DP-means 法 (β = 1) よりも有効かどうかを確認するために
実験を行った．ここでは，一般化 DP-means法には，累乗平均 (3.4)(a = 0)を用いた．特
に，目的関数が最大歪み最小化に近づくように大きな β の値を用いた．ここでは，画像
圧縮に一般化 DP-means法を適用しているが，その目的は最大歪み最小化に関する性能を
調べることである．Tippingと Schölkopfはカーネルベクトル量子化と呼ばれるクラスタ
リング手法を利用して同様の比較を行っている [1]．実験には Tippingと Schölkopfが実
験に使用したものと同一の画像 (図 6.25) を用いた．この画像は，384 × 256 のカラー画
像である．データの 1 点を 8 × 8 のブロック画像に分割したものとすると色情報を含め
て，8× 8× 3 = 192次元で表される．無圧縮の画像データは 384× 256/64 = 1536点か
らなるデータセットで表すことができる．データには上記での実験と同じ前処理を行い，
ペナルティパラメータの値を増加させながらアルゴリズムを実行し，画像圧縮を行った．
なお，歪み尺度には二乗距離 dϕ(x,θ) = ∥x− θ∥2 を用いた．ペナルティパラメータの増
加に対してクラスタ数は減少する．実験では，画像の圧縮率を上げていったとき，すなわ
ちクラスタ数が減少していったときに画像中のナンバープレートの文字列を読み取ること
のできる限界圧縮率および同じ基準の限界圧縮率以下で比較した．それぞれの結果を図
6.26，図 6.27に示す．結果として，最大歪み最小化とみなせる場合には文字列を読み取る
ことのできる限界圧縮率の性能がよく，さらに限界圧縮率以下でも部分的に読み取ること
が可能であった．

図 6.25: 無圧縮画像，圧縮率 100%，クラスタ数 1536 [1]

6.9 まとめ
本章では，3章で定義した f 分離可能ブレグマン歪み尺度に基づいて DP-means法の目

的関数を拡張し，一般化アルゴリズムを構築した（Algoritm 1）．UCI Machine Learning
Repository の 11 種類のベンチマークデータセットを用いて数値実験を行い，一般化
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(a) 平均歪み最小化による圧縮画像， 圧縮率 5.61%，
クラスタ数 86

(b) 最大歪み最小化による圧縮画像， 圧縮率 4.82%，
クラスタ数 74

図 6.26: ナンバープレートを読み取り可能な限界圧縮画像の比較

(a)平均歪み最小化による圧縮画像 (b)最大歪み最小化による圧縮画像

図 6.27: 限界圧縮率以下での圧縮画像の比較，圧縮率 3.91%，クラスタ数 60

DP-means 法がオリジナルの DP-means 法のクラスタリング結果を改善することを示し
た．また，DP-means 法では (6.2) を満たすデータ点が新しいクラスタとして生成される
ことから，外れ値として振る舞うデータ点はデータセットに依存してハイパーパラメータ
として固定されたペナルティパラメータ λのもとで (6.9)を満たすデータ点であると考察
した．この考察にしたがい，外れ値を明示的に混ぜて数値実験を行ったところ β = 1 の
場合に比べて β を 1より小さくしたときにクラスタリング結果が改善することを示した．
一方で，最大歪み最小化に基づくクラスタリングの有効性を調べることを目的として画像
圧縮実験を行い，画像中に含まれるナンバープレートを読み取れる限界圧縮率を平均歪み
最小化の場合と比較することで有効性を示した．
本章では，基底となる歪み尺度 dにブレグマンダイバージェンスを用いてアルゴリズム
の構築を行ったが，4.6節で議論したようにトータルブレグマンダイバージェンスを用い
た場合でもアルゴリズムの構築が可能である．その場合，Algoritm1の目的関数とクラス
タ中心に関する更新式をそれぞれ (4.12)と (4.13)に置き換えればよい．一般化 DP-means
法はデータの次元が高次元の場合であっても実行可能であるが，例えばブレグマンダイ
バージェンスが次元に関して加法的に定義されている場合，次元の呪いによってクラスタ
リング結果が悪化する可能性がある．このような場合には，非負値行列分解 [3]や t-SNE
[50]，ディープオートエンコーダー [51]などの次元圧縮手法を組み合わせることによって
次元の高さに起因する悪影響を小さくできる．
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非負値行列分解への適用

7.1 はじめに
非負値行列分解（Non-negative Matrix Factrization: NMF）は非負の要素を持つ観測行

列を非負制約のもとで二つの行列積に分解する機械学習手法である [52][53]．非負値をと
るデータの多変量解析に利用されており，例えば，画像からの特徴抽出や音源分離，推薦
システムなどに広く利用されている [52][54]．

NMFにおいて，行列間の隔たりを測る尺度には様々なダイバージェンスなどが利用さ
れている．初期には，フロベニウスノルムと KLダイバージェンスに基づくアルゴリズム
が提案され，上界関数の最小化によって収束の保証された対応する乗法的更新式が導出さ
れた [53]．以降，この乗法的更新式は NMFの標準的な更新式として利用されている．
また，NMFには様々な拡張が与えられている．その一つの方法としては，行列間の隔

たりを測るダイバージェンスを他のものに置き換えることである．ダイバージェンスは，
データの生成方法に応じて適切な尺度を利用する必要がある．有名なものとしては，狭義
凸関数によって特徴付けられるブレグマンダイバージェンスの最小化に基づくアルゴリズ
ムである [55]．ただし，一般のブレグマンダイバージェンスに対する上界関数は知られて
いないため，特定の場合でしか乗法的更新式の収束は保証されていない．また，ブレグマ
ンダイバージェンスの部分クラスである β ダイバージェンスに基づくアルゴリズムが提
案されており，多くの研究者によって，収束が保証される β の範囲の拡張や高速化など
が研究されてきた [56][57][58]．他にも，板倉斎藤距離（β ダイバージェンスの β = 0に
対応）に基づく IS-NMF[59]や αダイバージェンスと β ダイバージェンスを一般化した
αβ ダイバージェンスに基づくアルゴリズム [60]などが知られている [61][62][63]．外れ
値の混入に対して頑健性を持つ NMF としては，前述の αβ ダイバージェンスや γ ダイ
バージェンスに基づくアルゴリズムがある [63][64]．標準的には，乗法的更新式を得るた
めには上界関数の設計が重要であるが，最小化する尺度に依存する問題があった．この問
題に対してより広範なクラスで収束の保証された乗法的更新式を導出する方法が研究され
た [64]．
本章では，f 分離可能ブレグマン歪み尺度を NMFに適用する．ロバストなアルゴリズ
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ムを導出し目的関数の単調減少性が成り立つことを示す．また，ブレグマンダイバージェ
ンスのサブクラスである β ダイバージェンスに基づく乗法的更新式の拡張と一般のブレ
グマンダイバージェンスに対する高速な収束性を持つ更新式を導出する．

7.2 非負値行列分解の問題設定
NMF では，d 次元ベクトルのデータ点を n 個並べた観測行列 X = {x1, · · · ,xn} ={
x(1), · · · ,x(d)

}T
= (x

(j)
i )ji ∈ Rd×n

++ ，が与えられたとき，基底行列 W =

{w1, · · · ,wK} ∈ Rd×K
++ と係数行列 H = {h1, · · · ,hn} ∈ RK×n

++ の行列積に分解
する問題を考える．すなわち，次式の分解を扱う．

X ≃ X̂ ≜ WH , xi ≃ x̂i ≜
K∑

k=1

wkh
(k)
i

x
(j)
i ≃ x̂

(j)
i ≜ w(j)hi =

K∑
k=1

w
(j)
k h

(k)
i

基底ベクトルの数K が，K < min(n, d)を満たすとき，行列の低ランク近似に相当する．
ここで，R++ は非負の実数集合を表す．最適化問題としては，w(i)

k ≥ 0, h
(k)
i ≥ 0, (i =

1, · · · , n), (k = 1, · · · ,K)の制約のもとで

argmin
W ,H

D(X,WH)

を求める問題として定式化される．ただし,D(·, ·) : Rd×n ×Rd×n → Rは行列間の隔たり
を測る歪み尺度である．本章では，行列の列ベクトル，行ベクトル，要素をそれぞれ xi，
x(j)，x(j)i で表す．また，∑n

i=1

∑d
j=1 を省略して

∑n,d
i,j で表す．

7.3 定式化
本節では，3章で紹介した f 分離可能ブレグマン歪み尺度に基づいて NMFの定式化を
行う．目的関数として次式を定義する．ここで，関数 f は凹関数を仮定する．

LNMF
f (W ,H) =

n,d∑
i,j

f
(
dϕ(x

(j)
i ,w(j)hi)

)
(7.1)

この目的関数の最小化により推定量を次式のように求める．

Ŵ = argmin
W

LNMF
f (W ,H), Ĥ = argmin

H
LNMF
f (W ,H)

7.4 目的関数の単調減少性
目的関数の単調減少性は，MM(Majorization Minimization)アルゴリズム [22]によって
保証されることを述べる．MMアルゴリズムは，最小化する目的関数 Lに対して上界と
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なる補助関数 g を導入し，補助関数の最小化によって目的関数を最小化する繰り返し最適
化の枠組みである．目的関数 (7.1) に対して，補助関数が以下の 2 条件 (7.2)，(7.3) を満
たすなら，補助関数の最小化 (7.4)によって目的関数の単調減少性が保証される．ここで，
W⟨t⟩, H⟨t⟩ はそれぞれ t回目に更新された推定量を表す．

∀t ≥ 0, LNMF
f (W ,H) ≤ g(W ,H|W⟨t⟩,H⟨t⟩) (7.2)

LNMF
f (W⟨t⟩,H⟨t⟩) = g(W⟨t⟩,H⟨t⟩|W⟨t⟩,H⟨t⟩) (7.3)

W⟨t+1⟩,H⟨t+1⟩ = argmin
W ,H

g(W ,H|W⟨t⟩,H⟨t⟩) (7.4)

定理 7.1 関数 f が凹関数であるとき，次式の更新によって目的関数の単調減少性は保証
される．

W⟨t+1⟩,H⟨t+1⟩

=argmin
W ,H

n,d∑
i,j

f ′
(
a
(j)
i,⟨t⟩

)
dϕ(x

(j)
i ,w(j)hi)

(7.5)

ここで，a(j)i,⟨t⟩ を次のようにおいた．

a
(j)
i,⟨t⟩ = dϕ(x

(j)
i ,w

(j)
⟨t⟩hi,⟨t⟩) (7.6)

証明： 以下では，接線の不等式を利用して (7.2)，(7.3) を示す．関数 f の点 a での接
線は y = f ′(a)(z − a) + f(a) で与えられる．このとき，関数 f の凹性より，不等式
f(z) ≤ f ′(a)(z − a) + f(a)を得る．等号成立条件は z = aである．以下のように目的関
数に接線の不等式を適用し，補助関数を得る．

LNMF
f (W ,H) =

n,d∑
i,j

f
(
dϕ(x

(j)
i ,w(j)hi)

)

≤
n,d∑
i,j

[
f ′
(
dϕ(x

(j)
i ,w

(j)
⟨t⟩hi,⟨t⟩)

)
·
(
dϕ(x

(j)
i ,w(j)hi)− dϕ(x(j)i ,w

(j)
⟨t⟩hi,⟨t⟩)

)
+ f

(
dϕ(x

(j)
i ,w

(j)
⟨t⟩hi,⟨t⟩)

)]
≜g(W ,H|W⟨t⟩,H⟨t⟩)

よって，(7.2)を満たす．同時に，不等式の等号成立条件より (7.3)を満たすことがわかる．
結局，(7.4)より補助関数のW とH に関する最小化は定数項を無視すると (7.5)で与え
られる．以上より，(7.5)によって目的関数が単調減少することを示した．

最小化する補助関数は，ブレグマンダイバージェンス (2.3) の重み付き和で与えられる．
したがって，既存のブレグマンダイバージェンス最小化に基づくアルゴリズムにおいて目
的関数の収束性が保証されていれば，その結果をそのまま利用できる．
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7.5 更新式の導出
以下では，既存のブレグマンダイバージェンスに基づく更新式に前節の議論を組み合わ
せることで更新式を導出する．しかしながら，一般のブレグマンダイバージェンスに対
する補助関数は知られていない．そこで，7.5.1節では補助関数が与えられている β ダイ
バージェンスの場合に焦点を当てて乗法的更新式の導出を行う．7.5.2節では，ブレグマ
ンダイバージェンス (2.3)のテイラー展開に基づく収束の速い更新式と組み合わせた導出
を行う．

7.5.1 乗法的更新式
まず，既に知られている β ダイバージェンスの補助関数に基づく収束の保証された乗法
的更新式の導出の概要 [57]について説明し，前節の議論の組み合わせにより簡素な拡張
が得られることを述べる．β ダイバージェンスは次式で与えられる．

dβ(x, θ) =


x
θ − log x

θ − 1 (β = 0)

x log x
θ − (x− θ) (β = 1)

xβ

β(β−1) +
θβ

β −
xθβ−1

β−1 (otherwise)

ここで，β ∈ Rは実数パラメータである．β = 0，β = 1，β = 2の場合はそれぞれ，板倉
斎藤距離，KLダイバージェンス（Iダイバージェンス），二乗距離（行列間を測る場合は
フロベニウスノルム）と呼ばれる．この β ダイバージェンスで行列間の隔たりを要素ごと
に測ると次式で表される．

n,d∑
i,j

dβ(x
(j)
i ,w(j)hi)

=
1

β(β − 1)

n,d∑
i,j

(x
(j)
i )β +

1

β

n,d∑
i,j

[
K∑

k=1

w
(j)
k h

(k)
i

]β
− 1

β − 1

n,d∑
i,j

x
(j)
i

[
K∑

k=1

w
(j)
k h

(k)
i

]β−1

ここで，第二項に関して，次の補助関数が与えられている．

1

β

[
K∑

k=1

w
(j)
k h

(k)
i

]β
≤


1
β

∑K
k=1 bijk

[
w

(j)
k h

(k)
i

bijk

]β
sβ−1
ij

(∑K
k=1 w

(j)
k h

(k)
i − sij

)
+ 1

β s
β
ij

=

{
Q(β)(w(j),hi) (β < 1)

R(β)(w(j),hi) (β ≥ 1)

ここで，sij と bijk はそれぞれ補助変数を表し，等号成立条件はそれぞれ次式の通りで
ある．

bijk =
w

(j)
k∑K

k′=1 w
(j)
k′ h

(k′)
i

sij =

K∑
k=1

w
(j)
k h

(k)
i (7.7)
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同様に第三項に関しても次式が成り立つ．

− 1

β − 1

[
K∑

k=1

w
(j)
k h

(k)
i

]β−1

≤

{
−Q(β−1)(w(j),hi) (β < 2)

−R(β−1)(w(j),hi) (β ≥ 2)

したがって，
n,d∑
i,j

dβ(x
(j)
i ,w(j)hi) ≤

n,d∑
i,j

S(β)(w(j),hi) + constant (7.8)

が成り立つ．なお，Qと Rはそれぞれ補助変数 bijk と sij に依存している．S(β) につい
ても同様で次のようにおいた．

S(β)(w(j),hi) =


R(β)(w(j),hi)− x(j)i Q(β−1)(w(j),hi) (β < 1)

Q(β)(w(j),hi)− x(j)i Q(β−1)(w(j),hi) (1 ≤ β ≤ 2)

Q(β)(w(j),hi)− x(j)i R(β−1)(w(j),hi) (β > 2)

したがって，(7.5)と組み合わせると (7.8)は
n,d∑
i,j

f
(
dβ(x

(j)
i ,w(j)hi)

)
≤

n,d∑
i,j

f ′(a
(j)
i )S(β)(w(j),hi) + constant

と拡張され，最小化する補助関数を得る．この式の右辺を w
(j)
k と h

(k)
j でそれぞれ偏微分

して 0とおき，(7.6)，(7.7)を代入すると最終的に以下の更新式を得る．

w
(j)
k ← w

(j)
k

[∑n
i=1 f

′(a
(j)
i )x

(j)
i (w(j)hi)

β−2h
(k)
i∑n

i=1 f
′(a

(j)
i )(w(j)hi)β−1h

(k)
i

]φ(β)

h
(k)
i ← h

(k)
i

[∑d
j=1 f

′(a
(j)
i )x

(j)
i (w(j)hi)

β−2w
(j)
k∑d

j=1 f
′(a

(j)
i )(w(j)hi)β−1w

(j)
k

]φ(β)

行列表記では，次式で表される．

W ←W ⊙

[(
F ⊙X ⊙ (WH)◦(β−2)

)
HT(

F ⊙ (WH)◦(β−1)
)
HT

]◦φ(β)

(7.9)

H ←H ⊙

[
WT

(
F ⊙X ⊙ (WH)◦(β−2)

)
WT

(
F ⊙ (WH)◦(β−1)

) ]◦φ(β)

(7.10)

φ(β) はそれぞれ β < 1 の範囲で 1/(2 − β)，1 ≤ β ≤ 2 の範囲で 1，β > 2 の範囲で
1/(β − 1)に値をとる関数である．また，行列 F を次のようにおいた．

F =
(
f ′(dϕ(x

(j)
i ,w(j)hi))

)
ji
∈ Rd×n

++ (7.11)

ここで，⊙，◦， ·
· はそれぞれ，アダマール積（行列の要素ごとの積），行列の要素ごとの

べき乗，行列の要素ごとの割り算を表す．導出したアルゴリズムを Algorithm 2に示す．
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7.5.2 テイラー展開に基づく効率的更新式
文献 [65]では，ブレグマンダイバージェンス (2.3)のテイラー展開に基づいて収束の速
い更新式，sBCD(Scalar Block Coordinate Descent)アルゴリズムが導出されている．以下
では，[65]における導出の概要を説明し，その後 7.4節の内容と組み合わせて，更新式を
導出する．まず，k 番目の残差を

X(k) = X −
∑
k′ ̸=k

wk′h(k′) = X −WH +wkh
(k) (7.12)

と定義して，NMFの近似誤差を
X −WH = X(k) −wkh

(k) (7.13)

と表す．ここで，

Em(X, X̂) =

n∑
i=1

d∑
j=1

|x(j)i − x̂
(j)
i |

m

を定義すると，(7.13)よりそれぞれ以下を得る．
Em(X, X̂) = Em(X(k),wkh

(k))

Em(x
(j)
i , x̂

(j)
i ) = Em(x

(j)
i,(k), w

(j)
k h

(k)
i )

ブレグマンダイバージェンス (2.3)は，テイラー展開によって次式のように表せる．

命題 7.1 [65]

dϕ(x, θ) =

∞∑
m=2

ϕ(m)(θ)

m!
(−sgn(θ − x))mEm(x, θ) (7.14)

ここで，ϕ(m)(θ)は ϕ(θ)のm階微分を表す．(7.14)で行列間の隔たりを要素ごとに測る
と次式で表される．

n,d∑
i,j

dϕ(x
(j)
i ,w(j)hi)

=

n,d∑
i,j

∞∑
m=2

[
ϕ(m)(w(j)hi)

m!

(
−sgn(w(j)hi − x(j)i )

)
· Em(x

(j)
i,(k), w

(j)
k h

(k)
i )

]
この式を，wjk, hki でそれぞれ偏微分して 0とおくと更新式が得られる．したがって，7.4
節と組み合わせると，次式のように更新式が得られる．

w
(j)
k ←

∑n
i=1 f

′(a
(j)
i )ϕ′′(w(j)hi)x

(j)
i,(k)h

(k)
i∑n

i=1 f
′(a

(j)
i )ϕ′′(w(j)hi)h

(k)
i h

(k)
i


+

h
(k)
i ←

∑d
j=1 f

′(a
(j)
i )ϕ′′(w(j)hi)x

(j)
i,(k)w

(j)
k∑d

j=1 f
′(a

(j)
i )ϕ′′(w(j)hi)w

(j)
k w

(j)
k


+
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Algorithm 2: Generalized β-NMF for multiplicative rule
Input: X , K, β, generic function f
Output: W , H

1 initialize W , H
2 repeat
3 calculate F by (7.11)
4 update W by (7.9)
5 update H by (7.10)
6 until (7.1) converges

行列表記では，次式で表される．ただし，wk と h(k) はベクトルであることに注意が必要
である．

wk ←

[[
(F ⊙ P ⊙X(k))H

T

(F ⊙ P )(H ⊙H)T

]
k

]
+

(7.15)

h(k) ←

[WT(F ⊙ P ⊙X(k))

(W ⊙W )T(F ⊙ P )

](k)
+

(7.16)

ここで，行列の要素に非負性を課すために [x]+ = max{x, 0}を用いている．また，行列
P はブレグマンダイバージェンス (2.3)に対応する狭義凸関数の二階微分 ϕ′′ によって，

P =
(
ϕ′′(w(j)hi)

)
ji
∈ Rd×n

++ (7.17)

で与えられる．X(k) は (7.12) で与えられる．導出したアルゴリズムを Algorithm 3 に
示す．

7.6 実験
本節では，導出したアルゴリズムを計算効率の観点から調べることを目的として，導

出した 2種類のアルゴリズムについて実験を行った．まず，観測行列X を R100×100 上
で [0, 10] の範囲の一様分布から生成した．そして，β ダイバージェンスのパラメータ
を β ∈ {0, 1, 2, 3} のそれぞれの場合について関数 f を (3.5) にとり，そのパラメータ
α ∈ {0, 0.5, 1, 1.5, 2}を変えてアルゴリズムを実行したときの計算時間およびメインルー
プのループ回数，そして目的関数の値を調べた．また基底の数をK = 10とし，行列の初期
値は各要素について [0, 1]上の一様乱数によって初期化した．アルゴリズムの収束判定に
は，t回目のループにおける目的関数の値を L⟨t⟩としたとき，(L⟨t−1⟩−L⟨t⟩)/L⟨t⟩ < 10−6

を利用した．この試行をそれぞれ 5回行った結果の平均を表 7.1から表 7.6に示す．乗法
的更新式を用いた場合（Algorithm 2）， sBCDを用いた場合（Algorithm 3)のどちらの場
合も αを大きくしたとき計算時間は緩やかに増加する傾向にある．しかし，sBCDを用い
た場合には，αを変えたときの計算時間およびループ回数のどちらの観点からも標準的な
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Algorithm 3: Generalized Bregman-NMF for sBCD
Input: X , K, function ϕ, generic function f
Output: W , H

1 initialize W , H
2 X̂ = WH

3 E = X − X̂

4 repeat
5 calculate F by (7.11)
6 calculate P by (7.17)
7 for k = 1 to K do
8 X(k) = E +wkh

(k)

9 update wk by (7.15)
10 update h(k) by (7.16)
11 E = X(k) −wkh

(k)

12 X̂ = WH

13 until (7.1) converges

乗法的更新式（α = 0）を用いた場合に比べて効率的に実行できていることがわかった．
また，同じ β，αのもとで目的関数の値を比較すると sBCDと関数 f による拡張が多くの
場合において小さい結果となっている．なお，目的関数は，β と αを変更すると最小化の
基準が異なるので異なる β，αでは比較できないことに注意する．

表 7.1: 乗法的更新式（Algorithm 2）を用いた場合の計算時間 [秒]

β\α 0 0.5 1 1.5 2
0 89.7 ± 23.4 98.4 ± 11.0 135.9 ± 22.5 115.7 ± 25.3 113.8 ± 25.7
1 82.3 ± 9.0 115.1 ± 14.0 110.1 ± 40.1 138.4 ± 34.4 118.9 ± 48.3
2 85.4 ± 10.0 124.1 ± 22.0 141.1 ± 49.8 157.3 ± 62.9 168.4 ± 48.5
3 406.5 ± 108.6 484.1 ± 101.6 512.5 ± 87.6 526.1 ± 114.6 603.8 ± 159.7

表 7.2: sBCD（Algorithm 3）の更新による計算時間 [秒]

β\α 0 0.5 1 1.5 2
0 9.4 ± 2.1 11.8 ± 6.70 13.9 ± 2.7 10.2 ± 2.9 9.7 ± 1.8
1 15.2 ± 6.1 22.3 ± 10.3 24.2 ± 7.6 24.5 ± 11.8 41.4 ± 19.7
2 12.2 ± 4.7 30.4 ± 16.7 24.3 ± 7.2 33.4 ± 8.2 34.6 ± 10.0
3 39.6 ± 7.9 60.8 ± 29.0 66.9 ± 25.2 54.6 ± 10.7 50.8 ± 8.8
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表 7.3: 乗法的更新式（Algorithm 2）を用いた場合のループ回数

β\α 0 0.5 1 1.5 2
0 2356.4 ± 602.3 2546.8 ± 386.7 3543.2 ± 596.3 3022.6 ± 465.0 2931.0 ± 520.6
1 2269.4 ± 321.6 3229.2 ± 463.7 3168.2 ± 1334.8 3833.0 ± 687.6 3265.4 ± 1144.3
2 1921.8 ± 254.3 2740.2 ± 528.4 3075.2 ± 1129.0 3523.6 ± 1188.1 3828.2 ± 1196.7
3 3463.0 ± 873.6 4225.4 ± 738.4 4414.2 ± 735.0 4575.6 ± 975.1 5286.0 ± 1395.1

表 7.4: sBCD（Algorithm 3）の更新によるループ回数

β\α 0 0.5 1 1.5 2
0 373.6 ± 78.7 463.8 ± 275.4 541.6 ± 119.5 391.4 ± 74.4 390.0 ± 93.8
1 616.0 ± 280.6 898.6 ± 373.1 994.0 ± 264.7 996.4 ± 406.0 1666.0 ± 641.8
2 403.8 ± 163.9 969.8 ± 458.0 768.4 ± 173.6 1087.0 ± 228.5 1143.4 ± 239.0
3 514.4 ± 110.3 797.4 ± 402.6 850.4 ± 282.0 693.2 ± 98.2 677.8 ± 129.8

表 7.5: 乗法的更新式（Algorithm 2）を用いた場合の目的関数値

β\α 0 0.5 1 1.5 2
0 1865.1 ± 1043.0 1101.7 ± 1005.9 907.9 ± 828.9 775.7 ± 708.2 681.5 ± 622.3
1 4286.0 ± 3912.9 2762.6 ± 2522.1 1963.8 ± 1793.0 1543.2 ± 1409.0 1284.5 ± 1172.8
2 36060.8 ± 32923.3 6672.8 ± 6091.5 3794.4 ± 3464.0 2678.3 ± 2445.0 2071.6 ± 1891.2
3 88727.0 ± 81002.2 7383.7 ± 6740.6 4024.8 ± 3674.2 2786.9 ± 2544.2 2137.1 ± 1951.0

表 7.6: sBCD（Algorithm 3）の更新による目的関数値

β\α 0 0.5 1 1.5 2
0 1845.3 ± 1032.0 1448.6 ± 810.0 894.1 ± 816.3 768.0 ± 701.3 674.2 ± 615.6
1 4262.7 ± 3891.6 2732.9 ± 2495.1 1960.0 ± 1789.6 1545.1 ± 1410.6 1281.5 ± 1170.3
2 35910.8 ± 32785.7 6540.6 ± 5970.9 3722.2 ± 3398.0 2631.8 ± 2402.7 2034.8 ± 1857.6
3 88327.3 ± 80638.0 7229.2 ± 6599.4 3954.4 ± 3610.1 2749.5 ± 2510.0 2109.0 ± 1925.3

7.7 まとめ
本章では，f 分離可能ブレグマン歪み尺度に基づいて既存のブレグマンダイバージェン

スを最小化する NMFのアルゴリズムを拡張した．関数 f の凹性から，一般に上界関数の
最小化によって目的関数が収束することを示し，既存の収束が保証されたアルゴリズムと
組み合わせることで 2種類の更新式を導出した．特に，高速な収束性を持つアルゴリズム
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と組み合わせることにより，その性質を引き継いだ効率的なアルゴリズムを構築した．実
験的にも，標準的に利用される乗法的更新式に比べて計算時間，ループ回数の観点から高
速に動作することを確認した．
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第 8章

おわりに

8.1 まとめ
本研究では，情報理論の分野で提案された f 分離可能歪み尺度 (2.7)とブレグマンダイ

バージェンス (2.3)に注目し，両者を組み合わせた f 分離可能ブレグマン歪み尺度の最小
化に基づく推定法を考案した．

2 章では本論文の中心概念となるブレグマンダイバージェンスが標準指数型分布族に
基づく最尤推定により対応することを説明し，情報理論における歪み尺度について説明
した．

3 章では単調増加関数 f とブレグマンダイバージェンスを組み合わせることで f 分離
可能ブレグマン歪み尺度を目的関数として定義した．この目的関数の最小化に基づく推定
法では，関数 f が凹関数のときに外れ値に対する頑健性を示し，凸関数であるとき最大歪
み最小化に近づく．そして，線形関数であるときにブレグマンダイバージェンスの平均の
最小化を行う．すなわち，データの生成分布に標準指数型分布族を仮定した場合の最尤推
定に対応する．また，単調増加関数 f に対して一つの実パラメータ β および αを持つ 2
種類の関数 f(z)を導入した．β = 1 − αとおくことで，目的関数の振る舞いを統一的に
表すことができる．β が 1より小さいときに外れ値に頑健となり，1より大きいときに最
大歪み最小化に近づく．そして，β = 1のときはオリジナルの目的関数である平均歪みの
最小化が対応する．パラメータ θの更新式を導出し，有限回の更新の反復によって目的関
数が収束することを示した．

4章では，まず外れ値に対する頑健性の指標である影響関数を導出し，影響関数のノル
ムが有界であるための関数 f の条件を示した．特に実パラメータ β をもつ関数の族につ
いて，影響関数を調べたところ，log-sum-expに対応する関数 f ではブレグマンダイバー
ジェンスに依存せずに β < 1ならば必ず再下降性が成り立つことを示した．同様に，累乗
平均に対応する関数 f では，β < 0の範囲では必ず再下降性が成り立つことを示した．し
かしながら，0 ≤ β < 1の範囲では使用するブレグマンダイバージェンスに依存する．そ
こで，ブレグマンダイバージェンスの部分クラスである β ダイバージェンスの場合に注目
し，累乗平均のパラメータ β と β ダイバージェンスのパラメータ αの組み合わせによっ
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て，影響関数の有界性が異なることがわかった．
5章では，f 分離可能ブレグマン歪み尺度における推定方程式の不偏性が成り立つ条件
を議論した．推定方程式は，データの生成分布，推定に用いるブレグマンダイバージェン
スおよび関数 f の三つの要素からなる．また，推定に用いるブレグマンダイバージェンス
がマハラノビス距離もしくは板倉斎藤距離の場合に注目し，バイアス補正項なしに推定方
程式の不偏性が成り立つ条件を調べたところ，関数 f ′ とデータの生成分布を構成する関
数 g の積に関する積分が有界かどうかによって特徴づけられることを明らかにした．推
定に板倉斎藤距離を用いた場合に推定方程式を不偏にする確率モデルには板倉斎藤距離に
よって特徴づけられる新しい確率分布を発見し，これを板倉斎藤斎藤分布と名付けた．さ
らに推定に一般のブレグマンダイバージェンスを用いた場合へと一般化を行い，対応する
確率モデルがブレグマンダイバージェンスによって記述される新しい確率分布のとき推定
方程式の不偏性が成り立つことを示した．推定方程式から新しく導かれた確率分布である
板倉斎藤分布と連続ブレグマン分布の詳細を調べ，標準指数型分布族との比較を行った．
また，バイアス補正項の消滅から正規化推定方程式とみなせることを用いて外れ値の割
合が大きい場合において潜在バイアスを任意に最小化できる関数 f の条件について議論
した．

6章では，f 分離可能ブレグマン歪み尺度によって DP-means法の目的関数を一般化し
アルゴリズムの構築を行った．さらに，UCIの 11のデータセットで実験を行い，β < 1

のときに NMIの値が向上し β > 1のときに最大歪み最小化に近づくことを確認した．
7 章では，f 分離可能ブレグマン歪み尺度によって NMF の目的関数を一般化しアル
ゴリズムの構築を行った．そして MMアルゴリズムから目的関数の上界関数の最小化に
よって目的関数が単調に減少することを示した．この結果から，NMFで通常用いられる
乗法的更新式を一般化した場合や高速に動作するアルゴリズムと組み合わせることで外れ
値に頑健かつ高速に動作するアルゴリズムを構築した．

8.2 今後の課題と展望
本研究では，ブレグマンダイバージェンスがマハラノビス距離もしくは板倉斎藤距離の
場合には，対応する確率モデルを楕円分布もしくは板倉斎藤分布としたとき，推定方程式
の不偏性がバイアス補正項なしで成り立つことを述べた．しかしながら，ブレグマンダイ
バージェンスの他の場合において対応する確率モデルのパラメータに対して推定方程式の
不偏性のためのバイアス補正項がどのようになるのかはいまだわかっていない．このよう
にバイアス補正項の解析や補正のための方法の模索が今後の課題である．一つのアプロー
チとしてはバイアスとバリアンスの観点から汎化誤差の解析が挙げられる．この観点から
は，もし推定方程式の不偏性を満たさない場合でも汎化誤差の観点から推定量に補正を加
えることや関数 f 自体の設計の可能性が考えられる．
本研究では，f 分離可能ブレグマン歪み尺度に基づいてディリクレ過程平均法と非負値
行列分解の二つの機械学習アルゴリズムの拡張を行った．ブレグマンダイバージェンスの
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最小化によって定式化される機械学習アルゴリズムには，主成分分析や一般化線形モデル
などの本論文で扱ったアルゴリズム以外に数多く存在する [66][67]．それらのアルゴリズ
ムに対して関数 f を導入することによって計算効率を保ちつつ外れ値に対する頑健性を
得ることや最大歪み最小化を可能とするアルゴリズムへの拡張が期待される．
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A.1 ニュートン法による更新式
k 番目のクラスタ中心 θk に関する目的関数を

L̄f (θk) =

n∑
i=1

rikf (dϕ (xi,θk)) (A.1)

とする．ニュートン法によるクラスタ中心の更新式は次式で与えられる．

θk = θk −
[
∇∇L̄f (θk)

]−1 ∇L̄f (θk) (A.2)

ここで，(A.1)の θk に関する勾配ベクトルとヘッセ行列はそれぞれ以下の通りである．

∇L̄f (θk) =

n∑
i=1

rikf
′ (dϕ (xi,θk))∇dϕ (xi,θk) (A.3)

∇∇L̄f (θk) =

n∑
i=1

rikf
′′ (dϕ (xi,θk))∇dϕ (xi,θk) [∇dϕ (xi,θk)]

T

+

n∑
i=1

rikf
′ (dϕ (xi,θk))∇∇dϕ (xi,θk)

(A.4)

なお，ブレグマンダイバージェンス (2.3)の θ に関する勾配ベクトルとヘッセ行列はそれ
ぞれ以下のようになる．

∇dϕ (x,θ) = −∇∇ϕ(θ) (x− θ) (A.5)
∇∇dϕ (x,θ) = ∇∇ϕ(θ)−∇∇∇ϕ(θ)(x− θ) (A.6)

ブレグマンダイバージェンス (2.3)がデータの次元に関して加法的に定義されている場合，
すなわち dϕ(x,θ) =

∑d
j=1 dϕ

(
x(j), θ(j)

)のとき，勾配ベクトル (A.5)とヘッセ行列 (A.6)
は以下のように単純な形で表される．d次元列ベクトルからなる勾配ベクトル (A.5)の j

次元目の成分は，次式で与えられる．
∂dϕ(x,θ)

∂θ(j)
= −ϕ′′

(
θ(j)
)(

x(j) − θ(j)
)

ヘッセ行列 (A.6)は対角行列となり，その jj 成分は次式で与えられる．
∂dϕ(x,θ)

∂θ(j)∂θ(j)
= −ϕ′′′

(
θ(j)
)(

x(j) − θ(j)
)
+ ϕ′′

(
θ(j)
)
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トータルブレグマンダイバージェンスの場合には，(A.3)と (A.4)における dϕ(x,θ)を
tBD(x,θ)に置き換えることで (A.2)によってクラスタ中心の更新が行われる．トータル
ブレグマンダイバージェンスの勾配ベクトルヘッセ行列はそれぞれ以下で与えられる．

∇tBD(x,θ) =
∇ϕ(θ)−∇ϕ(x)√
1 + c2 ∥∇ϕ(x)∥2

(A.7)

∇∇tBD(x,θ) =
∇∇ϕ(θ)√

1 + c2 ∥∇ϕ(x)∥2
(A.8)

同様にトータルブレグマンダイバージェンスがデータの次元に関して加法的に定義されて
いるとき，勾配ベクトル (A.7)とヘッセ行列 (A.8)は単純な形で表される．d次元列ベク
トルからなる勾配ベクトル (A.7)の j 次元目の成分は，次式で与えられる．

∂tBD(x,θ)

∂θ(j)
=

ϕ′(θ(j))− ϕ′(x(j))√
1 + c2 ∥∇ϕ(x)∥2

ヘッセ行列 (A.8)は対角行列となり，その jj 成分は次式で与えられる．

∂tBD(x,θ)

∂θ(j)∂θ(j)
=

ϕ′′(θ(j))√
1 + c2 ∥∇ϕ(x)∥2

A.2 影響関数の図示
二項分布に対応するブレグマンダイバージェンスは次式で与えられる．

dϕ(x, θ) = x log
(x
θ

)
+ (N − x) log

(
N − x
N − θ

)
(A.9)

ここで，N は非負整数値であり，x ∈ {0, 1, . . . , N} である [2]．本節では，(A.9) を
“binomial-loss”と呼ぶことにする．以下では，1次元の場合の (4.5)（影響関数の分子）を
外れ値 x∗ の関数として，各ブレグマンダイバージェンスと関数 f のそれぞれの組み合わ
せごとに，図 A.1から図 A.6に示す．4.4と 4.5で説明したように異なる関数 f とブレグ
マンダイバージェンスの組み合わせごとに影響関数の形状を確認することができる．ただ
し，影響関数の分子は省略して図示しているため，縦軸のスケールに関しては正確ではな
いことに注意する．なお，x∗ = θ で影響関数は 0の値を取る．

A.3 影響関数の有界性の証明
A.3.1 補題の証明
仮定 4.1のもとで以下の補題が成り立つ．
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図 A.3: Power mean and generalized KL divergence



76 付録 A

-0.002

-0.001

0

0.001

0.002

0.003

0.004

0 1000 2000 3000 4000 5000

β=1
β=0.7
β=0.5
β=0.3

β=0
β=-1

(a) θ = 1000, a = 1

-0.002

-0.001

0

0.001

0.002

0.003

0.004

0 1000 2000 3000 4000 5000

β=1
β=0.7
β=0.5
β=0.3

β=0
β=-1

(b) θ = 1000, a = 0.1

図 A.4: Power mean and Itakura Saito divergence

-4

-3

-2

-1

0

1

2

3

4

-4 -3 -2 -1 0 1 2 3 4

β=1
β=0.7
β=0.5
β=0.3

β=0
β=-1

(a) θ = 0, a = 1

-4

-3

-2

-1

0

1

2

3

4

-4 -3 -2 -1 0 1 2 3 4

β=1
β=0.7
β=0.5
β=0.3

β=0
β=-1

(b) θ = 0, a = 0

図 A.5: Power mean and exp-loss

補題 A.1 x̃を x̃ = (θ(1), · · · , θ(j−1), x∗(j), θ(j+1), · · · , θ(d))T と置き，j 次元目に関する
影響関数を

ĨFj =

∣∣∣∣ lim
|x∗(j)|→∞

f ′ (dϕ (x̃,θ)) (x
∗(j) − θ(j))

∣∣∣∣ (A.10)

とする．そのとき，以下が成り立つ．

lim
∥x∗∥→∞

∥IF(x∗)∥ =


∞ if ∃j, ĨFj is divergent
constant if ∀j, ĨFj is bounded
0 if ∀j, ĨFj is 0

証明： 行列 ∇∇ϕ (θ) の ij 成分を bij，列ベクトル u を ∇∇ϕ (θ) (x∗ − θ) = u =

(u(1), · · · , u(d))T ∈ Rd とする．つまり，次式で表される． b11 . . . b1d
...

. . .
...

bd1 . . . bdd


 x∗(1) − θ(1)

...
x∗(d) − θ(d)

 =

 u(1)

...
u(d)


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図 A.6: Log-sum-exp

また，ベクトル uの成分は次式で表される．

u(l) =

d∑
j=1

blj(x
∗(j) − θ(j))

もし，(4.5) のノルムが有界であれば，影響関数のノルムが有界といえる．したがって，
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(4.5)のノルムの有界性を調べればよい．(4.5)のノルムは次式のようになる．

∥f ′ (dϕ (x∗,θ))∇∇ϕ (θ) (x∗ − θ)∥ =

√√√√ d∑
l=1

∣∣f ′ (dϕ (x∗,θ))u(l)
∣∣2

=

√√√√√ d∑
l=1

∣∣∣∣∣∣
d∑

j=1

bljf ′ (dϕ (x∗,θ)) (x∗(j) − θ(j))

∣∣∣∣∣∣
2

∥x∗∥ → ∞の極限より次式が得られる．

lim
∥x∗∥→∞

∥f ′ (dϕ (x∗,θ))∇∇ϕ (θ) (x∗ − θ)∥

=

√√√√√ d∑
l=1

∣∣∣∣∣∣
d∑

j=1

blj lim
∥x∗∥→∞

f ′ (dϕ (x∗,θ)) (x∗(j) − θ(j))

∣∣∣∣∣∣
2

もし，関数 f が定理 4.1の (4.6)を満たすなら，関数 f の凹性より次式が成り立つ．

ĨFj =

∣∣∣∣ lim
|x∗(j)|→∞

f ′ (dϕ (x̃,θ)) (x
∗(j) − θ(j))

∣∣∣∣ ≥ ∣∣∣∣ lim
∥x∗∥→∞

f ′ (dϕ (x
∗,θ)) (x∗(j) − θ(j))

∣∣∣∣
ここで，仮定 4.1より x̃は x∗(j) にのみ依存しており，dϕ(x̃,θ) ≤ dϕ(x

∗,θ)が成り立っ
ていることに注意する．すなわち，右辺の有界性を確かめるためには次元ごとの極限とし
て左辺の評価を行えばよい．また，x∗ の要素のうち有限値を取る要素に関しては，その
要素の次元を j̃ ̸= j として

lim
∥x∗∥→∞

f ′ (dϕ (x
∗,θ)) (x∗(j̃) − θ(j̃)) = 0

が成り立つ．したがって，すべての次元で ĨFj が有界ならば，lim∥x∗∥→∞ ∥IF(x∗)∥ が
有界であり，ĨFj が 0 ならば，∥IF(x∗)∥ = 0，すなわち再下降性が成り立つことを
示している．一方で，ある次元 j で ĨFj = ∞ となるならば，x∗ = x̃ と置くことで
lim∥x∗∥→∞ ∥IF(x∗)∥ =∞が得られる． 2

A.3.2 累乗平均
定理 4.2の証明: 累乗平均の場合における再下降性
補題 A.1より関数 f を (3.3) (β < 0)として，(A.10)を評価する．ロピタルの定理から
以下の式が得られる．

ĨFj =

∣∣∣∣∣ lim
|x∗(j)|→∞

x∗(j) − θ(j)

[dϕ (x̃,θ) + a]
1−β

∣∣∣∣∣
=

∣∣∣∣∣∣ lim
|x∗(j)|→∞

1

(1− β) [dϕ (x̃,θ) + a]
−β
(

∂ϕ(x̃)
∂x∗(j) − ∂ϕ(θ)

∂θ(j)

)
∣∣∣∣∣∣ = 0

したがって，補題 A.1から再下降性が成り立つ．
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αダイバージェンス
ここで，α ダイバージェンスがデータの次元に関して加法的に定義されているとする

と，仮定 4.1より dϕ (x̃,θ) = dα(x
(j)∗, θ(j))が成り立つ．このとき，αダイバージェンス

は次式で表される．

dα(x
(j), θ(j)) =


x(j) +O(x(j)

α
) α < 1

x(j) log(x(j)) +O(x(j)) α = 1

x(j)
α
+O(x(j)) α > 1

補題 A.1より関数 f を (3.3)として，(A.10)を評価すると次式が得られる．

ĨFj =

∣∣∣∣∣ lim
|x∗(j)|→∞

x∗(j) − θ(j)[
dα(x∗

(j), θ(j)) + a
]1−β

∣∣∣∣∣
=

∣∣∣∣∣∣∣∣
 lim
|x∗(j)|→∞

(
x∗(j) − θ(j)

) 1
1−β

dα(x∗
(j), θ(j)) + a


1−β
∣∣∣∣∣∣∣∣ (A.11)

以下では，αの範囲を分けて評価を行う．

■1. α < 1

(A.11)より以下の式が得られる．

ĨFj =

∣∣∣∣∣∣∣∣
 lim
|x∗(j)|→∞

α(α− 1)
(
x∗(j) − θ(j)

) 1
1−β

x∗(j) +O(x∗(j)
α
)


1−β
∣∣∣∣∣∣∣∣

=

∣∣∣∣∣∣∣∣
α(α− 1) lim

|x∗(j)|→∞

(
x∗(j) − θ(j)

) 1
1−β

x∗(j)
lim

|x∗(j)|→∞

1

1 +O(x∗(j)
(α−1)

)


1−β
∣∣∣∣∣∣∣∣

=

∣∣∣∣∣∣∣
α(α− 1) lim

|x∗(j)|→∞

[
x∗(j) − θ(j)

x∗(j)
(1−β)

] 1
1−β

1−β
∣∣∣∣∣∣∣

したがって，次式が成り立つ．
1 < 1− β ⇒ ∥IF(x∗)∥ is divergent,
1 = 1− β ⇒ ∥IF(x∗)∥ is bounded,
1 > 1− β ⇒ ∥IF(x∗)∥ is redescending

⇐⇒


β > 0 ⇒ ∥IF(x∗)∥ is divergent,
β = 0 ⇒ ∥IF(x∗)∥ is bounded,
β < 0 ⇒ ∥IF(x∗)∥ is redescending
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■2. α = 1 (一般化 KLダイバージェンス)

(A.11)より以下の式が得られる．

ĨFj =

∣∣∣∣∣∣∣∣
 lim
|x∗(j)|→∞

(
x∗(j) − θ(j)

) 1
1−β

x(j)
∗
log(x(j)

∗
) +O(x(j)

∗
)


1−β
∣∣∣∣∣∣∣∣

=

∣∣∣∣∣∣∣∣
 lim
|x∗(j)|→∞

(
x∗(j) − θ(j)

) 1
1−β

x(j)
∗
log(x(j)

∗
)

lim
|x∗(j)|→∞

1

1 +O(log(x∗(j))−1)


1−β
∣∣∣∣∣∣∣∣

=

∣∣∣∣∣∣∣
 lim
|x∗(j)|→∞

[
x∗(j) − θ(j)

x(j)
∗1−β

log(x(j)
∗
)
1−β

] 1
1−β

1−β
∣∣∣∣∣∣∣

したがって，次式が成り立つ．{
β > 0 ⇒ ∥IF(x∗)∥ is divergent
β ≤ 0 ⇒ ∥IF(x∗)∥ is redescending

■3. α > 1

(A.11)より以下の式が得られる．

ĨFj =

∣∣∣∣∣∣∣∣
 lim
|x∗(j)|→∞

α(α− 1)
(
x∗(j) − θ(j)

) 1
1−β

x∗(j)
α
+O(x∗(j))


1−β
∣∣∣∣∣∣∣∣

=

∣∣∣∣∣∣∣∣
α(α− 1) lim

|x∗(j)|→∞

(
x∗(j) − θ(j)

) 1
1−β

x∗(j)
α lim

|x∗(j)|→∞

1

1 +O(x∗(j)
(1−α)

)


1−β
∣∣∣∣∣∣∣∣

=

∣∣∣∣∣∣∣
α(α− 1) lim

|x∗(j)|→∞

[
x∗(j) − θ(j)

x∗(j)
α(1−β)

] 1
1−β

1−β
∣∣∣∣∣∣∣

したがって，次式が成り立つ．
α(1− β) < 1 ⇒ ∥IF(x∗)∥ is divergent
α(1− β) = 1 ⇒ ∥IF(x∗)∥ is bounded
α(1− β) > 1 ⇒ ∥IF(x∗)∥ is redescending

⇐⇒


β > 1− 1

α ⇒ ∥IF(x∗)∥ is divergent
β = 1− 1

α ⇒ ∥IF(x∗)∥ is bounded
β < 1− 1

α ⇒ ∥IF(x∗)∥ is redescending
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Exp-loss

関数 f が (3.3) のときに，狭義凸関数 ϕ を exp(x) として構成されるブレグマンダイ
バージェンスの場合に影響関数を評価する．狭義凸関数を

ϕ(x) = exp(x)

とすると，対応するブレグマンダイバージェンスは次式で与えられる [2]．

dϕ (x, θ) = exp(x)− exp(θ)− exp(θ)(x− θ)

多次元データの場合には，以下のように次元に関して加法的に定義される．

dϕ (x,θ) =
d∑

j=1

dϕ

(
x(j), θ(j)

)
(A.12)

ϕ(x) =

d∑
j=1

ϕ(x(j))

ここで，(A.12)は加法的に定義されているので，仮定 4.1より dϕ (x̃,θ) = dϕ(x
(j)∗, θ(j))

が成り立つ．補題 A.1より関数 f を (3.3)として，(A.10)を評価すると次式が得られる．

ĨFj =

∣∣∣∣∣ lim
|x∗(j)|→∞

x∗(j) − θ(j)

[dϕ (x̃,θ) + a]
1−β

∣∣∣∣∣
=

∣∣∣∣∣ lim
|x∗(j)|→∞

[dϕ (x̃,θ) + a]
β

(1− β)
(
exp(x∗(j))− exp(θ(j))

) ∣∣∣∣∣ (A.13)

=

∣∣∣∣∣∣ lim
x∗(j)→∞

β [dϕ (x̃,θ) + a]
β−1

(
exp(x∗(j))− exp(θ(j))

)
(1− β) exp(x∗(j))

∣∣∣∣∣∣
=

∣∣∣∣∣ lim
x∗(j)→∞

β

(1− β) [dϕ (x̃,θ) + a]
1−β
− lim

x∗(j)→∞

β exp(θ(j))

(1− β) [dϕ (x̃,θ) + a]
1−β

exp(x∗(j))

∣∣∣∣∣
(A.14)

β = 0のとき，(A.13)より ĨFj は次のようになる．

ĨFj =
1

exp(x∗(j))− exp(θ(j))
=

{
0 if x∗(j) →∞
− exp(−θ(j)) if x∗(j) → −∞

0 < β < 1のときには，x∗(j) → −∞を満たすとき (A.13)から ĨFj → ∞となる．一方
で，x∗(j) →∞を満たす場合には (A.14)から ĨFj = 0となる．つまり，0 < β < 1のと
きには次のようになる．

ĨFj =

{
0 if x∗(j) →∞
∞ if x∗(j) → −∞
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β < 0 のときには，(A.13) より ĨFj は 0 となる．得られた結果をまとめると次のように
なる． 

β > 0 ⇒ ∥IF(x∗)∥ is divergent
β = 0 ⇒ ∥IF(x∗)∥ is bounded
β < 0 ⇒ ∥IF(x∗)∥ is redescending

A.3.3 定理 4.3の証明: log-sum-expの場合における再下降性
補題 A.1より関数 f を (3.5) (α > 0)として，(A.10)を評価すると，ロピタルの定理か
ら以下の式が得られる．

ĨFj =

∣∣∣∣∣ lim
|x∗(j)|→∞

x∗(j) − θ(j)

exp (−αdϕ (x̃,θ))

∣∣∣∣∣
=

∣∣∣∣∣∣ lim
|x∗(j)|→∞

1

−α exp (−αdϕ (x̃,θ))
(

∂ϕ(x̃)
∂x∗(j) − ∂ϕ(θ)

∂θ(j)

)
∣∣∣∣∣∣ = 0

したがって，補題 A.1より再下降性が成り立つ．

A.4 トータルブレグマンダイバージェンスの特性
A.4.1 単調減少性
定理 A.1 関数 f が凹関数であるとき，一般のトータルブレグマンダイバージェンスに対
して，(4.13)を用いたクラスタ中心の更新式は目的関数を単調減少させる．

証明： 証明の流れは定理 3.1の証明と同じ流れである．クラスタ中心 θ が，(4.13)によ
り，θ̃ へと新しく更新されたとき，目的関数 (4.12)が単調に減少することを示せばよい．
すなわち，Lf (θ) ≥ Lf (θ̃)である．(3.8)の不等式より以下のようになる．

Lf (θ)− Lf (θ̃)

=

n∑
i=1

[
f (tBD (xi,θ))− f

(
tBD

(
xi, θ̃

))]
≥

n∑
i=1

f ′ (tBD (xi,θ))
[
tBD (xi,θ)− tBD

(
xi, θ̃

)]
=

n∑
i=1

f ′ (tBD (xi,θ))√
1 + c2∥∇ϕ(xi)∥2

[
dϕ (θ,xi)− dϕ

(
θ̃,xi

)]
=

n∑
i=1

f ′ (tBD (xi,θ))√
1 + c2∥∇ϕ(xi)∥2

[
ϕ (θ)− ϕ

(
θ̃
)
−∇ϕ (xi)

(
θ − θ̃

)]
(A.15)

= dϕ

(
θ, θ̃

) n∑
i=1

f ′ (tBD (xi,θ))√
1 + c2∥∇ϕ(xi)∥2

≥ 0
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なお，(A.15)において式変形のために (4.13)と (4.14)を利用した．

∇ϕ
(
θ̃
) n∑

i=1

f ′ (tBD (xi,θ))√
1 + c2∥∇ϕ(xi)∥2

=

n∑
i=1

f ′ (tBD (xi,θ))√
1 + c2∥∇ϕ(xi)∥2

∇ϕ (xi)

2

定理 A.1より，ただちに次の系が成り立つ．

系 A.1 累乗平均による一般化 (3.4)，もしくは log-sum-exp 関数による一般化 (3.6) に
より，目的関数が構成されているとき，次のことがいえる．累乗平均による一般化と
log-sum-exp関数による一般化のそれぞれの場合について β ≤ 1もしくは α ≥ 0の場合に
一般のトータルブレグマンダイバージェンスに対して (4.13) を用いたクラスタ中心の更
新は目的関数を単調減少させる．

A.4.2 影響関数
4.2節の場合と同様に影響関数を導出すると次式で与えられる．

IF(x∗) = −mG−1∇f (tBD (x∗,θ))

G =

m∑
i=1

∇∇f (tBD (xi,θ))

行列Gは外れ値 x∗ に依存しないため，次式を評価すればよい．

−∇f (tBD (x∗,θ)) = −f ′ (tBD (x∗,θ))∇tBD (x∗,θ)

= f ′ (tBD (x∗,θ))
∇ϕ(x∗)−∇ϕ(θ)√
1 + c2∥∇ϕ(x∗)∥2

(A.16)

A.4.3 定理 4.4の証明
影響関数の有界性を評価するには (A.16)のノルムを評価すればよい．具体的には次式

の評価を行う．

f ′ (tBD (x∗,θ))
∥∇ϕ(x∗)−∇ϕ(θ)∥√

1 + c2∥∇ϕ(x∗)∥2
(A.17)

まず，∥x∗∥ がどのような値を取った場合でも ∥∇ϕ(x∗)−∇ϕ(θ)∥√
1+c2∥∇ϕ(x∗)∥2

の値は有界であること
が知られている [24]．したがって，影響関数の有界性が成り立つための必要十分条件は
f ′(z) がすべての z で有界となることである．∥θ∥ < ∞ とおいて， ∥x∗∥ の値が大きい
とき tBD (x∗,θ)の値もまた大きくなる．関数 f(z)が凸関数であるとき，f ′(z)は単調増
加関数である．このとき， ∥x∗∥ の値が大きくなるほど (A.17) の値もまた大きくなって
しまうため，影響関数は有界ではない．言い換えると，∥x∗∥の増加に対して (A.17)が小
さくなるためには，f ′(z)は単調減少関数である必要がある．この条件を満たす関数 f(z)
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は，線形もしくは凹関数となる（条件 1）．また，∥θ∥ <∞とおいて，∥x∗∥ → ∞のとき
に ∥∇ϕ(x∗)−∇ϕ(θ)∥√

1+c2∥∇ϕ(x∗)∥2
の値を 0にはできない．したがって，再下降性 (4.7)が成り立つため

の必要十分条件は (4.15)となる（条件 2）．

A.5 MAD-Bayesからの一般化 DP-means法の目的関数の
導出

A.5.1 一般化ガウス分布
今，関数 f を累乗平均に対応する (3.3) (β > 0, a = 0)，ブレグマンダイバージェンスを
二乗距離 ∥x− θ∥2 とする．このときの目的関数が尤度に一般化ガウス分布を仮定した場
合におけるMAD-Bayesの枠組みから導出されることを示す．一般化ガウス分布は次式で
与えられる．

p(x|θ, α, β) = 1

C
exp

(
−
(
∥x− θ∥2

α

)β
)

ここで，規格化定数は

C =
βΓ(d2 )

2π
d
2Γ( dβ )α

d
2

であり，Γ(·) はガンマ関数を表す．なお，ハイパーパラメータは α > 0 and β > 0 であ
る．一般化ガウス分布は，パラメータ β の値によってよく知られた確率分布を特別な場合
として含み，β = 1

2 の場合にラプラス分布，β = 1の場合にガウス分布，β →∞の極限
で連続一様分布となる．混合分布の尤度は次式で与えられる．

p(xn|r, {θk}Kk=1) =

K∏
k=1

∏
i:rik=1

p(xi|θk, α, β)

また，ディリクレ過程の一種である中華料理店過程は次式で与えられる．

p(r) = τK−1 Γ(τ + 1)

Γ(τ + n)

K∏
k=1

(Sn,k − 1)!

なお，Sn,k =
∑n

i=1 rik かつ τ > 0はハイパーパラメータを表す [38]．クラスタ中心を生
成する任意の分布を p(θk)とすると，その同時分布は p({θk}Kk=1)で表わされる．データ
とデータ点のクラスタへの割り当ておよびクラスタ中心に関する同時分布は次式となる．

p(xn, r, {θk}Kk=1) = p(xn|r, {θk}Kk=1)p(r)p({θk}Kk=1)

=

K∏
k=1

∏
i:rik=1

1

C
exp

(
−
(
∥xi − θk∥2

α

)β
)
· τK−1 Γ(τ + 1)

Γ(τ + n)

K∏
k=1

(Sn,k − 1)! ·
K∏

k=1

p(θk)
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ここで，同時分布 p(xn, r, {θk}Kk=1)の負の対数をとり，τ = exp
(
− λβ

αβ

)
とおくと

− log p(xn, r, {θk}Kk=1) =

K∑
k=1

∑
i:rik=1

[
O(log(α)) +

(
∥xi − θk∥2β

αβ

)]
+ (K − 1)

λβ

αβ
+O(1)

となる．さらに，両辺に αβ をかけると次式が得られる．

−αβ log p(xn, r, {θk}Kk=1) =

K∑
k=1

∑
i:rik=1

∥xi − θk∥2β + (K − 1)λβ + αβO(log(α))

最後に，α→ 0とすると αβO(log(α))→ 0となるので，目的関数として次式が得られる．
K∑

k=1

∑
i:rik=1

∥xi − θk∥2β + (K − 1)λβ

この目的関数は，関数 f を累乗平均に対応する関数に (3.3) (β ̸= 0, a = 0)を選んだ場合
に対応している．

n∑
i=1

∥xi − θc(i)∥2β + λβK +O(1)

ただし，一般化ガウス分布を想定した場合には β > 0の場合に限る．

A.5.2 変形 t分布
次に，累乗平均に対応する関数 f (3.3) を β = 0 かつ a > 0 とした場合，すなわち

f(z) = log(z + a) である．また，ブレグマンダイバージェンスは二乗距離 ∥x − θ∥2

の場合を考える．このときの目的関数が尤度に変形 t 分布を仮定した場合における
MAD-Bayesの枠組みから導出されることを示す．t分布は次式で与えられる．

p(x|θ, ν) =
Γ( ν2 + d

2 )

Γ( ν2 )(νπ)
d
2

[
1 +
∥x− θ∥2

ν

]− ν+d
2

ここで，ハイパーパラメータ ν > 0は自由度と呼ばれる．また dはデータの次元を表す．
t分布は自由度 ν の値によって，ν = 1の場合にコーシー分布，ν → ∞の極限において
ガウス分布といった特別な確率分布を含む．この t分布からの変形によって次式の変形 t

分布が得られる．

p(x|θ, ν, σ2) =
1

C

[
1 +
∥x− θ∥2

ν

]− ν+d

2σ2

ここで，規格化定数は次式で与えられる．また，ハイパーパラメータは σ2 >である．

C =
Γ( ν+d

2σ2 − d
2 )(νπ)

d
2

Γ( ν+d
2σ2 )
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また，ハイパーパラメータは σ2 > 0である．混合分布の尤度は次式で得られる．

p(xn|r, {θk}Kk=1) =

K∏
k=1

∏
i:rik=1

p(xi|θk, ν, σ2)

A.5.1節と同様に，データとデータ点のクラスタへの割り当ておよびクラスタ中心に関す
る同時分布は次式となる．

p(xn, r, {θk}Kk=1) = p(xn|r, {θk}Kk=1)p(r)p({θk}Kk=1)

=

K∏
k=1

∏
i:rik=1

p(xi|θk, ν, σ2) · τK−1 Γ(τ + 1)

Γ(τ + n)

K∏
k=1

(Sn,k − 1)! ·
K∏

k=1

p(θk)

ここで，同時分布 p(xn, r, {θk}Kk=1)の負の対数をとり， τ = (ν + λ)−
ν+d

2σ2 とおくと

− log p(xn, r, {θk}Kk=1)

=

K∑
k=1

∑
i:rik=1

[
logC +

ν + d

2σ2
log

(
1 +
∥xi − θk∥2

ν

)]
+
ν + d

2σ2
(K − 1) log(ν + λ) +O(1)

となる．さらに，両辺に 2σ2/(ν + d)をかけると次式が得られる．

− 2σ2

ν + d
log p(xn, r, {θk}Kk=1)

=

K∑
k=1

∑
i:rik=1

[
2σ2

ν + d
logC + log

(
1 +
∥xi − θk∥2

ν

)]
+ (K − 1) log(ν + λ)

=

K∑
k=1

∑
i:rik=1

[
2σ2

ν + d
logC + log

1

ν
+ log

(
ν + ∥xi − θk∥2

)]
+ (K − 1) log(ν + λ)

最後に，σ2 → 0 とすると σ2 logC → constant となるので目的関数として次式が得ら
れる．

K∑
k=1

∑
i:rik=1

log
(
ν + ∥xi − θk∥2

)
+ (K − 1) log(ν + λ)

ここで ν = a として置き直すと，この目的関数は，累乗平均に対応する関数 f (3.3) を
β = 0かつ a ≥ 0とした場合，すなわち f(z) = log(z + a)とした場合に対応している．

n∑
i=1

log
(
∥xi − θc(i)∥2 + a

)
+ log (λ+ a)K

ただし，変形 t分布を想定した場合には a > 0である必要がある．

A.5.3 楕円分布
A.5.1節と A.5.2節では，関数 f が具体的な場合を考えた．本節では，ブレグマンダイ
バージェンスは二乗距離として，関数 f を一般の場合で考える．このときの目的関数が尤
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度に楕円分布の部分クラスを仮定した場合におけるMAD-Bayesの枠組みから導出される
ことを示す．まず，楕円分布 (5.8)において，正定値行列Aを対角行列であるとして二乗
距離の場合を考える．さらに，楕円分布を構成する関数は g(z) = exp(−1/σ2f(z))とす
る．すなわち，確率分布として次式を用いる．

p(x|θ, σ2) =
1

C
exp

(
− 1

σ2
f
(
∥x− θ∥2

))
また，ハイパーパラメータは σ2 > 0である．混合分布の尤度は次式で得られる．

p(xn|r, {θk}Kk=1) =

K∏
k=1

∏
i:rik=1

p(xi|θk, σ2)

前節までと同様に，データとデータ点のクラスタへの割り当ておよびクラスタ中心に関す
る同時分布は次式となる．

p(xn, r, {θk}Kk=1) = p(xn|r, {θk}Kk=1)p(r)p({θk}Kk=1)

=

K∏
k=1

∏
i:rik=1

p(xi|θk, σ2) · τK−1 Γ(τ + 1)

Γ(τ + n)

K∏
k=1

(Sn,k − 1)! ·
K∏

k=1

p(θk)

ここで，同時分布 p(xn, r, {θk}Kk=1)の負の対数をとり， τ = exp
(
− f(λ)

σ2

)
とおくと

− log p(xn, r, {θk}Kk=1)

=

K∑
k=1

∑
i:rik=1

[
logC +

1

σ2
f
(
∥xi − θk∥2

)]
+

1

σ2
(K − 1)f(λ) +O(1)

となる．さらに，両辺に σ2 をかけると次式が得られる．

− σ2 log p(xn, r, {θk}Kk=1)

=
K∑

k=1

∑
i:rik=1

[
σ2 logC + f

(
∥xi − θk∥2

)]
+ (K − 1)f(λ) +O(1)σ2

最後に，σ2 → 0としたとき σ2 logC → constantとなるならば目的関数として次式が得
られる．（規格化定数 C は σ2 に依存する．）

K∑
k=1

∑
i:rik=1

f
(
∥xi − θk∥2

)
+ (K − 1)f(λ)

この目的関数は，ブレグマンダイバージェンスを二乗距離として関数 f を限定していない
一般の場合に対応する．

n∑
i=1

f
(
∥xi − θc(i)∥2

)
+ f(λ)K



88 付録 A

A.5.4 板倉斎藤分布
本節では，ブレグマンダイバージェンスを板倉斎藤距離として，前節と同様に関数 f を
一般の場合で考える．このときの目的関数が尤度に板倉斎藤分布の部分クラスを仮定した
場合における MAD-Bayes の枠組みから導出されることを示す．板倉斎藤分布 (5.11) を
構成する関数 g を g(z) = exp

(
−1/σ2f(z)

)とする．すなわち，確率分布として次式を用
いる．

p(x|θ, σ2) =
1

C

1

x
exp

(
− 1

σ2
f (dIS(x, θ))

)
また，ハイパーパラメータは σ2 > 0である．混合分布の尤度は次式で得られる．

p(xn|r, {θk}Kk=1) =

K∏
k=1

∏
i:rik=1

p(xi|θk, σ2)

前節までと同様に，データとデータ点のクラスタへの割り当ておよびクラスタ中心に関す
る同時分布は次式となる．

p(xn, r, {θk}Kk=1) = p(xn|r, {θk}Kk=1)p(r)p({θk}
K
k=1)

=

K∏
k=1

∏
i:rik=1

p(xi|θk, σ2) · τK−1 Γ(τ + 1)

Γ(τ + n)

K∏
k=1

(Sn,k − 1)! ·
K∏

k=1

p(θk)

ここで，同時分布 p(xn, r, {θk}Kk=1)の負の対数をとり， τ = exp
(
− f(λ)

σ2

)
とおくと

− log p(xn, r, {θk}Kk=1)

=
K∑

k=1

∑
i:rik=1

[
logC +

1

σ2
f (dIS(xi, θk)

]
+

1

σ2
(K − 1)f(λ) +O(1)

となる．さらに，両辺に σ2 をかけると次式が得られる．
− σ2 log p(xn, r, {θk}Kk=1)

=

K∑
k=1

∑
i:rik=1

[
σ2 logC + f (dIS(xi, θk)

]
+ (K − 1)f(λ) +O(1)σ2

最後に，σ2 → 0としたとき σ2 logC → constantとなるならば目的関数として次式が得
られる．（規格化定数 C は σ2 に依存する．）

K∑
k=1

∑
i:rik=1

f (dIS(xi, θk)) + (K − 1)f(λ)

この目的関数は，ブレグマンダイバージェンスを板倉斎藤距離として関数 f を限定してい
ない一般の場合に対応する．

n∑
i=1

f
(
dIS(xi, θc(i))

)
+ f(λ)K
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